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1.6. Ejercicios Caṕıtulo 1 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17

2. Elementos de Análisis Convexo 19
2.1. Conjuntos convexos y funciones convexas . . . . . . . . . . . . . . . . . . . . . . . . 19
2.2. Propiedades topológicas heredadas de la convexidad . . . . . . . . . . . . . . . . . . 24
2.3. Distancia a conjuntos convexos y proyección métrica . . . . . . . . . . . . . . . . . . 31
2.4. Teoremas de separación . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
2.5. Diferenciabilidad y subdifferenciabilidad de funciones convexas . . . . . . . . . . . . 37
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Caṕıtulo 1

Introducción a la Optimización
no-lineal

1.1 Problemas de Optimización y noción de solución

En este curso estamos interesados en resolver problemas de optimización, que tienen la forma general

(P) :=

{
mı́n
x∈Rn

f(x)

s.a. x ∈ X.
(1.1)

El problema (P) se conoce como problema de minimización y está compuesto por tres elementos:

1. La función objetivo f : Rn → R. Es la función cuyo valor queremos minimizar.

2. La variable de decisión x = (x1, . . . , xn) ∈ Rn. Es lo que controlamos. Podemos decidir el valor
de x y por lo tanto no está predefinido.

3. El conjunto factible X ⊂ Rn. La variable que controlamos está restringida a este conjunto.
Solo podemos elegir valores para x que estén en el conjunto factible X.

En general, el conjunto factible X está descrito por una serie de restricciones, es decir,

X =

{
x ∈ Rn :

hi(x) = 0, ∀i ∈ I
gj(x) ≤ 0, ∀j ∈ J

}
(1.2)

donde I y J son conjuntos de ı́ndices finitos, y hi : Rn → R y gj : Rn → R son funciones continuas
para todo i ∈ I y todo j ∈ J . Cuando tenemos esta estructura, el problema (1.1) se reescribe como

(P) :=


mı́n
x∈Rn

f(x)

s.a.

{
hi(x) = 0, ∀i ∈ I,
gj(x) ≤ 0, ∀j ∈ J.

(1.3)

En algunos problemas, aparecen restricciones de desigualdad de la forma g(x) ≥ α. Sin embargo,
reemplazando la función g por x 7→ α − g(x), siempre podemos expresar el conjunto factible X en
su forma estándar dada por (1.2).
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Volviendo a la forma general (1.1), la siguiente definición nos da el concepto de solución del problema
(P).

Definición 1.1 (Solución). Un punto x̄ ∈ Rn se dice solución del problema de optimización (1.1)
si cumple que

x̄ es un punto factible del problema, es decir, x̄ ∈ X.

f(x̄) es el valor mı́nimo que puede alcanzar f en el conjunto factible X, es decir,

∀x ∈ X, f(x̄) ≤ f(x). (1.4)

El conjunto de todas las soluciones del problema (1.1) se denota como argmin{f(x) : x ∈ X}, o
simplemente argminXf . Los puntos x̄ ∈ argminXf también se les denomina mı́nimos globales de f
en X.

El concepto de mı́nimo global está dado por la ecuación (1.5): Un punto x̄ ∈ X es mı́nimo global de f
en X si f(x̄) toma el valor más pequeño en todo X. Como veremos más adelante, la gran dificultad de
la optimización no-lineal versus su contraparte lineal, es que encontrar mı́nimos globales en nuestro
contexto no siempre es posible computacionalmente. Debido a esta obstrucción, muchos métodos de
optimización buscan lo que se conoce como mı́nimos locales.

Definición 1.2 (Mı́nimo local). Un punto x̄ ∈ Rn se dice mı́nimo local de f en X cumple que

x̄ es un punto factible del problema, es decir, x̄ ∈ X.

Existe δ > 0 suficientemente pequeño tal que

∀x ∈ X ∩B(x̄, δ), f(x̄) ≤ f(x). (1.5)

Es claro que todo mı́nimo global es a su vez mı́nimo local, pero que la conversa no se tiene. La noción
de mı́nimo local se puede interpretar como una “solución débil” del problema (1.1). La Figura 1.1
ilustra esta diferencia para la función f : R2 → R dada por

f(x, y) = ln(x4 + 2(x− 2)3 + 100 exp(−x2) + 300) + ln(1 + y2),

en el conjunto factible X = {(x, y) : −10 ≤ x, y ≤ 10}.

En este apunte, nos enfocaremos en cómo encontrar soluciones globales, o al menos locales, para el
problema (1.1), cuando los datos del problema son no-lineales.

1.2 Problemas de maximización

En muchas aplicaciones, nos encontramos con otra familia de problemas, llamados problemas de
maximización, que tienen la forma general

(P) :=

{
máx
x∈Rn

f(x)

s.a. x ∈ X.
(1.6)

En este tipo de problemas tenemos exactamente los mismos elementos que en el (1.1), es decir, la
función objetivo f , la variable de decisión x ∈ Rn y el conjunto factible X. La diferencia está en el
concepto de solución, pues aqúı queremos encontrar un punto x̄ ∈ Rn que sea factible pero tal que
f(x̄) sea el valor máximo que puede alcanzar f en X. Es decir, buscamos x̄ ∈ X tal que

∀x ∈ X, f(x̄) ≥ f(x). (1.7)
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Figura 1.1: Ejemplo de Mı́nimo local versus Mı́nimo global. En rojo, el mı́nimo global de la función,
alcanzado aproximadamente en (−3.6173, 0). En azul, un óptimo local, alcanzado aproximadamente
en (1.6847, 0). El ćırculo azul es una bola donde se verifica (1.5).

El conjunto de todas las soluciones del problema (1.6) se denota como argmax{f(x) : x ∈ X} o
simplemente argmaxXf . Un elemento x̄ ∈ argmaxXf se llama también máximo global de f en X.

Análogamente, también podemos definir máximos locales: Un punto x̄ ∈ X es un máximo local de
f en X si existe δ > 0 lo suficientemente pequeño tal que

∀x ∈ X ∩B(x̄, δ), f(x̄) ≥ f(x). (1.8)

Sin embargo, los problemas de maximización y minimización están relacionados, en el sentido que
uno siempre puede transformarse en el otro manteniendo las mismas soluciones.

Teorema 1.3. El problema de maximización (1.3) es equivalente al problema de minimización{
mı́n
x∈Rn

−f(x)

s.a. x ∈ X,

en el sentido que ambos problemas tienen las mismas soluciones fuertes y débiles, es decir,

argminX(−f) = argmaxXf ; y

x̄ es máximo local de f en X si y sólo si x̄ es mı́nimo local de −f en X.

Demostración. Mostraremos solamente que argminX(−f) = argmaxXf . Para esto, escribimos:

x∗ ∈ argminX(−f) ⇐⇒ ∀x ∈ X, −f(x∗) ≤ −f(x)

⇐⇒ ∀x ∈ X, f(x∗) ≥ f(x)

⇐⇒ x∗ ∈ argmaxXf.

En el desarrollo anterior, la primera y la tercera equivalencia son las definiciones de solución para el
problema de minimización de −f y de maximización de f , respectivamente. La segunda equivalencia
es directa del hecho que −f(x∗) ≤ −f(x) si y sólo si f(x∗) ≥ f(x).

La demostración de la segunda afirmación sobre óptimos locales es análoga, reemplazando X por
X ∩B(x̄, δ) y razonando por doble implicancia.
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El Teorema 1.3 nos dice que basta desarrollar la teoŕıa que necesitamos para problemas de minimi-
zación solamente, pues siempre podemos transformar los problemas de maximización reemplazando
la función objetivo f por −f . Recordemos que estamos interesados en encontrar soluciones en el
sentido de la Definición 1.1, y por lo tanto podemos manipular los datos de los problemas, siempre y
cuando preservemos el conjunto de soluciones. Aśı, en este apunte sólo trabajaremos con problemas
de minimización.

1.3 Algunos ejemplos de Optimización No-Lineal

1.3.1. Modelo Uninodal de mercado eléctrico

En Chile, aśı como en muchas partes del mundo, el sistema de enerǵıa eléctrica es un mercado
privado, donde varios productores participan en lo que se conoce como Mercado SPOT. En este,
los productores declaran su capacidad y costos de producción a un Operador central (Conocido
como Operador Independiente de Sistema), que debe asignar las producciones de cada productor
satisfaciendo la demanda energética D a menor costo posible. Supongamos que en el mercado SPOT
tenemos N productores P1, . . . , Pn, y que cada productor Pi tiene una función de costos dada por

ci(qi) = aiqi + biq
2
i ,

donde a1, bi son constantes, y qi representa la potencia eléctrica (medida en MWh) que debe pro-
ducir el productor Pi. Claramente, qi debe ser no-negativa, pero además, el productor Pi tiene
una capacidad máxima de producción, que denotaremos por Qi. Con esta información, el Operador
Central debe resolver el problema de optimización

mı́n
q∈RN

∑N
i=1 aiqi + biq

2
i

s.a.
∑N
i=1 qi = D,

0 ≤ qi ≤ Qi, ∀i ∈ {1, . . . , N}.

(1.9)

Este problema se conoce como modelo uninodal, pues no considera la transmisión de corriente
eléctrica a través de las ĺıneas de transmisión, y es el modelo más simple que existe para el problema
del operador central. Como vemos, la función objetivo de este problema es no-lineal.

1.3.2. Ajuste no-lineal de parámetros (Data-Fitting)

En muchos problemas de estad́ıstica (incluido el Aprendizaje de Máquinas), queremos ajustar un
modelo predictivo a partir de datos medidos. Este modelo predictivo muchas veces está dado por
una función parametrizada

F : Rp × Rn → Rm

(θ, x) 7→ F (θ, x) = y,

donde x ∈ Rn es la entrada, y ∈ Rm es la salida, y θ ∈ Rp es el vector de parámetros que queremos
ajustar.

Los datos están dados por un conjunto de pares ordenados {(xk, yk) : k = 1, . . . , N} ⊂ Rn × Rm,
dadas por mediciones emṕıricas: Para cada muestra xk ∈ Rn, se midió la salida yk ∈ Rm, pero sin
conocer la función F (θ, ·).
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El modelo más sencillo para ajuste de parámetros se conoce como método de mı́nimos cuadrados.
Aqúı, lo que queremos es encontrar el vector de parámetros θ∗ que minimiza el error cuadrático
medio del modelo predictivo con respecto a los datos emṕıricos. Es decir, queremos resolver

mı́n
θ∈Rp

N∑
k=1

‖F (θ, xk)− yk‖2. (1.10)

La Figura 1.2 muestra el ajuste de parámetros para la función F : R4 × R→ R dada por

F (θ, x) = θ1 exp(−θ2x) + θ3 exp(−θ4x),

con los datos emṕıricos de la Tabla 1.1.

x y
0.0000 5.8955
0.1000 3.5639
0.2000 2.5173
0.3000 1.9790
0.4000 1.8990
0.5000 1.3938
0.6000 1.1359
0.7000 1.0096
0.8000 1.0343
0.9000 0.8435
1.0000 0.6856
1.1000 0.6100
1.2000 0.5392
1.3000 0.3946
1.4000 0.3903
1.5000 0.5474
1.6000 0.3459
1.7000 0.1370
1.8000 0.2211
1.9000 0.1704
2.0000 0.2636

Tabla 1.1: Datos para ajuste por mı́ni-
mos cuadrados

(a) Datos Emı́ricos

(b) Curva Ajustada

Figura 1.2: Ajuste de Datos por mı́nimos cuadrados

1.4 Preliminares de topoloǵıa general

Esta sección está dedicada a repasar algunos conceptos fundamentales que ocuparemos en el desarro-
llo del curso. La mayoŕıa de ellos forman parte del programa del curso Cálculo Avanzado (ING2001),
o bien del programa del curso Análisis para Ciencia de Datos (MMD2002).

Antes de empezar, es bueno recordar algunas notaciones:
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1. Para un punto x ∈ Rn, escribimos ‖x‖ para denotar su norma euclidiana, es decir,

‖x‖ =

√√√√ n∑
i=1

|xi|2.

2. La bola abierta y la bola cerrada centrada en x ∈ Rn y de radio ρ > 0 están dadas, respecti-
vamente, por

B(x, ρ) = {y ∈ Rn : ‖y − x‖ < ρ},
B(x, ρ) = {y ∈ Rn : ‖y − x‖ ≤ ρ}.

3. Denotamos por B la bola unitaria cerrada, es decir, B = B(0, 1). Similarmente, denotamos por
S a la esfera unitaria, que es el conjunto dado por

S = {x ∈ Rn : ‖x‖ = 1} = B(0, 1) \B(0, 1).

4. Para un conjunto A ⊂ Rn, denotamos su interior, adherencia y frontera por int(A), A y Fr(A),
respectivamente.

Definición 1.4 (Sucesiones). Una sucesión en Rn es una función x : N → Rn, donde a cada
natural k ∈ N se asigna un punto xk = x(k) en el espacio. En lo que sigue, denotaremos la sucesión
x : N→ Rn como (xk)k∈N, (xk)k o simplemente (xk).

Dado que el conjunto N de los números naturales está naturalmente ordenado, la notación (xk)k∈N
nos dice que podemos interpretar la sucesión como una secuencia de puntos, dada por x1, x2, x3, . . ..

Cabe destacar que la notación xk puede ser ambigua: No es claro si nos referimos al k-ésimo elemento
de una sucesión, o bien a la k-ésima coordenada de un vector en Rn. Usualmente es claro por contexto
a lo que nos estamos refiriendo cuando escribimos xk, pero vale la pena estar atento. En caso que
xk sea un elemento de una sucesión, escribiremos xk,i para denotar la i-ésima coordenada de xk, es
decir,

xk =


xk,1
xk,2

...
xk,n

 ∈ Rn.

Las sucesiones están intŕınsecamente relacionadas con la topoloǵıa de Rn y serán la base sobre la
cual construiremos algoritmos para aproximar soluciones de problemas de optimización.

Definición 1.5 (Convergencia). Decimos que una sucesión (xk)k∈N ⊂ Rn converge a un punto
x̄ ∈ N si se cumple que

∀ε > 0,∃k0 ∈ N,∀k ≥ k0, ‖xk − x̄‖ ≤ ε. (1.11)

En tal caso, decimos que x̄ es el ĺımite de (xk)k∈N, y escribimos xk
k→∞−−−−→ x̄ o bien x̄ = ĺımk→∞ xk.

Cuando xk → x̄, significa que para un error ε > 0 arbitrario, siempre existe un elemento k0 ∈ N tal
que la cola de la sucesión (xk)k≥k0 está a distancia a lo más ε del ĺımite. La figura 1.3 ilustra esta
idea para una sucesión en R2: Para el error ε, la sucesión en algún momento (es decir, a partir de
k0) queda contenida en la bola de centro x̄ y radio ε.

Proposición 1.6. Sea (xk)k∈N una sucesión en Rn y sea x̄ ∈ Rn. Las siguientes afirmaciones son
equivalentes:

(i) xk → x̄.
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R2

x1

x2
x3

x4

x5
x6
x7

x̄

Figura 1.3: Sucesión convergente en R2

(ii) Para todo ε > 0, existe k0 ∈ N tal que (xk)k≥k0 ⊂ B(x̄, ε).

(iii) ‖xk − x̄‖ → 0.

(iv) Para todo ı́ndice i ∈ {1, . . . , n}, la sucesión (xk,i)k∈N ⊂ R converge a x̄i.

Demostración. La equivalencia (i)⇔(ii)⇔(iii) es directa. Mostraremos que estas afirmaciones son
equivalentes a (iv) por doble implicancia:

(iii)⇒(iv): Fijemos i ∈ {1, . . . , n} y sea ε > 0. Se tiene que

0 ≤ |xk,i − x̄i| ≤ ‖xk − x̄‖
k→∞−−−−→ 0.

En vista del teorema del Sandwich, se concluye que |xk,i − x̄i|
k→∞−−−−→ 0, lo que equivale a que

xk,i
k→∞−−−−→ x̄i. Como esto se tiene para cualquier coordenada i ∈ {1, . . . , n}, se concluye (iv).

(iv)⇒(i): Sea ε > 0. Para cada i ∈ {1, . . . , n}, tenemos que xi,k → x̄i. Por lo tanto, en vista
de (1.11), existe ki ∈ N tal que

∀k ≥ ki, |xk,i − x̄i| ≤
ε

n
.

Sea k0 = máx{ki : i = 1, . . . , n}. Tenemos entonces que

∀k ≥ k0, rk = máx{|xk,i − x̄| : i = 1, . . . , n} ≤ ε√
n
.

Luego, para todo k ≥ k0, podemos escribir

‖xk − x̄‖ =

√√√√ n∑
i=1

|xk,i − x̄i|2 ≤

√√√√ n∑
i=1

r2
k ≤

√
n

(
ε√
n

)2

= ε.

Como ε es arbitrario, (1.11) se verifica, lo que demuestra que xk
k→∞−−−−→ x̄.

Hemos demostrado que (i)⇔(ii)⇔(iii)⇒(iv)⇒(i), lo que concluye la demostración.

Muchas veces, las sucesiones no poseen ĺımite, es decir, divergen. Sin embargo, esta divergencia puede
ocurrir pues las sucesiones están oscilando entre varios puntos candidatos a ĺımites. Un ejemplo t́ıpico
de esta situación es la sucesión (xk) en R dada por xk = (−1)k. Para capturar este caso, se introduce
la noción de punto de acumulación.
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Definición 1.7 (Punto de acumulación). Sea (xk)k∈N una sucesión en Rn y x̄ ∈ Rn. Decimos que
x̄ es punto de acumulación de (xk)k∈N si

∀ε > 0,∀k0 ∈ N,∃k ≥ k0, ‖x− xk‖ ≤ ε. (1.12)

Denotamos el conjunto de todos los puntos de acumulación de (xk)k∈N como acc(xk : k ∈ N), o
simplemente como acc(xk).

La idea de un punto de acumulación es que para un error ε > 0 arbitrario, y para cualquier ı́ndice
k0 ∈ N, hay un punto de la sucesión xk más adelante (es decir, k ≥ k0) que está a distancia a lo
más ε del punto x̄.

Sea x̄ ∈ acc(xk). Si nos quedamos solo con los elementos que se van acercando a x̄, tendŕıamos una
sucesión que de hecho converge a x̄. Esta idea de seleccionar algunos elementos de una sucesión para
construir otra se formaliza con el concepto de subsucesiones.

Definición 1.8 (Subsucesiones). Sea (xk)k∈N una sucesión en Rn. Una sucesión (yj)j∈N se dice
subsucesión de (xk)k∈N si existe una función estrictamente creciente ϕ : N → N tal que

yj = xϕ(j), ∀j ∈ N.

Dicho de otro modo, la sucesión y : N→ Rn está dada por y = x ◦ ϕ.

Muchas veces, en vez de escribir (yj)j∈N, escribimos directamente (xϕ(j))j∈N para denotar la subsu-
cesión de (xk) dada por la función ϕ. También escribimos (xkj )j∈N en vez de (xϕ(j))j∈N, entendiendo
que kj = ϕ(j). Esta última notación es útil para explicitar que la subsucesión está dada por una

subsecuencia creciente de ı́ndices {kj : j ∈ N}. Cabe destacar que si xk
k−→ x̄, entonces toda

subscuesión (xkj ) de (xk) es convergente con xkj
j−→ x̄.

Proposición 1.9. Sea (xk)k∈N una sucesión en Rn y x̄ ∈ Rn. Se tiene que

x̄ ∈ acc(xk) ⇐⇒ Existe una subsucesión (xkj )j de (xk)k tal que xkj
j→∞−−−→ x̄.

Demostración. Mostraremos el resultado por doble implicancia:

⇒: Construiremos inductivamente una subsucesión (xkj )j converegente a x̄. Para el caso base,
tomemos j = 1. Como x̄ ∈ acc(xk), sabemos que

∃k1 ≥ 1 tal que ‖xk1 − x̄‖ ≤ 1.

Para el paso inductivo, asumamos que hemos construido la colección {xk1 , . . . , xkj} tal que
k1 < k2 < . . . < kj y que verifica que

‖xkt − x̄‖ ≤
1

t
, ∀t ∈ {1, . . . , j}.

Tomando k0 = 1 + kj y ε = 1
j+1 , podemos aplicar (1.12) y concluir que

∃kj+1 > kj , ‖xkj+1
− x̄‖ ≤ 1

j + 1
.

Hemos construido inductivamente una sucesión (xkj )j tal que ‖xkj − x̄‖ ≤ 1
j , para todo j ∈ N.

Como además el mapeo ϕ : j → kj es estrictamente creciente, concluimos que de hecho (xkj )j
es subsucesión de (xk)k. Finalmente, tenemos que

0 ≤ ‖xkj − x̄‖ ≤
1

j

j→∞−−−→ 0,

que, por Teorema del Sándwich, implica que ‖xkj − x̄‖ → 0. Aplicando la Proposición 1.6,
concluimos que xkj → x̄.
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⇐: Supongamos que existe una subsucesión (xkj )j convergiendo a x̄. Sean ε > 0 y k0 ∈ N
fijos.

Por un lado, como xkj → x̄, existe j1 ∈ N tal que ‖xkj − x̄‖ ≤ ε, para todo j ≥ j1. Por el otro,
como el mapeo j 7→ kj es estrictamente creciente, existe j2 ∈ N tal que kj2 ≥ k0. Tomando
j0 = máx{j1, j2}, tenemos que

kj0 ≥ k0 y ‖xkj0 − x̄‖ ≤ ε.

Como ε y k0 son arbitrarios, concluimos que (1.12) se verifica, demostrando que x̄ ∈ acc(xk)
y finalizando la demostración.

Para cerrar este repaso, recordaremos lo que son los conjuntos compactos, algunas de sus caracteri-
zaciones, y enunciaremos el teorema fundamental de la optimización: Los problemas de optimización
con función objetivo continua y conjunto factible compacto siempre tienen solución.

Recordemos que un conjunto K ⊂ Rn se dice acotado si existe M > 0 tal que K ⊂ B(0,M) o,
equivalentemente, si

∀x ∈ K, ‖x‖ ≤M.

Definición 1.10. Un conjunto K ⊂ Rn se dice compacto si es no-vaćıo, cerrado y acotado.

Vamos a ver que, aśı como los conjuntos cerrados se pueden caracterizar por sucesiones, los conjuntos
compactos están relacionados con subsucesiones. Esta caracterización se conoce como el Teorema
de Bolzano-Weierstrass. Para probarlo, necesitaremos el siguiente lema, que es la versión de una
variable del teorema que queremos probar. Este lema fue demostrado en primera instancia por
Bolzano en 1817 como parte de la demostración del teorema de valor intermedio.

Lema 1.11 (Bolzano). Sea K ⊂ R un conjunto acotado. Entonces toda sucesión en K admite una
subsucesión convergente.

Demostración. Como K es acotado, existe un intervalo [a1, b1] tal que K ⊂ [a1, b1]. Ahora, cons-
truiremos la subsucesión (xkj )j∈N convergente.

Para j = 1, tomamos I1 = [a1, b1] y elegimos k1 = 1, sabiendo que xk1 ∈ I1.

Para j = 2, dividimos el intervalo I1 = [a1, b1] en dos intervalos, dados por
[
a1,

a1+b1
2

]
y[

a1+b1
2 , b1

]
. Definimos I2 como uno de los intervalos que contenga infinitos puntos de la sucesión

(xk) (al menos uno de los dos hace esto). Tomamos k2 > k1 tal que xk2 ∈ I2.

Para el caso general j ∈ N, asumamos que ya hemos construido {xk1 , . . . , xkj−1
} y los subin-

tervalos I1, . . . , Ij−1. Nuevamente dividimos el intervalo Ij−1 en dos intervalos a través de
su punto medio. Definimos Ij como uno de los intervalos que contenga infinitos puntos de la
sucesión (xk), lo cual se puede hacer pues Ij−1 conteńıa infinitos puntos.

Hemos construido aśı una secuencia de intervalos (Ij : j ∈ N) y una subsucesión (xkj )j∈N con las
siguientes propiedades:

1. Para todo j ∈ N, Ij+1 ⊂ Ij y diam(Ij+1) = 1
2diam(Ij).

2. Para todo j ∈ N, xkj ∈ Ij .

Consideremos ahora las sucesiones (aj)j∈N, (bj)j∈N ⊂ R dadas por aj = mı́n{t : t ∈ Ij} y bj =
máx{t : t ∈ Ij}. La inclusión Ij+1 ⊂ Ij para todo j ∈ N nos dice que (aj) es una sucesión
creciente y que (bj) es una sucesión decreciente. Como ambas sucesiones son acotadas, tenemos que
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son convergentes, con

a = ĺım
j
aj = sup

j
aj y bj = ĺım

j
bj = ı́nf

j
bj .

Más aún, se tiene que

|a− b| = ĺım
j
|aj − bj | = ĺım

j
diam(Ij) = ĺım

j

diam(I1)

2j−1
= 0.

Por lo tanto, a = b. Finalmente, como xkj ∈ Ij , tenemos que aj ≤ xkj ≤ bj para todo j ∈ N. Por
Teorema del Sándwich, concluimos que xkj → a, lo que concluye la demostración.

Teorema 1.12 (Bolzano-Weierstrass). Sea K ⊂ Rn un conjunto no-vaćıo. Las siguientes afirma-
ciones son equivalentes:

(i) K es compacto.

(ii) Toda sucesión (xk)k∈N contenida en K admite una subsucesión (xkj )j∈N convergente con ĺımite
en K.

Demostración. Demostraremos el teorema por doble implicancia.

(i)⇒(ii): Demostraremos el resultado por inducción en la dimensión del espacio Rn. El caso
base está dado por el Lema 1.11. Ahora, para el caso general, tomemos K ⊂ Rn compacto y
una sucesión (xk)k∈N ⊂ K. Para cada xk, podemos escribir xk = (yk, zk) ∈ Rn−1 × R, donde
yk = (xk,1, . . . , xk,n−1), y zk = xk,n. Por inducción, podemos asumir que (yk)k∈N admite una
subsucesión convergente, pues es fácil ver que

(yk)k∈N ⊂ {y ∈ Rn−1 : ∃z ∈ R, (y, z) ∈ K},

y este conjunto es compacto pues K lo es. Sea ϕ1 : N→ N la función estrictamente creciente
tal que (yϕ1(j))j∈N es convergente. Consideremos la sucesión (aj)j∈N ⊂ R dada por aj = zϕ1(j).
Aplicando el Lema 1.11 nuevamente, sabemos que (aj) admite una subsucesión convergente.
Sea ϕ2 : N→ N la función estrictamente creciente tal que (aϕ2(j)) es convergente. Definamos
ϕ : N→ N como ϕ1 ◦ ϕ2. Tenemos que ϕ también es estrictamente creciente y por lo tanto

• (yϕ(j)) = (yϕ1◦ϕ2(j)) es una subsucesión de (yϕ1(j)), y por lo tanto es convergente con
ĺımj yϕ(j) = ĺımj yϕ1(j).

• (zϕ(j)) = (aϕ2(j)), que por construcción es convergente.

Luego, aplicando la Proposición 1.6, tenemos que ĺımj xϕ(j) existe y está dado por

x̄ = ĺım
j
xϕ(j) = (ĺım

j
yϕ(j), ĺım

j
zϕ(j)) ∈ K,

donde la inclusión x̄ ∈ K sigue del hecho que K es cerrado. Esto concluye la demostración de
(ii).

(ii)⇒(i) : Sea K un conjunto no-vaćıo que verifica (ii). Veamos primero que K es cerrado.
Para esto, sea (xk)k ⊂ K una sucesión convergente con ĺımite ĺımk xk = x̄. Por hipótesis,
sabemos que (xk) admite una subsucesión (xkj )j convergente con ĺımj xkj ∈ K. Sin embargo,
como (xkj ) es subsucesión de una sucesión convergente, necesariamente tenemos que

x̄ = ĺım
j
xkj ∈ K.

Como (xk)k es arbitraria, hemos demostrado que toda sucesión convergente en K tiene su
ĺımite en K, lo que demuestra que K es cerrado.
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Ahora, nos resta ver que K es acotado. Razonando por contradicción, asumamos que K no
es acotado. Esto implica que para cada k ∈ N, existe un punto xk ∈ K con ‖xk‖ ≥ k.
Consideremos la sucesión (xk)k∈N dada por la construcción anterior. Por hipótesis, tenemos
que (xk)k admite una subsucesión (xkj )j convergente. Sea x̄ = ĺımj xkj . Entonces, como la
función ‖ · ‖ es continua, tenemos que

‖x̄‖ = ĺım
j
‖xkj‖ ≥ ĺım

j
kj = +∞,

lo cual es una contradicción. Concluimos que K tiene que ser acotado y, como ya vimos que
también es cerrado, entonces K tiene que ser compacto. Esto concluye la demostración.

Terminaremos esta sección con lo que podŕıamos denominar el teorema fundamental de la opti-
mización, que nos da condiciones suficientes para asegurar que un problema de optimización tiene
solución. Este teorema también se conoce como Teorema de Weierstrass, o Teorema de valores
extremos.

Teorema 1.13 (Teorema fundamental de la optimización). Sea f : Rn → R una función continua
y K ⊂ Rn un conjunto compacto. Se tiene que f alcanza su máximo y su mı́nimo en K, es decir,

∃x̄ ∈ K, f(x̄) = mı́n
K

f y ∃z̄ ∈ K, f(z̄) = máx
K

f.

Demostración. Vamos a demostrar solamente que f alcanza su mı́nimo en K, pues el otro caso se
obtiene directamente reemplazando f por −f . Sea α = ı́nf{f(x) : x ∈ K}. Notemos que, como K
es no-vaćıo, α < +∞. Por definición de ı́nfimo, para todo k ∈ N podemos encontrar xk ∈ K tal que{

f(xk) ≤ α+ 1
k si α > −∞

f(xk) ≤ −k si α = −∞.

Consideremos la sucesión (xk)k∈N dada por la construcción anterior. Como K es compacto, (xk)
admite una subsucesión (xkj )j∈N convergente. Sea x̄ = ĺımj xkj , que pertenece a K pues K es
cerrado.

Como f es continua, tenemos que f(xkj )
j→∞−−−→ f(x̄). Por lo tanto, si α = −∞ podemos escribir

−∞ ≤ f(x̄) = ĺım
j
f(xkj ) ≤ ĺım

j
−kj = −∞.

Esto nos diŕıa que f(x̄) = −∞, lo cual es una contradicción pues f toma valores en R. Concluimos
entonces que α > −∞. Por lo tanto, podemos escribir,

α ≤ f(x̄) = ĺım
j
f(xkj ) ≤ ĺım

j
(α+

1

kj
) = α.

Se tiene entonces que f(x̄) = α, lo que concluye la demostración.

1.5 Algoritmos de optimización

El Teorema 1.13 nos entrega un marco teórico para trabajar el problema de optimización genérico
(1.1): Necesitamos que la función objetivo f : Rn → R sea al menos continua y que el conjunto
factible X sea al menos compacto. Con estos dos ingredientes podemos asegurar existen soluciones,
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en el sentido de la Definición 1.1. Sin embargo, el Teorema 1.13 no es constructivo, y por lo tanto
no nos dice cómo encontrar dicha solución.

Para buscar soluciones de un problema de optimización, necesitamos desarrollar algoritmos. En
optimización no-lineal, consideraremos lo que se conoce como algoritmos iterativos.

Definición 1.14 (Algoritmo Iterativo). Un algoritmo iterativo es una serie de instrucciones que, a
partir de un punto inicial x0 ∈ Rn, nos permite generar una sucesión de puntos (xk)k∈N ⊂ Rn con
las siguientes propiedades:

Para todo k ∈ N, xk se construye a partir de los puntos {x0, x1, . . . , xk−1}.

La sucesión (xk)k∈N es convergente.

En algoritmos iterativos, llamaremos al punto xk el k-ésimo iterando, pues se construye en la k-
ésima iteración.

Idealmente, cuando un algoritmo iterativo está bien adaptado a un problema de optimización, el
ĺımite x̄ = ĺımk xk es una solución (global, o al menos local). Esto depende fuertemente de los datos
del problema (la función objetivo f y el conjunto factible X), por lo que existen diversos algoritmos
para diferentes problemas.

Dado que la sucesión de iterandos (xk) producida por un algoritmo iterativo es, en general, infinita,
estos son incapaces de entregar el ĺımite x̄ final. Para hacerlo, un computador tendŕıa que realizar
infinitas iteraciones, lo cual no es posible. Por lo tanto, los algoritmos iterativos están acoplados con
un criterio de parada, que es un conjunto de condiciones lógicas (verdadero-falso) sobre el iterando
xk. Cuando las condiciones del criterio de parada se cumplen en un iterando xk, el algoritmo asume
que este punto aproxima “lo suficientemente bien” al ĺımite x̄, y se detiene entregando xk como
solución aproximada. Normalmente un criterio de parada incluye las siguientes condiciones:

El punto xk se parece al punto xk−1 (la k-ésima iteración produjo poca variación del iterando).

El valor f(xk) se parece al valor f(xk−1) (la k-ésima iteración produjo poca mejora de la
función objetivo).

El punto xk está lo suficientemente cerca del conjunto factible X.

El Algoritmo 1.1 muestra la estructura general de un algoritmo iterativo con criterio de parada.

Algoritmo 1.1: Esquema General de Algoritmos Iterativos

1 Entrada: Función objetivo f ; Conjunto factible X; punto inicial x0 ∈ Rn.
2 Fijar k = 0;
3 while CriterioParada(xk) == FALSE do
4 - Construir xk+1 a partir de {x0, x1, . . . , xk}.
5 - Actualizar k = k + 1.

6 end
7 Salida: x̄ = xk.

Qué tan bueno es un algoritmo de optimización se mide utilizando los siguientes criterios:

1. Robustez: Un buen algoritmo debeŕıa funcionar para varios problemas de optimización. La
robustez se evalúa identificando las hipótesis sobre los datos del problema (f , X y x0) para
los cuales el algoritmo produce una buena aproximación de una solución (fuerte o débil).

2. Precisión: Un buen algoritmo debeŕıa ser estable, en el sentido que entrega buenas aproxi-
maciones de solución, sin ser demasiado sensible a variaciones en los datos del problema (f ,
X y x0) o errores computacionales asociados a su ejecución computacional.

3. Eficiencia: Un buen algoritmo debeŕıa ser eficiente, en el sentido que el tiempo de cómputo
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y el espacio de memoria computacional no debieran ser muy grandes.

Para estudiar la eficiencia de un algoritmo, nos concentraremos en el “tiempo de cómputo” que
necesita, dependiendo de los datos del problema f , X y x0. Como el tiempo depende del computador
en donde el algoritmo se ejecuta, consideraremos una medición “normalizada”: contaremos el número
de iteraciones que necesita un algoritmo para satisfacer los criterios de parada.

Definición 1.15. (Radio de convergencia) Sea (xk)k∈N una sucesión en Rn convergente a un punto
x̄ ∈ Rn. Definimos el radio de convergencia de orden p de (xk)k∈N como la sucesión

rpk+1 =
‖xk+1 − x̄‖
‖xk − x̄‖p

.

Diremos que la sucesión (xk)k∈N converge con

1. radio de convergencia lineal, si existe una constante β ∈ (0, 1) tal que

r1
k ≤ β, para k lo suficientemente grande.

2. radio de convergencia superlineal, si

ĺım
k
r1
k = 0.

3. radio de convergencia de orden p, con p > 1, si existe M > 0 tal que

rpk ≤M, para k lo suficientemente grande.

La complejidad (tiempo de cómputo) de un algoritmo se mide calculando los siguientes indicadores:

El número de iteraciones necesarias de tal manera que se cumpla el criterio de parada. Este
número se estima usando los radios de convergencia de la sucesión de iterandos (xk) y de la
sucesión de valores (vk), donde vk = f(xk).

El tiempo necesario para computar el iterando xk en la iteración k. Esto depende normalmente
del tamaño del problema (número de variables y número de restricciones).

En este curso, nos concentraremos sólo en el primer criterio, es decir, en el número de iteraciones
que necesitamos para cumplir el criterio de parada.

1.6 Ejercicios Caṕıtulo 1

P1. Para una función f : Rn → R y α ∈ R definimos el subnivel de f de valor α como el conjunto

[f ≤ α] := {x ∈ Rn : f(x) ≤ α}.

Muestre que si f es continua, entonces para todo α > ı́nfRn f se tiene que [f ≤ α] es cerrado.

P2. Una función f : Rn → R se dice inf-compacta si existe α > ı́nfRn f tal que el subnivel [f ≤ α]
es un conjunto compacto. Muestre que si una función f : Rn → R es continua e inf-compacta,
entonces alcanza su mı́nimo en Rn.

P3. Una función f : Rn → R se dice coercitiva si

ĺım
‖x‖→+∞

f(x) = +∞.
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Muestre que si una función f es coercitiva y continua, entonces alcanza su mı́nimo en Rn.
Hint: Recuerde que

ĺım
‖x‖→+∞

f(x) = +∞ ⇐⇒ ∀(xk) sucesión en Rn tal que ‖xk‖ → +∞,
se tiene que f(xk)→ +∞.

Utilice la caracterización anterior para mostrar que cualquier subnivel [f ≤ α] debe ser un
conjunto acotado.

P4. Sea K ⊂ Rn un conjunto no-vaćıo, f : K → R y x ∈ K. Muestre que si toda sucesión (xk) ⊂ K
convergente a x admite una subsucesión (xkj ) tal que f(xkj )

j−→ f(x), entonces f es continua
en x.
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Caṕıtulo 2

Elementos de Análisis Convexo

2.1 Conjuntos convexos y funciones convexas
Dentro del análisis no-lineal, la convexidad es una de las propiedades geométricas más deseables
al momento de resolver un problema de optimización. A lo largo del curso, haremos siempre la
diferencia entre problemas convexos y problemas no-convexos.

Definición 2.1 (Convexidad). Un conjunto C ⊂ Rn se dice convexo si para todo x, y ∈ C y para
todo t ∈ [0, 1], se tiene que

tx+ (1− t)y ∈ C. (2.1)

Si C es un conjunto convexo, una función f : C → R se dice convexa si para todo x, y ∈ C y para
todo t ∈ [0, 1],

f(tx+ (1− t)y) ≤ tf(x) + (1− t)f(y). (2.2)

La definición anterior nos dice que un conjunto C es convexo si, para cualquier par de puntos
x, y ∈ C, el segmento

[x, y] = {tx+ (1− t)y : t ∈ [0, 1]}

está contenido en C. La Figura 2.1 ilustra la idea anterior.

x

y

[x, y]

(a) Conjunto convexo

x
y

[x, y]

(b) Conjunto no-convexo

Figura 2.1: (a) Conjunto convexo: El segmento [x, y] queda contenido en el conjunto. (b) Conjunto
no-convexo: El segmento [x, y] se sale del conjunto.

Ejemplo 2.2 Los siguientes conjuntos son convexos:

1. Toda bola abierta B(x, ρ) o cerrada B(x, ρ).
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2. El conjunto vaćıo ∅ ⊂ Rn y el espacio completo Rn son convexos.

3. Todo conjunto dado por restricciones lineales, es decir, de la forma P = {x ∈ Rn : Ax ≤ b}.

4. Todo subespacio vectorial H de Rn.

Las siguientes funciones son convexas:

1. Toda función lineal ` : Rn → R es convexa.

2. La norma euclidiana ‖ · ‖ : Rn → R es convexa.

3. La 1-norma y la ∞-norma dadas por

‖x‖1 =

n∑
i=1

|xi|

‖x‖∞ = máx{|xi| : i = 1, . . . , n}

son funciones convexas.

4. La función f : (0,+∞)→ R dada por f(x) = 1
x es convexa. La función exponencial exp : R→

R es convexa.

La convexidad de una función también tiene una interpretación geométrica: El conjunto dado por
“lo que está sobre el grafo de la función” debe ser convexo. La Proposición 2.3 formaliza esta idea
usando el concepto del eṕıgrafo de f . la Figura 2.2 ilustra la convexidad de funciones.

Proposición 2.3. Sea C ⊂ Rn un conjunto convexo. Una función f : C → R es convexa si y
solamente si su eṕıgrafo, dado por el conjunto

epif := {(x, r) ∈ Rn × R : x ∈ C, f(x) ≤ r}, (2.3)

es un conjunto convexo en Rn+1.

Demostración. Haremos la demostración por doble implicancia:

⇒: Sean (x1, r1), (x2, r2) ∈ epif y sea t ∈ [0, 1]. Queremos demostrar que

(xt, rt) := t(x1, r1) + (1− t)(x2, r2)

también está en epif . Usando la definición de eṕıgrafo, tenemos que r1 ≥ f(x1) y que r2 ≥
f(x2). Por lo tanto, notando que tx+ (1− t)y ∈ C, podemos escribir

rt = tr1 + (1− t)r2 ≥ tf(x1) + (1− t)f(x2) ≥ f(tx1 + (1− t)x2) = f(xt),

donde la segunda desigualdad se obtiene del hecho que f es convexa. Concluimos entonces que
(xt, rt) ∈ epif . Como (x1, r1), (x2, r2) y t ∈ [0, 1] son arbitrarios, concluimos que epif es un
conjunto convexo.

⇐: Sean x, y ∈ C y t ∈ [0, 1]. Queremos demostrar que f(tx + (1 − t)y) es menor o igual a
tf(x) + (1− t)f(y). Para esto, notemos que (x, f(x)) e (y, f(y)) ambos pertenecen al eṕıgrafo
de f . Como epif es convexo, tenemos que

(xt, rt) = t(x, f(x)) + (1− t)(y, f(y)) ∈ epif.

Por lo tanto, podemos escribir

f(tx+ (1− t)y) = f(xt) ≤ rt = tf(x) + (1− t)f(y).

Como x, y y t son arbitrarios, concluimos que f es convexa.
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Rn

R

f(x)

f(y)

x y

epif

Figura 2.2: Función convexa. El segmento rojo corresponde a [(x, f(x)), (y, f(y))] en Rn+1, o equi-
valentemente, al grafo de la función t ∈ [0, 1] 7→ tf(x) + (1 − t)f(y). El segmento está por sobre el
grafo de la función f . La zona punteada corresponde al eṕıgrafo de f .

Para construir conjuntos convexos (y funciones convexas) necesitamos entender primero qué tipo de
operaciones preservan la convexidad. La siguiente proposición resume algunas de estas operaciones.

Proposición 2.4. Las siguientes operaciones de conjuntos preservan convexidad:

1. Si {Ci : i ∈ I} es una familia cualquiera de conjuntos convexos en Rn, entonces

C =
⋂
i∈I

Ci

también es convexo en Rn.

2. Si C ⊂ Rn es un conjunto convexo y T : Rn → Rm es una transformación lineal, entonces
T (C) es un conjunto convexo en Rm.

3. Si A,B son dos conjuntos convexos en Rn, entonces la suma de Minkowski

A+B = {a+ b : a ∈ A, b ∈ B}

es un conjunto convexo en Rn.

4. Si f : Rn → R es una función convexa y C ⊂ Rn es un conjunto convexo, entonces los
conjuntos

C ∩ [f ≤ α] = {x ∈ C : f(x) ≤ α}
C ∩ [f < α] = {x ∈ C : f(x) < α}

son conjuntos convexos en Rn, para todo α ∈ R.

5. Si ` : Rn → R es una función lineal y C ⊂ Rn es un conjunto convexo, entonces

C ∩ [` = α] = {x ∈ C : `(x) = α}

es un conjunto convexo en Rn, para todo α ∈ R.

Demostración. Demostraremos cada afirmación por separado.

1. Sean x, y ∈ C =
⋂
i∈I Ci y sea t ∈ [0, 1]. Como x, y ∈ C, entonces tenemos que

x, y ∈ Ci, para todo i ∈ I.

Sea i ∈ I. Como Ci es convexo, tenemos que tx+ (1− t)y ∈ Ci. Como esto es cierto para todo
i ∈ I, concluimos que tx+ (1− t)y ∈

⋂
i∈I Ci = C, lo que demuestra que C es convexo.
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2. Sean x, y ∈ T (C) y t ∈ [0, 1]. Como T (C) es la imagen de C a través de T , sabemos que
existen a, b ∈ C tal que T (a) = x y T (b) = y. Luego, como T es lineal, podemos escribir

tx+ (1− t)y = tT (a) + (1− t)T (b) = T (ta+ (1− t)b).

Finalmente, como C es convexo, tenemos que ta+(1−t)b ∈ C y por lo tanto tx+(1−t)y ∈ T (C).
Esto demuestra que T (C) es convexo.

3. Sean x, y ∈ A + B y t ∈ [0, 1]. Por la definición de A + B, sabemos que existen a1, a2 ∈ A y
b1, b2 ∈ B tal que x = a1 + b1 y y = a2 + b2. Luego, podemos escribir

tx+ (1− t)y = t(a1 + b1) + (1− t)(a2 + b2)

= ta1 + (1− t)a2︸ ︷︷ ︸
=a

+ tb1 + (1− t)b2︸ ︷︷ ︸
=b

.

Como A y B son conjuntos convexos, tenemos que a ∈ A y b ∈ B, por lo tanto

tx+ (1− t)y = a+ b ∈ A+B,

lo que demuestra que A+B es convexo.

4. Sea α ∈ R. Si C ∩ [f ≤ α] es vaćıo, entonces es un conjunto convexo trivialmente. Por lo tanto,
sin perder generalidad, asumamos que C∩ [f ≤ α] es no-vaćıo. Sean entonces x, y ∈ C∩ [f ≤ α]
y t ∈ [0, 1]. Como C es convexo, tenemos que tx + (1 − t)y ∈ C. Por otro lado, como f es
convexa, tenemos que

f(tx+ (1− t)y) ≤ tf(x) + (1− t)f(y) ≤ tα+ (1− t)α = α,

donde la segunda desigualdad sigue del hecho que x, y ∈ [f ≤ α]. Concluimos entonces que
f(tx+(1−t)y) ≤ α y por lo tanto tx+(1−t)y ∈ [f ≤ α]. Concluimos que tx+(1−t)y ∈ C∩[f ≤
α], lo que demuestra la convexidad de este conjunto. La demostración de que C ∩ [f < α] es
convexo es análoga.

5. Sean x, y ∈ C ∩ [` = α] y t ∈ [0, 1]. Como C es convexo, tenemos que tx+ (1− t)y ∈ C. Por lo
tanto, para demostrar que C ∩ [` = α] es convexo, basta ver que tx + (1 − t)y ∈ [` = α]. Sin
embargo, esto es directo pues, usando la linealidad de `, podemos escribir

`(tx+ (1− t)y) = t`(x) + (1− t)`(y) = tα+ (1− t)α = α.

Esto concluye la demostración.

Vale la pena destacar que, mezclando los incisos 1., 4. y 5. de la Proposición 2.4, podemos decir que
los conjuntos de la forma

X =

{
x ∈ Rn :

hi(x) = 0, ∀i ∈ I
gj(x) ≤ 0, ,∀j ∈ J

}
son convexos cuando las funciones {gj : j ∈ J} son convexas y las funciones {hi : i ∈ I} son
lineales.

Aśı como hay operaciones que preservan convexidad de conjuntos, también existen operaciones
que preservan la convexidad de funciones. La siguiente proposición nos muestra algunas de esas
operaciones.

Proposición 2.5. Las siguientes funciones son convexas:
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1. Si T : Rn → Rm es una transformación lineal y g : Rm → R es una función convexa, entonces
f : Rn → R dada por f = g ◦ T es una función convexa.

2. Sea C ⊂ Rn convexo. Si {fi : C → R | i = 1, . . . , k} es una familia de funciones convexas,
entonces el máximo puntual dado por

máx fi : C → R
x 7→ máx{fi(x) : i = 1, . . . , k}

es una función convexa.

3. Sea C ⊂ Rn convexo. Si {fi : C → R | i = 1, . . . , k} es una familia finita de funciones convexas
y {λ1, . . . , λk} ⊂ R+ es una colección de escalares no-negativos, entonces

f =

k∑
i=1

λifi

es una función convexa.

4. Sean C ⊂ Rn y Z ⊂ Rm dos conjuntos convexos, y sea F : Rn × Rm → R es una función
convexa tal que para todo x ∈ C se tiene que ı́nfZ F (x, z) > −∞. Entonces la función marginal

f : Rn → R
x 7→ ı́nf

z∈Z
F (x, z)

es convexa.

Demostración. Vamos a demostrar cada caso por separado.

1. Sean x, y ∈ Rn y t ∈ [0, 1]. Ocupando la linealidad de T y la convexidad de g, podemos escribir

f(tx+ (1− t)y) = g
(
T (tx+ (1− t)y

)
= g
(
tT (x) + (1− t)T (y)

)
≤ tg(T (x)) + (1− t)g(T (y)) = tf(x) + (1− t)f(y).

Como x, y ∈ Rn y t ∈ [0, 1] son aribitrarios, se concluye que f = g ◦ T es convexa.

2. Denotemos f = máx fi. Mostraremos, en vista de la Proposición 2.3, que epif es convexo.
Para esto, podemos ver que

(x, r) ∈ epif⇔x ∈ C, y r ≥ f(x)

⇔x ∈ C, y ∀i ∈ {1, . . . , k}, r ≥ fi(x)

⇔∀i ∈ {1, . . . , k}, (x, r) ∈ epifi

⇔(x, r) ∈
k⋂
i=1

epifi.

La serie de equivalencias anterior nos permite concluir que epif =
⋂k
i=1 epifi. Como las fun-

ciones {fi | i = 1, . . . , k} son convexas, entonces sus eṕıgrafos son conjuntos convexos. Aśı,
aplicando la Proposición 2.4, tenemos que epif es convexo al ser intersección de conjuntos
convexos. Concluimos entonces que f es convexa.
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3. Sean x, y ∈ C y t ∈ [0, 1]. Usando que las funciones {fi | i = 1, . . . , k} son convexas y que
{λi : i = 1, . . . , k} son no-negativos, tenemos que

f(tx+ (1− t)y) =

k∑
i=1

λifi(tx+ (1− t)y)

≤
k∑
i=1

λi
(
tfi(x) + (1− t)fi(y)

)
= t

k∑
i=1

λifi(x) + (1− t)
k∑
i=1

λifi(y)

= tf(x) + (1− t)f(y).

Como x, y ∈ C y t ∈ [0, 1] son arbitrarios, concluimos que f es convexa.

4. Sean x, y ∈ C y t ∈ [0, 1]. Queremos demostrar que f(tx + (1 − t)y) ≤ tf(x) + (1 − t)f(y).
Fijemos ε > 0, y sean z1, z2 ∈ Z tal que

f(x) = ı́nf
Z
F (x, z) ≥ F (x, z1)− ε y f(y) = ı́nf

Z
F (y, z) ≥ F (y, z2)− ε.

Como Z es convexo, tenemos que tz1 + (1 − t)z2 ∈ Z. Luego, como F es convexa, podemos
escribir

f(tx+ (1− t)y) = ı́nf
Z
F (tx+ (1− t)y, z)

≤ F (tx+ (1− t)y, tz1 + (1− t)z2)

= F (t(x, z1) + (1− t)(y, z2))

≤ tF (x, z1) + (1− t)F (y, z2)

≤ t(f(x) + ε) + (1− t)(f(y) + ε) = tf(x) + (1− t)f(y) + ε.

Como ε es arbitrario, concluimos que

f(tx+ (1− t)y) ≤ tf(x) + (1− t)f(y).

Como x, y ∈ Rn y t ∈ [0, 1] son arbitrarios, se concluye que la función marginal f es convexa.

2.2 Propiedades topológicas heredadas de la convexidad
En este curso, trabajaremos muchas veces con conjuntos que tienen interior vaćıo. Sin embargo,
en el caso de los conjuntos convexos, estos siempre tienen interior, pero relativo a un espacio af́ın
de dimensión más pequeña. Este espacio se conoce como la envoltura af́ın de un conjunto, y se
construye intersectando todos los espacios afines que contienen al conjunto.

Para formalizar esta idea, recordemos primero lo que es un espacio af́ın.

Definición 2.6 (Espacio af́ın). Un conjunto H en Rn se dice espacio af́ın si existe un subespacio
vectorial V y un punto x0 ∈ Rn tal que

H = x0 + V = {x0 + v : v ∈ V }.

El subespacio vectorial V se denomina subespacio paralelo a H y es único. Definimos entonces la
dimensión af́ın de H como la dimensión de V , es decir, adim(H) = dim(V ).
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De hecho, si H es un espacio af́ın con subespacio paralelo V , entonces se tiene que

∀h0 ∈ H, H = h0 + V. (2.4)

De hecho, para cualquier punto h0 ∈ H, se tiene que V = H − h0 = {h− h0 : h ∈ H}. La Figura
2.3 muestra un espacio af́ın en R2. Note que un subespacio vectorial es un espacio af́ın que contiene
al 0.

V

H

h0

Figura 2.3: Espacio Af́ın en R2. H se obtiene desplazando V a través del vector h0.

Proposición 2.7. Sea {Hi : i ∈ I} una familia cualquiera de espacios afines en Rn. Si H = ∩i∈IHi

es no-vaćıo, entonces H es un espacio af́ın.

Demostración. Sea h0 ∈ H. Para cada i ∈ I, tenemos que Vi = Hi − h0 es el subespacio paralelo
a Hi. Sea V =

⋂
i∈I Vi. Como V es una intersección de espacios vectoriales, entonces V es también

un subespacio vectorial. Luego, podemos escribir

h ∈ H⇔h ∈ Hi, ∀i ∈ I
⇔h− h0 ∈ Vi, ∀i ∈ I
⇔h− h0 ∈ V
⇔h ∈ h0 + V.

Concluimos que H = h0 +V , lo que demuestra que H es un espacio af́ın con espacio paralelo V .

Observación 2.8. Es importante destacar que para un conjunto cualquiera A ⊂ Rn y para un punto
x0 ∈ Rn, siempre se tiene que

(A+ x0)− x0 = A.

Esto se tiene pues al sumar x0 estamos desplazando el conjunto A. Esta operación, que la podemos
pensar como la transformación lineal af́ın T : Rn → Rn dada por T (x) = x + x0, es invertible,
precisamente tomando T−1 : Rn → Rn como T−1(x) = x − x0. Sin embargo, en general, para dos
conjuntos A,B ⊂ Rn no podemos cancelar la suma de Minkowski, es decir,

(A+B)−B = {a+ b1 − b2 : a ∈ A, b1, b2 ∈ B} 6= A.

La Proposición 2.7 nos permite introducir la definición de envoltura af́ın como el espacio af́ın “más
pequeño”que contiene al conjunto.

Definición 2.9 (Envoltura Af́ın). Sea K un conjunto no-vaćıo de Rn. Definimos la envoltura af́ın
de K como la intersección de todos los espacios afines que contienen a K, es decir,

aff(K) =
⋂
{H : H espacio af́ın, K ⊂ H}. (2.5)
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Como la intersección del lado derecho es una intersección no-vaćıa de espacios afines, entonces
aff(K) es también un espacio af́ın y es el más pequeño que contiene a K, es decir,

H espacio af́ın con K ⊂ H =⇒ aff(K) ⊂ H.

Con la definición de envoltura af́ın, podemos introducir ahora la noción de interior que necesitamos.

Definición 2.10 (Interior relativo). Sea H un espacio af́ın de Rn y A ⊂ H. Decimos que A es
abierto relativo a H si

∀x ∈ A,∃ρ > 0, B(x, ρ) ∩H ⊂ A. (2.6)

Sea K un conjunto no-vaćıo de Rn. Definimos la el interior relativo de K, denotado por rint(K),
como el interior de K con respecto a aff(K), es decir,

x ∈ rint(K)⇔∃ρ > 0, B(x, ρ) ∩ aff(K) ⊂ K. (2.7)

La idea de abierto relativo e interior relativo se ilustra en la Figura 2.4. Para un espacio af́ın,
podemos mirar este conjunto como el ”nuevo espacio completo”, y considerar conjuntos abiertos e
interiores con respecto a él. El interior relativo de un conjunto K es simplemente el interior de K
cuando consideramos aff(K) como el ”nuevo espacio completo”. Cabe destacar entonces que rint(K)
se puede definir alternativamente como “el abierto relativo a aff(K) más grande contenido en K”,
es decir,

rint(K) =
⋃
{A : A abierto relativo a aff(K), A ⊂ K}. (2.8)

X1

X2

X3

C

aff(C)

C

aff(C)

Figura 2.4: Conjunto convexo y envoltura af́ın en R3. La dimensión de aff(C) es una menos que el
espacio completo. En aff(C), el conjunto C tiene interior no-vaćıo.

Proposición 2.11. Si C es un conjunto convexo no-vaćıo de Rn, entonces, rint(C) es no-vaćıo.

Demostración. Sea x0 ∈ C y sea V el subespacio paralelo a aff(C). Definamos K = C −x0. Es fácil
ver que V = aff(K). Si dim(V ) = 0, eso quiere decir que C = aff(C) = {x0}, y por lo tanto tenemos
que rint(C) = {x0}. Si dim(V ) = m > 0, entonces existen z1, . . . , zm ∈ K linealmente independientes
tal que span{z1, . . . , zm} = V . En efecto, esta base se puede construir inductivamente:

Como dim(V ) > 0, existe z1 ∈ K distinto de 0. Si dim(V ) = 1, entonces la construcción
termina.

Para el paso inductivo, supongamos que hemos construido z1, . . . , zk−1 ∈ K linealmente inde-
pendientes y que dim(V ) > k − 1. Entonces, Vk−1 = span{z1, . . . , zk−1} no contiene a a K,
pues de lo contrario V = aff(K) ⊂ Vk−1 y dim(V ) ≤ k− 1. Por lo tanto existe zk ∈ K \ Vk−1.
Se tiene entonces que {z1, . . . , zk} es linealmente independiente y Vk = span{z1, . . . , zk} ⊂ V .
Si dim(V ) = k, entonces la construcción termina, pues necesariamente V = Vk.
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Repitiendo esta construcción hasta k = m, terminamos con el conjunto {z1, . . . , zm} deseado.

Ahora, sea

X =

{
x =

m∑
i=1

λizi : λ1, . . . , λm > 0 y

m∑
i=1

λi < 1

}
.

Claramente X ⊂ K, pues K es convexo, 0 ∈ K y los elementos de X son combinaciones convexas
de la forma

m∑
i=1

λizi +

(
1−

m∑
i=1

λi

)
0.

Demostraremos que X es un conjunto abierto de V . Tomemos Z =
[
z1 · · · zm

]
. Tenemos que

TZ : Rm → V dada por TZ(λ) = Zλ =
∑m
i=1 λizi es una transformación lineal biyectiva y por lo

tanto, existe una constante R > 0 tal que

‖T−1
Z (x)‖ ≤ R‖x‖, ∀x ∈ V (2.9)

(Basta notar que (V, ‖ · ‖) es una espacio normado de dimensión finita, lo que implica que la función
lineal T−1

Z : V → Rm es continua, y por lo tanto acotada en el sentido que verifica (2.9)). Sea ahora
x̄ ∈ X. Entonces, x̄ = Zλ̄ para algún λ̄ en

A =

{
λ ∈ Rm : λ1, . . . , λm > 0 y

m∑
i=1

λi < 1

}
.

Como A es un conjunto abierto en Rm, existe ρ > 0 tal que B(λ̄, ρ) ⊂ A. Luego, para todo
x ∈ B(x̄, ρ/R) ∩ V , tenemos que

‖T−1
Z (x)− λ̄‖ = ‖T−1

Z (x)− T−1(x̄)‖ ≤ R‖x− x̄‖ < ρ.

Por lo tanto, T−1
Z (x) ∈ A. Finalmente, notando que T−1

Z (X) = A, concluimos que

B(x̄, ρ/R) ∩ V = TZ

(
T−1
Z

(
B(x̄, ρ/R) ∩ V

))
⊂ TZ(A) = X.

Concluimos aśı que X es abierto en V y por lo tanto, X ⊂ rint(K). La demostración termina
notando que rint(C) = rint(K) + x0.

Teorema 2.12. Sea C un conjunto convexo no-vaćıo de Rn. Se tiene que

1. Los conjuntos rint(C) y C son convexos.

2. Para todo x0 ∈ rint(C) y todo x ∈ C, el segmento semiabierto

[x0, x) = {tx+ (1− t)x0 : t ∈ [0, 1)}

está contenido en rint(C).

3. Se tiene que C = rint(C) y que rint(C) = rint(C).

Demostración. Demostraremos cada afirmación por separado.

1. Veamos que rint(C) es convexo. Sean x1, x2 ∈ rint(C) y t ∈ [0, 1]. Como x1, x2 ∈ rint(C),
existen ρ1, ρ2 > 0 tal que

B(xi, ρi) ∩ aff(C) ⊂ C, para i = 1, 2.

Tomemos ρ = mı́n{ρ1, ρ2}. Sea V el subespacio paralelo a aff(C). Se tiene que

B(xi, ρ) ∩ aff(C) = B(0, ρ) ∩ V + xi, para i = 1, 2.
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Denotemos xt = tx1 + (1 − t)x2 y veamos que B(xt, ρ) ∩ aff(C) ⊂ C. En efecto, si y ∈
B(xt, ρ) ∩ aff(C), entonces existe v ∈ B(0, ρ) ∩ V tal que y = xt + v. Luego, notando que
xi + v ∈ B(xi, ρ) ∩ aff(C) para i = 1, 2, podemos escribir

y = xt + v = tx1 + (1− t)x2 + v = t(x1 + v) + (1− t)(x2 + v) ∈ C.

Concluimos entonces que B(xt, ρ)∩aff(C) ⊂ C, y por lo tanto xt ∈ rint(C). Esto muestra que
rint(C) es convexo.

Ahora veamos que C es convexo. Sean x1, x2 ∈ C y sea t ∈ [0, 1]. Usando la caracterización de
la adherencia por sucesiones, sabemos que existen dos sucesiones (x1,k)k, (x2,k)k ⊂ C tal que
x1,k → x1 y x2,k → x2. Luego, podemos escribir

tx1 + (1− t)x2 = ĺım
k

(tx1,k + (1− t)x2,k)︸ ︷︷ ︸
∈C

∈ C.

Concluimos entonces que C es convexo.

2. Sea x0 ∈ rint(C) y x ∈ C. Sea t ∈ [0, 1) y sea xt = tx + (1 − t)x0. Queremos demostrar que
xt ∈ rint(C).

Supongamos primero que x ∈ C. Sea V el subespacio paralelo a aff(C). Sabemos que existe
ρ > 0 tal que

B(x0, ρ) ∩ aff(C) = x0 +B(0, ρ) ∩ V ⊂ C.

Vamos a demostrar que B(xt, (1−t)ρ)∩aff(C) ⊂ C. Sea y ∈ B(xt, (1−t)ρ)∩aff(C). Se tiene que
existe v ∈ B(0, ρ) tal que y = xt+(1− t)v. Luego, notando que x0 +v ∈ B(x0, ρ)∩aff(C) ⊂ C,
podemos escribir

y = xt + (1− t)v = tx+ (1− t)x0 + (1− t)v = tx+ (1− t)(x0 + v) ∈ C.

Concluimos entonces que y ∈ C, lo que demuestra que B(xt, (1 − t)ρ) ∩ aff(C) ⊂ C. Aśı,
xt ∈ rint(C), como queŕıamos demostrar.

Para el caso general x ∈ C, consideremos una sucesión (xk) ⊂ C tal que xk → x. Por la parte
anterior, sabemos que

∀k ∈ N, B(txk + (1− t)x0, (1− t)ρ) ∩ aff(C) ⊂ C.

Ahora, sea k ∈ N lo suficientemente grande tal que ‖xt − (txk + (1 − t)x0)‖ < (1 − t)ρ/3.
Tenemos entonces que

B(xt, (1− t)ρ/3) ∩ aff(C) ⊂ B(txk + (1− t)x0, (1− t)ρ) ∩ aff(C) ⊂ C,

y por lo tanto, xt ∈ rint(C). Esto concluye la demostración.

3. Claramente rint(C) ⊂ C. Vamos a demostrar la otra inclusión. Sea x ∈ C. Para ver que
x ∈ rint(C), nos basta encontrar una sucesión (xk) ⊂ rint(C) tal que xk → x. Sea (yk) ⊂ C
tal que yk → x y sea x0 ∈ rint(C). Por la parte anterior, sabemos que

xk =
(
1− 1

k

)
yk + 1

kx0 ∈ rint(C).

Luego, como la sucesión (yk) es convergente, tenemos que ĺımk
1
kyk = 0 y por lo tanto, podemos

escribir
ĺım
k
xk = ĺım

k
yk + ĺım

k

1
k (yk − x0)︸ ︷︷ ︸

=0

= x.
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Concluimos entonces que x ∈ rint(C), que era lo que queŕıamos demostrar.

Ahora, veamos que rint(C) = rint(C). Claramente, se tiene que rint(C) ⊂ rint(C), por lo que
solo necesitamos demostrar la inclusión reversa. Sea x ∈ rint(C). Queremos demostrar que
x ∈ rint(C). Por definición, existe ρ > 0 tal que B(x, ρ)∩ aff(C) ⊂ C. Como aff(C) es cerrado
y contiene a C, sabemos que C ⊂ aff(C) y por lo tanto, tenemos que

aff(C) ⊂ aff(C) ⊂ aff(C),

es decir, aff(C) = aff(C). Sea ahora x0 ∈ rint(C) y d = x − x0. Si d = 0, entonces x0 = x y
por lo tanto x ∈ rint(C), lo que concluiŕıa la demostración. Si d 6= 0, entonces d ∈ V , donde
V es el subespacio paralelo a aff(C). Luego, existe α > 0 lo suficientemente pequeño tal que
αd ∈ B(0, ρ) y por lo tanto

x1 = x+ αd ∈ B(x, ρ) ∩ aff(C) ⊂ C.

Ahora, podemos escribir

α

1 + α
x0 +

1

1 + α
x1 =

1

1 + α
(αx0 + x+ αd) =

1

1 + α
((1 + α)x) = x.

Por lo tanto, x se puede escribir como combinación convexa de x1 ∈ C y x0 ∈ rint(C). Usando
la parte 2., concluimos que x ∈ rint(C), lo que demuestra que rint(C) ⊂ rint(C).

El interior relativo de un conjunto convexo nos permite concluir una de las propiedades topológicas
más importantes de la convexidad: Las funciones convexas son continuas en el interior relativo de
sus dominios.

Teorema 2.13. Sea C ⊂ Rn un conjunto convexo y f : C → R una función convexa. Entonces, f
es localmente acotada en rint(C), es decir, para todo x ∈ rint(C), existen M,ρ > 0 tales que

|f(y)| ≤M, ∀y ∈ B(x, ρ) ∩ rint(C).

Más aún, f es localmente Lipschitz en rint(C), es decir, para todo x ∈ rint(C) existen constantes
L, r > 0 tal que

|f(y1)− f(y2)| ≤ L‖y1 − y2‖, ∀y1, y2 ∈ B(x, r) ∩ rint(C).

En particular, f es continua en rint(C).

Demostración. Veamos primero que f es localmente acotada en rint(C). Sea x̄ ∈ rint(C). Reempla-
zando C por C − x̄ y f por g(x) = f(x + x̄), podemos suponer, sin perder generalidad, que x̄ = 0
y que V = aff(C) es subespacio vectorial de Rn. Luego, como 0 ∈ rint(C), existe ρ0 > 0 tal que
B(0, ρ0) ∩ V ⊂ C. Ahora, tomando ρ = ρ0

4
√
n

podemos verificar que

B(0, 2ρ) ⊂ A = {x ∈ Rn : ‖x‖∞ ≤ 2ρ} ⊂ B(0, ρ0).

y por lo tanto, P = A ∩ V ⊂ B(x, ρ) ∩ V . Como P es un poĺıtopo convexo (está dado por un
número finito de restricciones lineales), tenemos que P tiene un conjunto finito vértices {x1, . . . , xk}
y además

P =

{
k∑
i=1

λixi : λ1, . . . , λk ≥ 0,

k∑
i=1

λi = 1

}
.
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Luego, ocupando la desigualdad de Jensen (ver Problema P2 de la Sección 2.6) tenemos que

∀x ∈ P, f(x) = f

(
k∑
i=1

λixi

)
≤

k∑
i=1

λif(xi) ≤ máx{f(xi) : i = 1, . . . , k}︸ ︷︷ ︸
=M1

.

Concluimos que f es acotada superiormente en P , es decir, f(x) ≤ M1 para todo x ∈ P . Ahora,
veamos que f es acotada inferiormente en B(0, ρ) ∩ V , es decir, que M2 = ı́nfB(0,ρ)∩V f > −∞. Si
no lo fuera, entonces existiŕıa una sucesión (xk) ⊂ B(0, ρ) ∩ V tal que f(xk) ≤ −k2. Como A es
compacto y B(0, ρ) ⊂ A, reemplazando (xk) por una subsucesión si es necesario, podemos asumir
sin perder generalidad que (xk) es convergente, digamos con ĺımk xk = z ∈ A Más aún, ‖z‖ ≤ ρ.
Luego, tomando yk = z + (1/k)(z − xk) es fácil verificar que para k ∈ N lo suficientemente grande,
yk ∈ B(0, 2ρ) ∩ V ⊂ P y además,

z =
1

1 + 1/k
yk +

1/k

1 + 1/k
xk.

Luego, podemos escribir,

f(z) ≤ 1

1 + 1/k
f(yk) +

1/k

1 + 1/k
f(xk) ≤M1 +

1/k

1 + 1/k
(−k2) ≤M1 −

k

2
→ −∞.

Concluimos que f(z) = −∞, lo cual es una contradicción. Por lo tanto, M2 > −∞. Tomando
M = máx{M1,−M2}, concluimos que

∀y ∈ B(0, ρ) ∩ V, |f(y)| ≤M.

Para la segunda parte, vamos a demostrar que f es Lipschitz en B(0, r) ∩ V con r = ρ/2. Sean
x, y ∈ B(0, r) ∩ V con x 6= y, y sea α = ‖x− y‖. Como y − x ∈ V , podemos definir

z = y +
r

α
(y − x) ∈ B(0, 2r) ∩ V.

Ahora, podemos escribir y como combinación convexa de x y z. Concretamente,

α

r + α
z +

r

r + α
x =

α

r + α

(
y +

r

α
(y − x)

)
+

r

r + α
x = y.

Por lo tanto, como f es convexa, concluimos que

f(y) ≤ α

r + α
f(z) +

r

r + α
f(x).

Luego, restando f(x) a ambos lados de la desigualdad, y recordando que f(x), f(z) ≤M concluimos
que

f(y)− f(x) ≤ α

α+ r
(f(z)− f(x))

≤ α
(
|f(x)|+ |f(z)|

r

)
≤ 2M

r
α =

2M

r︸︷︷︸
=L

‖x− y‖.

Intercambiando los roles de x e y en el desarrollo anterior, concluimos que f(x)− f(y) ≤ L‖x− y‖
y por lo tanto,

|f(x)− f(y)| ≤ L‖x− y‖.
Como x, y ∈ B(0, r) ∩ V eran arbitrarios, concluimos el resultado.
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2.3 Distancia a conjuntos convexos y proyección métrica
En análisis convexo y en optimización, un problema recurrente es tratar de encontrar el punto “más
cercano” en un conjunto K a un punto de referencia x ∈ Rn. Cuando interpretamos K como el
conjunto factible, lo que estamos buscando es la mejor aproximación factible de x. Recordando que
la distancia entre dos puntos se mide como la norma de su diferencia, este problema se traduce en
resolver {

mı́n ‖z − x‖
s.a. z ∈ K.

(2.10)

El problema anterior se conoce como problema de mejor aproximación, y guarda profunda relación
con la geometŕıa del conjunto K. Cuando hacemos variar el punto de referencia x, el valor de la
solución del problema de mejor aproximación se conoce como función distancia a K.

Definición 2.14 (Distancia a un conjunto). Sea K ⊂ Rn un conjunto no-vaćıo. Se define la función
distancia a K como

dK : Rn → R
x 7→ dK(x) = ı́nf

z∈K
‖z − x‖.

Cuando sea conveniente, ocuparemos la notación alternativa d(·;K) = dK .

Proposición 2.15. Sea K ⊂ Rn un conjunto no-vaćıo. Se tiene que

1. dK = dK .

2. dK es 1-Lipschitz continua, es decir, |dK(x)− dK(y)| ≤ ‖x− y‖, para todo x, y ∈ Rn.

3. Si K es convexo, entonces d(·; rint(K)) = d(·;K).

4. Si K es convexo, entonces dK es convexa en Rn.

Demostración. Demostraremos cada afirmación por separado.

1. Sea x ∈ Rn. Como K ⊂ K, tenemos que

dK(x) = ı́nf
z∈K
‖z − x‖ ≥ ı́nf

z∈K
‖z − x‖ = dK(x).

Por lo tanto, basta demostrar que dK(x) ≤ dK(x). En efecto, sea ε > 0 fijo. Por definición,
existe z ∈ K tal que ‖z − x‖ ≤ dK(x) + ε. Luego, podemos considerar una sucesión (zk) ⊂ K
tal que zk → z. Aśı, podemos escribir

dK(x) ≤ ‖zk − x‖
k→∞−−−−→ ‖z − x‖ ≤ dK(x) + ε.

Como ε es arbitrario, concluimos que dK(x) ≤ dK(x), concluyendo que dK(x) = dK(x).

2. Sean x, y ∈ Rn. Ocupando desigualdad triangular, sabemos que

dK(x) ≤ ‖x− z‖ ≤ ‖x− y‖+ ‖y − z‖, ∀z ∈ K.

Luego, podemos escribir,

dK(x)− dK(y) = dK(x)− ı́nf
z∈K
‖y − z‖

= sup
z∈K

(dK(x)− ‖y − z‖) ≤ ‖x− y‖.

Intercambiando los roles de x e y en el desarrollo anterior, tenemos también que dK(y) −
dK(x) ≤ ‖x− y‖. Luego, mezclando ambas desigualdades, concluimos que

|dK(x)− dK(y)| ≤ ‖x− y‖,

concluyendo aśı que dK es 1-Lipschitz.
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3. Directo de la parte 1, recordando que por el Teorema 2.12 tenemos que rint(K) = K.

4. Sean x1, x2 ∈ Rn y t ∈ [0, 1]. Como K es convexo, tenemos que

K = {tz1 + (1− t)z2 : z1, z2 ∈ K}.

Luego, podemos escribir

dK(tx1 + (1− t)x2) = ı́nf
z∈K
‖tx1 + (1− t)x2 − z‖

= ı́nf
z1,z2∈K

‖tx1 + (1− t)x2 − (tz1 + (1− t)z2)‖

≤ ı́nf
z1,z2∈K

(t‖x1 − z1‖+ (1− t)‖x2 − z2‖)

= t ı́nf
z1∈K

‖x1 − z1‖+ (1− t) ı́nf
z2∈K

‖x2 − z2‖ = tdK(x1) + (1− t)dK(x2).

Concluimos entonces que dK es convexa, lo que concluye la demostración.

Si bien la función distancia siempre está bien definida, el problema de mejor aproximación puede no
tener solución. Sin embargo, cuando el conjunto K es convexo cerrado, la solución siempre existe y
además es única.

Teorema 2.16. Sea K ⊂ Rn un conjunto convexo cerrado no-vaćıo. Entonces, para todo x ∈ Rn,
existe un único punto x̄ ∈ K tal que

‖z̄ − x‖ = dK(x).

Este punto se denomina la proyección de x en K, y se denota por z̄ = PK(x) o bien por
z̄ = P (x;K).

Demostración. Primero veamos que existe z̄ ∈ K tal que dK(x) = ‖z − x‖. Para esto, notemos
que como K es no-vaćıo, podemos tomar y ∈ K cualquiera y definir ρ = ‖y − x‖. Luego, tomando
C = K ∩B(x, ρ), tenemos que C es convexo compacto no-vaćıo y que

dK(x) = ı́nf
z∈K
‖z − x‖ = ı́nf

z∈K∩C
‖z − x‖ = dC(x).

Como C es compacto y ‖x− ·‖ es continua, concluimos que existe z̄ ∈ C ⊂ K tal que

‖z̄ − x‖ = mı́n
z∈C
‖z − x‖ = dC(x) = dK(x).

Ahora, veamos que z̄ es único. Supongamos que existen dos puntos z̄1, z̄2 ∈ K con z̄1 6= z̄2 tal que
‖z̄1−x‖ = ‖z̄2−x‖ = dK(x). Como K es convexo, tenemos que z∗ = 1

2 z̄1 + 1
2 z̄2 está en K. Notando

que los puntos {x, z̄1, z̄2} forman un triángulo isósceles, tenemos que ‖x−z∗‖ corresponde a la altura
de este triángulo, y por lo tanto,

‖z∗ − x‖ < ‖z̄1 − x‖ = dK(x),

lo cual es una contradicción con la definición de distancia. Concluimos entonces que existe un único
punto z̄ ∈ K tal que ‖z̄ − x‖ = dK(x).

La existencia y unicidad de la proyección métrica es una de las grandes virtudes de los conjuntos
convexos. Más aún, para estos conjuntos, podemos caracterizar la proyección mediante los ángulos
que se forman entre el vector x − PK(x) y los vectores z − PK(x) con z ∈ K: El ángulo siempre
debe ser obtuso, como ilustra la Figura 2.5.
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x

PK(x)

z

θ

Figura 2.5: Ángulo θ entre x−PK(x) (en azul) y z−PK(x) (en rojo) es obtuso, es decir, π/2θ ≤ π.

El ángulo θ entre dos vectores v1, v2 ∈ Rn y el producto entre ellos se relaciona de la siguiente forma:

〈v1, v2〉 = ‖v1‖‖v2‖ cos(θ).

El ángulo θ siempre se considera entre 0 y π, es decir, es el ángulo interno en 0 del triángulo formado
por {v1, v2, 0}. Notando que un ángulo en [0, π] es obtuso si y sólo si cos(θ) ≤ 0, la relación de ángulos
entre x−PK(x) y z−PK(x) se puede traducir en términos del producto entre ellos, lo que se conoce
como caracterización variacional de la proyección.

Teorema 2.17 (Caracterización variacional de la proyección). Sea K ⊂ Rn un conjunto convexo
cerrado no-vaćıo. Para todo x ∈ Rn y todo x̄ ∈ K se tiene que

x̄ = PK(x) ⇐⇒ ∀z ∈ K, 〈x− x̄, z − x̄〉 ≤ 0. (2.11)

Demostración. En el caso que x ∈ K, tenemos que PK(x) = x y la equivalencia se cumple trivial-
mente. Por lo tanto, supondremos que x ∈ Rn \K. Razonemos por doble implicancia.

⇐ : Tomemos z ∈ K con z 6= x̄. Podemos escribir

‖z − x‖2 = ‖(z − x̄)− (x− x̄)‖2

= ‖z − x̄‖2 − 2〈z − x̄, x− x̄〉+ ‖x− x̄‖2

≥ ‖x− x̄‖2.

Concluimos entonces que ‖x̄− x‖ ≤ ‖z − x‖ para todo z ∈ K, y por lo tanto x̄ = PK(x).

⇒ : Para esta dirección, consideremos f(z) = 1
2‖z−x‖

2. Sabemos que f es diferenciable y que
∇f(z) = z − x. Más aún, para todo z ∈ K, se tiene que f(x̄) ≤ f(z). Luego, para z ∈ K fijo
podemos escribir

〈x− x̄, z − x̄〉 = −〈∇f(x̄), z − x̄〉
= −f ′(x̄; z − x̄)

= − ĺım
t→0

f(x̄+ t(z − x̄))− f(x̄)

t
≤ 0

donde f ′(x̄; z − x̄) es la derivada direccional de f en x̄ en la dirección z − x̄. La última
desigualdad se obtiene notando que cuando t ≤ 1, x̄+ t(z − x̄) = tz + (1− t)x̄ ∈ K, y por lo
tanto f(x̄+ t(z − x̄)) ≥ f(x̄).
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2.4 Teoremas de separación

Uno de los resultados más importantes del análisis convexo está dado por los teoremas de sepa-
ración, también conocidos como teoremas de Hahn-Banach. Este resultado nos asegura que, para
dos conjuntos convexos, podemos encontrar un hiperplano que los separa, como ilustra la Figura
2.6. Aqúı, la convexidad juega un rol fundamental, puesto que sin esta hipótesis geométrica es fácil
construir ejemplos donde no es posible separar conjuntos por hiperplanos.

Figura 2.6: A la izquierda: Dos conjuntos convexos en R2 separados por una recta (en rojo). A la
derecha: Dos conjuntos en R2 que no pueden ser separados por una recta, precisamente porque no
son ambos convexos.

Para formalizar esta idea, recordemos la definición de hiperplano.

Definición 2.18 (Hiperplanos y semiespacios). Un conjunto H de Rn se dice hiperplano si existen
un vector x∗ ∈ Rn \ {0} y un valor α ∈ R tal que

H = [〈x∗, ·〉 = α] = {z ∈ Rn : 〈x∗, z〉 = α}.

Un conjunto E de Rn se dice semiespacio si existen un vector x∗ ∈ Rn \ {0} y un valor α ∈ R tal
que

E = [〈x∗, ·〉 ≤ α] = {z ∈ Rn : 〈x∗, z〉 ≤ α}.

Todo hiperplano H en Rn es un subespacio af́ın de dimensión adim(H) = n − 1, y viceversa. El
hierplano H = [〈x∗, ·〉 = α] induce dos semiespacios: E− = [〈x∗, ·〉 ≤ α] y E+ = [〈x∗, ·〉 ≥ α]. El
segundo semiespacio se puede expresar en la forma de la Definición 2.18, reemplazando x∗ y α por
−x∗ y −α.

H

E+

E−

Figura 2.7: Hiperplano H en R2, y los semiespacios inducidos E+ (en gris) y E− (rayado).

Podemos ahora definir lo que significa separar conjuntos por hiperplanos.

Definición 2.19 (Hiperplano separador). Sean A,B ⊂ Rn dos conjuntos no-vaćıos y sea x∗ ∈
Rn \ {0}. Decimos que
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1. x∗ separa A y B si existe α ∈ R tal que

sup
a∈A
〈x∗, a〉 ≤ α ≤ ı́nf

b∈B
〈x∗, b〉 o bien sup

b∈B
〈x∗, b〉 ≤ α ≤ ı́nf

a∈A
〈x∗, a〉.

En tal caso, decimos que el hiperplano H = [〈x∗, ·〉 = α] es un hiperplano separador de A
y B.

2. x∗ separa estrictamente si existe α ∈ R tal que

sup
a∈A
〈x∗, a〉 < α < ı́nf

b∈B
〈x∗, b〉 o bien sup

b∈B
〈x∗, b〉 < α < ı́nf

a∈A
〈x∗, a〉.

En tal caso, decimos que el hiperplano H = [〈x∗, ·〉] = α es un hiperplano separador
estricto de A y B.

Cuando la separación no es estricta, los conjuntos A y B no necesariamente son disjuntos. Sin
embargo, los puntos de intersección pertenecen al hiperplano separador H = [〈x∗, ·〉 = α].

También vale la pena notar que si en la definición de separación, tenemos que si x∗ separa A y B
satisfaciendo la primera desigualdad para algún α ∈ R, entonces −x∗ separa A y B satisfaciendo la
segunda desigualdad para −α. Lo mismo se tiene para separación estricta.

Por supuesto, no todo par de conjuntos admite separadores, como vimos en la Figura 2.6. La siguiente
proposición nos dice que cuando el primer conjunto es convexo y el segundo es un singleton que no
está en el interior, entonces podemos separarlos.

Proposición 2.20. Sea C ⊂ Rn y sea x̄ ∈ Rn \ int(C). Entonces, existe x∗ ∈ Rn \ {0} tal que

sup
y∈C
〈x∗, y〉 ≤ 〈x∗, x̄〉.

Es decir, existe x∗ ∈ Rn \ {0} que separa C y {x̄}.

Demostración. Sea x̄ ∈ C \ int(C). Como x̄ está en la frontera de C, entonces x̄ ∈ Rn \ C. Por lo
tanto, existe una sucesión (xk)k ⊂ Rn \C tal que xk → x̄. Como C es convexo cerrado (ver Teorema
2.12), podemos definir para cada k ∈ N, el vector

x∗k =
xk − PC(xk)

d(xk;C)
=
xk − PC(xk)

dC(xk)
∈ S.

Como S es un conjunto compacto, podemos asumir (reemplazando (x∗k) por una subsucesión si es
necesario) que (x∗k) es convergente, con ĺımite en S. Sea x∗ = ĺımk x

∗
k. Veamos que x∗ soporta C

en x̄. Tomemos y ∈ C cualquiera. Ocupando la caracterización variacional de la proyección para C
(ver Teorema 2.17), sabemos que

〈x∗k, PC(xk)− y〉 =
1

dC(xk)
〈xk − PC(xk)− xk, PC(xk)− y〉 ≥ 0.

Luego, podemos escribir

〈x∗k, y〉 ≤ 〈x∗k, PC(xk)〉
= 〈x∗k, PC(xk)− xk〉+ 〈x∗k, xk〉
= −dC(xk) + 〈x∗k, xk〉
≤ 〈x∗k, xk〉.

Es decir, para todo y ∈ C, 〈x∗k, y〉 ≤ 〈x∗k, xk〉. Notando que x∗k → x∗ y que xk → x̄, tomando ĺımite
concluimos que

〈x∗, y〉 = ĺım
k
〈x∗k, y〉 ≤ ĺım

k
〈x∗k, xk〉 = 〈x∗, x̄〉.

Concluimos que 〈x∗, x̄〉 = supy∈C〈x∗, y〉, concluyendo que x∗ soporta a C en x̄.
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Teorema 2.21 (de Separación). Sean C1, C2 ⊂ Rn dos conjuntos convexos no-vaćıos de Rn dis-
juntos. Entonces, existe un hiperplano H = [〈x∗, ·〉 = α] (con x∗ 6= 0) que separa C1 y C2, es decir,

〈x∗, x1〉 ≤ α ≤ 〈x∗, x2〉, ∀x1 ∈ C1, x1 ∈ C2. (2.12)

Demostración. Tomemos el conjunto

C = C1 − C2 = {x1 − x2 : x1 ∈ C1, x2 ∈ C2}.

Es fácil ver que C es convexo. Más aún, dado que C1 ∩ C2 = ∅, entonces 0 /∈ C. Por lo tanto, la
Proposición 2.20 dice que existe x∗ ∈ Rn \ {0} tal que

sup
x∈C
〈x∗, x〉 ≤ 0.

Esto equivale a
∀x1 ∈ C1, x2 ∈ C2, 〈x∗, x1 − x2〉 ≤ 0,

lo que a su vez equivale a (2.12) tomando α = supx1∈C1
〈x∗, x1〉.

Teorema 2.22 (de Separación Estricta). Sean C1, C2 ⊂ Rn dos conjuntos convexos no-vaćıos de
Rn disjuntos, con C1 cerrado y C2 compacto. Entonces, existe un hiperplano H = [〈x∗, ·〉 = α] (con
x∗ 6= 0) que separa estrictamente C1 y C2, es decir,

sup
x1∈C1

〈x∗, x1〉 < α < ı́nf
x2∈C2

〈x∗, x2〉. (2.13)

Demostración. Como la función distancia dC1
es continua y el conjunto C2 es compacto, por el

teorema fundamental de la optimización (ver Teorema 1.13) sabemos que el problema{
mı́nx2 dC1(x2)

s.a. x2 ∈ C2

(2.14)

tiene solución. Sea x̄2 una solución del problema y tomemos x̄1 = PC1(x̄2). Veamos que de hecho
x̄2 = PC2(x̄1). En efecto, si aśı no lo fuera, entonces existiŕıa y ∈ C2 tal que

dC1(y) ≤ ‖y − x̄1‖ < ‖x̄2 − x̄1‖ = dC1(x̄2).

Pero esto es una contradicción, pues x̄2 es solución del problema (2.14), y por lo tanto dC1(x̄2) ≤
dC1

(y).

Definamos ahora

x∗ =
x̄2 − x̄1

2
y α =

1

2
〈x∗, x̄2 + x̄1〉.

Como C1 y C2 son disjuntos, tenemos que x∗ 6= 0, o equivalentemente, que ‖x∗‖ > 0. Veamos que
x∗ y α satisfacen (2.13). Por un lado, ocupando la caracterización variacional de la proyección (ver
Teorema 2.17), tenemos que para todo y ∈ C1

〈x∗, y〉 =
1

2
〈x̄2 − x̄1, y〉

≤ 1

2
〈x̄2 − x̄1, x̄1〉

= 〈x∗, x̄1〉

=

〈
x∗,

x̄1 + x̄2

2

〉
+

〈
x∗,

x̄1 − x̄2

2

〉
= α− ‖x∗‖2 < α.
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Escuela de Ingenieŕıa Universidad de O’Higgins

Concluimos que supy∈C1
〈x∗, y〉 < α. Por otro lado, como x̄2 = PC2

(x̄1), podemos volver a ocupar la
caracterización variacional de la proyección (ver Teorema 2.17), concluyendo que para todo y ∈ C2

〈x∗, y〉 = −1

2
〈x̄1 − x̄2, y〉

≥ −1

2
〈x̄1 − x̄2, x̄2〉

= 〈x∗, x̄2〉

=

〈
x∗,

x̄1 + x̄2

2

〉
+

〈
x∗,

x̄2 − x̄1

2

〉
= α+ ‖x∗‖2 > α.

Concluimos entonces que ı́nfy∈C2
〈x∗, y〉 > α, lo que concluye la demostración.

2.5 Diferenciabilidad y subdifferenciabilidad de funciones con-
vexas

El gradiente de una función diferenciable f : Rn → R en un punto x ∈ Rn nos entrega información
sobre la variación instantánea de la función f . Cuando tomamos un vector v ∈ Rn \{0}, el producto
〈∇f(x), v〉 nos dice cuanto “tiende a crecer o decrecer” la función f desde el punto x siguiendo la
dirección v. Matemáticamente, esto se captura usando la expansión de Taylor de primer orden:

f(x+ tv) = f(x) + t〈∇f(x), v〉+ o(t),

donde o(t) es el error asociado a aproximar t 7→ f(x + tv) por la función lineal af́ın t 7→ f(x) +
t〈∇f(x), v〉. Cerca de x, o(t) es pequeño, y por lo tanto la variación de f cerca de x siguiendo la
dirección v está dada por el producto 〈∇f(x), v〉.

En esta última sección estudiaremos como la convexidad influye la variación de una función. A
priori, estos dos conceptos (diferenciabilidad y convexidad) no tendŕıan por qué estar relacionados.
Sin embargo, la geometŕıa de una función influye el comportamiento de primer orden y viceversa.

Proposición 2.23 (Derivada direccional de funciones convexas). Sea C ⊂ Rn un conjunto convexo
no-vaćıo, sea f : C → R una función convexa en C y sea x ∈ C. Entonces, para todo v ∈ Rn tal
que tal que x+ tv ∈ C para algún t > 0, se tiene que la derivada direccional f ′(x; v) verifica que

f ′(x; v) = ı́nf
t>0

f(x+ tv)− f(x)

t
. (2.15)

Más aún, si x ∈ int(C), entonces f ′(x; v) > −∞ para todo v ∈ Rn.

Demostración. Reemplazando C por C − x y f por g = f(· − x) − f(x) si es necesario, podemos
suponer que x = 0 ∈ C y f(x) = 0, puesto que haciendo el reemplazo tenemos que f ′(x; ·) = g′(0; ·).
Sea entonces v ∈ Rn \ {0} tal que x+ δv ∈ C para algún δ > 0, y sean s, t ∈ R con 0 < t < s < δ.
Entonces, podemos escribir

f(tv) = f
(
t
s (sv) + (1− t

s )0
)
≤ t

s
f(sv).

Por lo tanto, tenemos que

f(tv)− f(0)

t
= 1

t f(tv) ≤ 1
sf(sv) =

f(sv)− f(0)

s
.
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esto muestra que la función t ∈ (0, δ) 7→ f(tv)−f(0)
t es monótona no-decreciente. Por lo tanto

ı́nf
t>0

f(0 + tv)− f(0)

t
= ĺım
t→0

f(0 + tv)− f(0)

t
= f ′(0; v) ∈ [−∞,+∞),

bajo la salvedad que el ĺımite que define la derivada direccional puede valer −∞.

Ahora, supongamos que 0 ∈ int(C). Dado que (2.15) se verifica, para ver que f ′(0; v) existe, basta

probar la función t 7→ f(tv)−f(0)
t es acotada inferiormente. Para esto, podemos aplicar el desarrollo

anterior reemplazando v por −v, concluyendo que la función

t 7→ −f(−tv)− f(0)

t

es no-creciente en (0, δ), para algún δ > 0 lo suficientemente pequeño tal que −δv y δv estén en C.
Luego, ocupando convexidad, tenemos que para todo t ∈ (0, δ),

0 = f(0) = f
(

1
2 (tv) + 1

2 (−tv)
)
≤ 1

2f(tv) + 1
2f(−tv).

Luego, concluimos que

−f(−tv)− f(0)

t
≤ f(tv)− f(0)

t
, ∀t ∈ (0, δ),

y tomando s = δ/2, podemos escribir

−∞ < f(−sv) ≤ ĺım
t→0
−f(−tv)− f(0)

t
≤ ĺım
t→0

f(tv)− f(0)

t
= f ′(0; v).

Esto concluye la demostración.

La proposición anterior nos dice que cuando hacemos aproximaciones de la forma (f(x+tv)−f(x))/t,
estos valores corresponden a las pendientes de las rectas que pasan por (x, f(x)) y (x+tv, f(x+tv)).
Estas pendientes van decreciendo cuando t → 0, alcanzando el valor mı́nimo en el ĺımite, que
corresponde a la derivada direccional. La Figura 2.8 ilustra esta idea.

m
=
f(
x+
tv

)−
f(
x)

t

m
=
f ′

(x; v)

(
x

f(x)

)

f(
x+ tv

f(x+ tv)

)

(
x+ sv

f(x+ sv)

)

Figura 2.8: Función convexa y derivada direccional. En rojo, pendientes de las rectas dadas por
diferencias parciales, con 0 < s < t. En azul, la recta con pendiente igual a la derivada direccional.

Proposición 2.24 (Caracterización de primer orden). Sea f : Rn → R una función diferenciable y
C ⊂ Rn un conjunto convexo. Se tiene que

1. f es convexa en C si y sólo si

∀x, z ∈ C, f(z) ≥ f(x) + 〈∇f(x), z − x〉. (2.16)
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2. Si f es convexa en C y x ∈ int(C), entonces para x∗ ∈ Rn se cumple que

x∗ = ∇f(x) ⇐⇒ ∀z ∈ C, f(z) ≥ f(x) + 〈x∗, z − x〉. (2.17)

3. Si f es convexa en C, entonces ∇f : Rn → Rn es continua en int(C).

Demostración. Estudiaremos cada afirmación por separado:

1. Supongamos primero que f es convexa, y fijemos x ∈ C. Entonces, para todo z ∈ C con z 6= x,
definiendo v = z−x

‖z−x‖ y t = ‖z − x‖, la Proposición 2.23 nos asegura que

f(z)− f(x) = t
f(x+ tv)− f(x)

t
≥ tf ′(x; v) = t〈∇f(x), v〉 = 〈∇f(x), z − x〉.

Esto muestra la implicancia directa (⇒) de (2.17), pues el caso z = x es trivial.

Para la implicancia reversa (⇐), supongamos que f verifica (2.16), y tomemos x, z ∈ C con
z 6= x y t ∈ (0, 1). Sea xt = tz + (1− t)x. Por un lado, tenemos que

(1− t)f(xt) ≤ (1− t)f(x)− (1− t)〈∇f(xt), x− tz − (1− t)x〉
= (1− t)f(x)− (1− t)t〈∇f(xt), x− z〉.

Por otro lado, también tenemos que

tf(xt) ≤ tf(z)− t〈∇f(xt), z − tz − (1− t)x〉
= tf(z) + (1− t)t〈∇f(xt), x− z〉.

Sumando ambas desigualdades, concluimos que

f(tz + (1− t)x) ≤ tf(z) + (1− t)f(x),

lo que muestra que f es convexa en C.

2. La implicancia directa (⇒) es concecuencia de la parte 1. Para la implicancia reversa (⇐),
supongamos que x∗ satisface la desigualdad del lado derecho de (2.17), pero que x∗ 6= ∇f(x).
Como x ∈ int(C), existe δ > 0 tal que para todo v ∈ S y todo t ∈ (0, δ), x+ tv ∈ C. Entonces,
como f es diferenciable, podemos escribir

0 = ĺım
t→0+

f(x+ tv)− f(x)− t〈∇f(x), v〉
t

≥ ĺım
t→0+

〈x∗, tv〉 − t〈∇f(x), v〉
t

= 〈x∗ −∇f(x), v〉.

Como x∗ 6= ∇f(x), podemos tomar v = x∗−∇f(x)
‖x∗−∇f(x)‖ , lo que implicaŕıa que

0 < ‖x∗ −∇f(x)‖ = 〈x∗ −∇f(x), v〉 ≤ 0,

lo cual es una contradicción. Concluimos entonces que x∗ = ∇f(x).

3. Sea (xk) ⊂ int(C) una sucesión convergente con xk → x ∈ int(C). Mostraremos que (xk)k
tiene una subsucesión (xkj )j tal que ∇f(xkj )→ ∇f(x).

Como f es localmente Lipschitz en int(C) gracias al Teorema 2.13, existen L, δ > 0 tal que
‖∇f(z)‖ ≤ L para todo z ∈ B(x, δ) ⊂ int(C). Sin perder generalidad, podemos asumir que
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(xk) ⊂ B(x, δ) y por lo tanto, la sucesión (∇f(xk))k es acotada. Aśı, (∇f(xk))k admite una
subsucesión convergente (∇f(xkj ))j , con ĺımite ĺımj ∇f(xkj ) = x∗.

Veamos que x∗ = ∇f(x). Sea z ∈ C. Por continuidad de f y de la función 〈·, ·〉, tenemos que

f(z) ≥ f(xkj ) + 〈∇f(xkj ), z − xkj 〉
j→∞−−−→ f(x) + 〈x∗, z − x〉.

Luego, como z ∈ C es arbitrario, la parte 2. anteriormente demostrada nos dice que necesa-
riamente x∗ = ∇f(x).

Como (xk) era una sucesión arbitraria, se concluye que ∇f es continua en x (ver Ejercicio P4
de la Sección 1.6).

Cuando una función f es de clase C2 (dos veces diferenciable con derivadas de primer y segundo
orden continuas), entonces la convexidad también puede ser estudiada a partir de su matriz hessiana
∇2f .

Proposición 2.25 (Caracterización de segundo orden). Sea f : Rn → R una función de clase C2 y
C ⊂ Rn un conjunto convexo. Se tiene que

1. ∇2f(x) es semidefinida positiva para todo x ∈ C, entonces f es convexa en C.

2. Si f es convexa en C y int(C) 6= ∅, entonces ∇2f(x) es semidefinida positiva para todo x ∈ C.

Demostración. Estudiemos cada afirmación por separado.

1. Sean x, z ∈ C. Ocupando el teorema de expansión de Taylor de segundo orden, sabemos que

f(z) = f(x) + 〈∇f(x), z − x〉+
1

2
(z − x)T∇2f(xt)(z − x),

con xt = tz + (1 − t)x, para algún t ∈ (0, 1). Luego, como ∇2f(xt)(z − x) es semidefinida
positiva, se tiene que

f(z) ≥ f(x) + 〈∇f(x), z − x〉,

lo que muestra la convexidad de f aplicando la Proposición 2.24.

2. Razonemos por contradicción, y supongamos que existe x ∈ C y z > 0 tal que zT∇2f(x)z < 0.
Como f es de clase C2, existe δ > 0 tal que para todo x′ ∈ B(x, δ), se tiene que zT∇2f(x′)z < 0.
Gracias a esto, y el hecho que C = int(C), podemos suponer que x ∈ int(C).

Ahora, reemplazando z por λz con λ > 0 lo suficientemente pequeño si es necesario, podemos
asumir que x + z ∈ int(C). y que zT∇2f(x + tz)z < 0 para todo t ∈ [0, 1]. Luego, ocupando
la expansión de Taylor de orden 2 en x+ z, tenemos que

f(x+ z) = f(x) + 〈∇f(x), z〉+
1

2
zT∇2f(x+ tz)z < f(x) + 〈∇f(x), z〉,

lo cual es una contradicción, en vista de la Proposición 2.24.

La ecuación (2.17) se puede interpretar de la siguiente manera: Si f es convexa y diferenciable,
entonces (∇f(x),−1) es el único vector en Rn+1 que separa (x, f(x)) del eṕıgrafo de f . Esto quiere
decir que la aproximación lineal `(x) = f(x) + 〈∇f(x), z−x〉 es la única función lineal “por debajo”
de f que es tangente al eṕıgrafo en (x, f(x)).
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H = [〈v, ·〉 = 〈∇f(x), x〉 − f(x)]

(x, f(x))

epif

Figura 2.9: Hiperplano H dado por el vector v = (∇f(x),−1) ∈ Rn × R, tangente a (x, f(x)).

Cuando una función f : Rn → R es convexa pero no es diferenciable en x, la propiedad anterior
no se verifica. Sin embargo, los teoremas de separación del caṕıtulo anterior (particularmente la
Proposición 2.20) nos asegura que que siempre existe un vector (a∗, s) ∈ Rn×R que separa (x, f(x))
de epif , es decir, tal que

〈a∗, z〉+ sr ≤ 〈a∗, x〉+ sf(x), ∀(z, r) ∈ epif. (2.18)

Notando que el eṕıgrafo es no-acotado en la dirección (0, 1) ∈ Rn ×R, este separador debe cumplir
necesariamente que s ≤ 0. Cuando s 6= 0, entonces podemos reemplazar (a∗, s) por (x∗,−1) con
x∗ = |s|−1a, y por lo tanto, tomando r = f(z) en la ecuación (2.18), podemos escribir:

f(x) + 〈x∗, z − x〉 ≤ f(z), ∀z ∈ Rn.

Es decir, los vectores x∗ ∈ Rn construidos de esta manera también inducen aproximaciones lineales
por debajo de la función f y tangentes al eṕıgrafo en (x, f(x)). El punto es que, cuando f no es
diferenciable, pueden existir muchos de estos vectores y no solo uno.

Definición 2.26 (Subgradientes y subdiferencial). Sea f : Rn → R una función convexa y x ∈ Rn.
Un vector x∗ ∈ Rn se dice subgradiente de f en x si verifica que

f(x) + 〈x∗, z − x〉 ≤ f(z), ∀z ∈ Rn. (2.19)

Se define el subdiferencial de f en x, denotado por ∂f(x), como el conjunto de todos los subgra-
dientes de f en x, es decir,

∂f(x) :=
{
x∗ ∈ Rn : f(x) + 〈x∗, z − x〉 ≤ f(z), ∀z ∈ Rn

}
. (2.20)

Ejemplo 2.27 La función valor absoluto | · | : R → R es convexa, y no es diferenciable en 0. Sin
embargo, para s ∈ [−1, 1], tenemos que

|z| ≥ sz = s(z − 0) + |0|, ∀z ∈ R.

De hecho, lo anterior se cumple sólo si s ∈ [−1, 1], y por lo tanto ∂| · |(0) = [−1, 1] (ver Figura 2.10).
De forma más general, la norma euclidiana ‖ · ‖ : Rn → R es convexa, no es diferenciable en 0 y

∂‖ · ‖(0) = B.

Aśı como el gradiente de una función convexa posee buenas propiedades, el subdiferencial también.
La siguiente proposición enuncia alguna de estas propiedades donde quizás la más relevante para
nosotros es la relación entre el subdiferencial y la derivada direccional, dada por la ecuación (2.21).

Proposición 2.28 (Propiedades del subdiferencial). Sea f : Rn → R una función convexa y sea
x ∈ Rn. Se tiene que

1. ∂f(x) es un conjunto convexo, compacto y no-vaćıo.

2. Si f es diferenciable en x, entonces ∂f(x) = {∇f(x)}.

41
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f = | · |

y = 0.5x

y = −0.3x

Figura 2.10: Función f = | · |. En rojo, la función y = −0.3x, asociada al subgradiente s = −0.3. En
azul, la función y = 0.5x, asociada al subgradiente s = 0.5.

3. Para todo punto x ∈ Rn y toda dirección v ∈ Rn, se tiene que

f ′(x; v) = sup{〈x∗, v〉 : x∗ ∈ ∂f(x)}. (2.21)

Demostración. Estudiaremos cada afirmación por separado.

1. Fijemos x ∈ Rn. Aplicando la Proposición 2.20 a C = epif y el punto (x, f(x)) ∈ Rn × R,
sabemos que existe (a∗, s) ∈ Rn × R, con s ≤ 0, tal que

sup{〈a∗, z〉+ sr : (z, r) ∈ epif} ≤ 〈a∗, x〉 − sf(x).

Si s = 0, entonces el supremo del lado izquierdo de la desigualdad seŕıa +∞, lo cual no puede
ser. Por lo tanto s < 0 y aśı podemos reemplazar (a∗, s) por (x∗,−1) como separador. Siguiendo
la discusión previa a la Definición 2.26, concluimos que x∗ ∈ ∂f(x), lo que muestra que el
subdiferencial es no-vaćıo. Ocupando la definición de subgradiente dada por la desigualdad
(2.19), y el hecho que f es continua, es fácil verificar que ∂f(x) es también convexo y cerrado.
Solo nos queda demostrar que ∂f(x) es acotado. Gracias al Teorema 2.13, sabemos que existen
δ, L > 0 tal que f es L-Lipschitz en B(x, δ) (si bien el teorema establece una bola abierta,
basta reemplazar δ por δ/2 si es necesario). Más aún, f alcanza su máximo y su mı́nimo en
B(x, δ) (ver Teorema 1.13), por lo que podemos asegurar que existe M > 0 tal que

|f(z)| ≤M, ∀z ∈ B(x, δ).

Tomemos x∗ ∈ ∂f(x). Si x∗ 6= 0, podemos tomar z = x+ δ
‖x∗‖x

∗ ∈ B(x, δ) y luego,

δ‖x∗‖ = 〈x∗, z − x〉 ≤ f(z)− f(x) ≤ 2M.

Por lo tanto, ‖x∗‖ ≤ 2M/δ. Si x∗ = 0, entonces también se tiene la desigualdad anterior, y
por lo tanto ∂f(x∗) es acotado. Esto concluye la demostración.

2. Directo de la Proposición 2.24, parte 2.

3. Sea x ∈ Rn y v ∈ Rn fijos. Denotemos g(v) := sup{〈x∗, v〉 : x∗ ∈ ∂f(x)}. Demostraremos la
doble desigualdad, es decir que f ′(x; v) ≥ g(v) y f ′(x, v) ≤ g(v). Como f ′(x; 0) = 0 = g(0),
podemos suponer sin perder generalidad que v 6= 0.

Sea x∗ ∈ ∂f(x). Tenemos que para todo t > 0,

〈x∗v〉 = 1
t 〈x
∗, tv〉 ≤ f(x+ tv)− f(x)

t
.

Tomando ı́nfimo en t > 0, tenemos que 〈x∗v〉 ≤ f ′(x; v). Luego, tomando supremo en x∗ ∈
∂f(x), concluimos que g(v) ≤ f ′(x; v).

42
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Para la otra desigualdad, notemos que la función f ′(x; ·) : Rn → R es convexa y por lo tanto
continua (ver Proposición 2.13). Aśı, el conjunto E = epi(f ′(x; ·) es convexo cerrado y además
∂(f ′(x; ·))(v) 6= ∅.Tomemos x∗ ∈ ∂(f ′(x; ·))(v). Tenemos entonces dos observaciones:

(x∗,−1) separa E de (v, f ′(x; v)), es decir,

sup{〈x∗, u〉 − r : (u, r) ∈ E} ≤ 〈x∗, v〉 − f ′(x; v).

〈x∗, v〉 − f ′(x; v) = 0. En efecto, recordando que f ′(x; ·) es convexa y x∗ ∈ ∂(f ′(x; ·))(v),
tenemos que

f ′(x; v)− 〈x∗, v〉 = f ′(x; v) + 〈x∗, 0− v〉 ≤ f ′(x; 0) = 0,

lo que muestra que 〈x∗, v〉 − f ′(x; v) ≥ 0. Por otro lado, si 〈x∗, v〉 − f ′(x; v) > 0 entonces
tomando λ > 0, tendŕıamos que f ′(x;λv) = λf ′(x; v) y por lo tanto,

〈x∗, λv〉 − f ′(x;λv) = λ(〈x∗, v〉 − f ′(x; v))
λ→+∞−−−−−→ +∞.

Esto seŕıa una contradicción, pues para todo λ > 0, (λv, f ′(x;λv)) ∈ E.

Luego, notando que para todo u ∈ R el par (u, f(x+ u)− f(x)) ∈ E tenemos que

〈x∗, u〉 − f(x)− f(x+ u) = 〈x∗, u〉 − (f(x+ u)− f(x)) ≤ 〈x∗, v〉 − f ′(x; v) = 0.

Esto demuestra que x∗ ∈ ∂f(x), y por lo tanto,

g(v) ≥ 〈x∗, v〉 = f ′(x; v〉.

Concluimos entonces que g(v) = f ′(x; v), lo que termina la demostración.

Para cerrar esta sección, veremos que las funciones convexas son particularmente bien adaptadas
para problemas de minimización, pues los mı́nimos globales pueden ser caracterizados mediante la
ecuación ∇f(x) = 0. Los puntos que satisfacen la igualdad anterior (sea f convexa o no) se conocen
como puntos cŕıticos de f y ahondaremos más en ellos en los caṕıtulos venideros. En el caso convexo
no-diferenciable, decimos que x es punto cŕıtico de f si 0 ∈ ∂f(x), lo que generaliza la ecuación
∇f(x) = 0 para el caso diferenciable, gracias a la Proposición 2.28.

Para una función f : Rn → R diferenciable sabemos que, si un punto x es mı́nimo global de f ,
entonces es mı́nimo local también. A su vez, si x es mı́nimo local de f , entonces es punto cŕıtico,
es decir, verifica que ∇f(x) = 0. Sin embargo, en general, un punto cŕıtico no tiene por qué ser
mı́nimo local, y un mı́nimo local no tiene por que ser mı́nimo global. Lo impresionante es que para
las funciones convexas estos tres conceptos son equivalentes.

Teorema 2.29 (Regla de Fermat para funciones convexas). Sea f : Rn → R una función convexa
y x ∈ Rn. Las siguientes afirmaciones son equivalentes:

(i) x es mı́nimo global de f en Rn.

(ii) x es mı́nimo local de f en Rn.

(iii) 0 ∈ ∂f(x).

Demostración. Claramente (i)⇒(ii). Veamos ahora que (ii)⇒(iii). Sea x ∈ Rn un mı́nimo local de
f . Entonces, existe δ > 0 tal que para todo z ∈ B(x, δ), se tiene que

f(x) = 〈0, z − x〉+ f(x) ≤ f(z).
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Escuela de Ingenieŕıa Universidad de O’Higgins

Tomemos ahora z ∈ Rn y t ∈ (0, 1) lo suficientemente pequeño tal que zt = tz + (1− t)x ∈ B(x, δ).
Entonces, tenemos que

f(x) ≤ f(zt) ≤ tf(z) + (1− t)f(x).

Luego, restando a ambos lados (1− t)f(x) y dividiendo por t, podemos escribir

〈0, z − x〉+ f(x) = f(x) ≤ f(z),

por lo que concluimos que 0 ∈ ∂f(x). Para terminar, demostremos que (iii)⇒(i). Supongamos que
x ∈ Rn es un punto cŕıtico de f , es decir, tal que 0 ∈ ∂f(x). Entonces, para todo z ∈ Rn, tenemos
que

f(x) = f(x) + 〈0, z − x〉 ≤ f(z).

Esto concluye la demostración.

2.6 Ejercicios Caṕıtulo 2

P1. Muestre que C ⊂ Rn es un conjunto convexo si y solamente si para todo k ∈ N, para todo
{x1, . . . , xk} ⊂ C y para todo {λ1, . . . , λk} ⊂ R+ tal que

∑k
i=1 λi = 1, se tiene que

∑k
i=1 λixi ∈

C.

P2. (Desigualdad de Jensen) Sea C ⊂ Rn un conjunto convexo. Muestre que una función f :
C → R es convexa si y solo si, para todo k ∈ N, para todo {x1, . . . , xk} ⊂ C y para todo

{λ1, . . . , λk} ⊂ R+ tal que
∑k
i=1 λi = 1, se tiene que

f

(
k∑
i=1

λixi

)
≤

n∑
i=1

λif(xi).

P3. Una función A : Rn → Rm se dice lineal af́ın si existen T : Rn → Rm transformación lineal y
b ∈ Rm tal que A(x) = T (x) + b para todo x ∈ Rn. Muestre que

Si C ⊂ Rn es convexo y A : Rn → Rm es una función lineal af́ın, entonces A(C) es
convexo.

Si g : Rm → R es una función convexa y A : Rn → Rm es una función lineal af́ın, entonces
f = g ◦A es convexa.

P4. (Lema de prolongación) Sea C ⊂ Rn y sea V el espacio paralelo a aff(C). Muestre que si
x0 ∈ rint(C) y d es un vector en V , entonces existe ε > 0 lo suficientemente pequeño tal que

x0 + td ∈ rint(C), ∀t ∈ [0, ε].

P5. (Cambio de Variables) Sea C un conjunto convexo no-vaćıo en Rn con dimensión af́ın adim(C) =
m y f : C → R una función convexa. El objetivo de este problema es mostrar que podemos
hacer un cambio de variables T : Rm → aff(C) y construir D ⊂ Rm y g : D → R de tal manera
que

D es un conjunto convexo con 0 ∈ intD.

g es convexa.

T es invertible, T (D) = C y f = g ◦ T−1.
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Para esto, siga los siguientes pasos:

a) Muestre que si x0 ∈ rint(C) y V es el subespacio paralelo de aff(C), entonces D1 = C−x0

es convexo, 0 ∈ rint(D1) y aff(D1) = V .

b) Muestre que si {z1, . . . , zm} es una base del subespacio V , entonces el conjunto

D =

{
λ ∈ Rm :

m∑
i=1

λizi ∈ D1

}

es convexo y que 0 ∈ int(D).

c) Muestre que T : Rm → aff(C) dada por

T (λ) = x0 +

m∑
i=1

λizi

es lineal af́ın e invertible.

d) Muestre que la función g = f ◦ T es convexa. Concluya el resultado.

P6. Sean C1 y C2 dos conjuntos convexos disjuntos de Rn, tal que el conjunto

C = C1 − C2 = {x1 − x2 : x1 ∈ C1, x2 ∈ C2}

es cerrado. Muestre que en tal caso existe un hiperplano H = [〈x∗, ·〉 = α] (con x∗ 6= 0) que
separa estrictamente C1 y C2.

Hint: Considere x̄ = PC(0). Muestre que x̄ = x̄1 − x̄2 para algún par x̄1 ∈ C1 y x̄2 ∈ C2.
Verifique que

x̄1 = PC1
(x̄2) y x̄2 = PC2

(x̄1),

y luego replique el argumento de la demostración del Teorema 2.22.

P7. Una función σ : Rn → R se dice sublineal si cumple que

(subaditividad) Para todo x, y ∈ Rn, σ(x+ y) ≤ σ(x) + σ(y).

(homogeneidad positiva) Para todo x ∈ Rn y todo λ > 0, σ(λx) = λσ(x).

(a) Muestre que toda función sublineal es convexa.

(b) Sea f : Rn → R es una función convexa. Muestre que para todo x ∈ Rn, la derivada direc-
cional f ′(x; ·) es una función sublineal. Hint: Para demostrar la subaditividad, observe
que para u, v ∈ Rn y t > 0 se tiene que

f(x+ t(u+ v)) = f
(

1
2 (x+ 2tu) + 1

2 (x+ 2tv)
)

Usando la identidad anterior, ocupe álgebra de ĺımites y la convexidad de f para mostrar
la desigualdad deseada.

P8. Muestre, ocupando las caracterizaciones de primer orden de convexidad que

a) La función f : R→ R dada por f(x) = ex es convexa.

b) La función f : (0,+∞)→ R dada por f(x) = x−1 es convexa.
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Caṕıtulo 3

Optimización sin Restricciones

En este caṕıtulo, nos enfocaremos en el problema de optimización sin restricciones, es decir, en el
problema

mı́n
x∈Rn

f(x), (3.1)

donde f : Rn → R es una función de clase C1. Recordemos que f es una función de clase C1 si es
diferenciable en todo punto y su gradiente ∇f : Rn → Rn es una función continua.

Salvo que tengamos una condición como la convexidad, que nos permita traducir comportamiento
local a comportamiento global (como ocurre en el Teorema 2.29), lo mejor que podemos esperar en
el Problema (3.1) es encontrar soluciones locales. La intuición detrás de esta limitación es que es
imposible (computacionalmente hablando) explorar todo el espacio Rn.

Resolver el problema (3.1) de manera local significa encontrar un punto x ∈ Rn (de manera exacta
o aproximada) tal que

f(x̄) ≤ f(z), ∀z ∈ B(x̄, δ). (3.2)

Sin embargo, atacar este problema directamente puede ser dif́ıcil e incluso imposible. Básicamente, el
problema nuevamente es que en general la condición de optimalidad local (3.2) no se puede verificar
computacionalmente.

Por ende, en vez de buscar una solución local de manera directa, aprovecharemos la información de
primer orden de la función f para buscar puntos “candidatos a solución”: Es decir, a partir de un
punto inicial x0 ∈ Rn, buscaremos un punto x̄ ∈ Rn tal que

f(x̄) ≤ f(x0); y que

cumpla alguna condición de optimalidad verificable.

Con algo de suerte, el punto x̄ que encontremos será un óptimo local de f .

3.1 Condiciones de optimalidad

En esta sección, formalizaremos lo que significa condición de optimalidad verificable. Supongamos
que tenemos una propiedad P (f, x) que puede ser verdadera o falsa, dependiendo del punto x ∈ Rn
y la función f . Diremos que la propiedad es verificable si es posible construir un algoritmo que,
conociendo f y x, me permita evaluar P (f, x).

Condiciones necesarias de optimalidad: Son propiedades que verifican la siguiente impli-
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cancia
x̄ es óptimo local de f =⇒ P (f, x̄) es verdadera.

Una condición necesaria nos permite encontrar puntos candidatos a solución. Idealmente, las
condiciones necesarias son útiles si buscar puntos que las satisfagan (o sea, tal que P (f, x) es
verdadera) es “más fácil” que buscar óptimos locales.

Condiciones suficientes de optimalidad: Son propiedades que verifican la siguiente im-
plicancia

P (f, x̄) es verdadera =⇒ x̄ es óptimo local de f.

Una condición suficiente nos permite evaluar si puntos encontrados son soluciones locales.
Idealmente, las condiciones suficientes son útiles si verificarlas es “más fácil” que verificar
optimalidad local.

La estrategia general de un algoritmo de optimización es la siguiente: Buscar candidatos a solución
utilizando una condición necesaria, y luego verificar si los candidatos son solución utilizando una
condición suficiente. En el caso de funciones diferenciables, ocuparemos la condición necesaria de
puntos cŕıticos.

Definición 3.1 (Punto Cŕıtico). Sea f : Rn → R una función diferenciable. Decimos que x ∈ Rn
es un punto cŕıtico de f si

∇f(x) = 0.

Si x ∈ Rn no es un punto cŕıtico de f , entonces se dice punto regular de f .

Observe que si f es una función diferenciable para la cual conocemos ∇f , la condición de punto
cŕıtico es verificable: Para un punto x ∈ Rn basta evaluar ∇f en x y ver si es igual o distinto de 0.

Proposición 3.2 (Condición Necesaria de Optimalidad de primer orden). Sea f : Rn → R una
función diferenciable y x̄ ∈ Rn. Se tiene que

x̄ es mı́nimo local de f =⇒ x̄ es punto cŕıtico de f.

Demostración. Supongamos que x̄ es óptimo local de f . Eso significa que existe δ > 0 lo suficiente-
mente pequeño tal que

f(z)− f(x̄) ≥ 0, ∀z ∈ B(x, δ).

Sea ahora v ∈ Sn. Como ‖v‖ = 1, tenemos que x+ tv ∈ B(x, δ) para todo t ∈ (0, δ). Luego, tenemos
que

〈∇f(x̄), v〉 = f ′(x̄; v)

= ĺım
t→0

f(x̄+ tv)− f(x̄)

t

= ĺım
(0,δ)3t→0

f(x̄+ tv)− f(x̄)

t
≥ 0.

Por lo tanto, 〈∇f(x̄), v〉 ≥ 0 para todo v ∈ Sn, lo que implica que ∇f(x̄) = 0.

Proposición 3.3 (Condición necesaria de segundo orden). Sea f : Rn → R una función de clase
C2 y x̄ ∈ Rn. Se tiene que

x̄ es mı́nimo local de f =⇒ ∇2f(x̄) es semidefinida positiva.

Demostración. Sea x̄ mı́nimo local de f . Razonemos por contradicción, y supongamos que ∇2f(x̄)
no es semidefinida positiva, es decir,

∃d ∈ Sn, dT∇2f(x̄)d < 0.
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Como f es de clase C2, entonces el hessiano ∇2f : Rn →Mn×n(R) es continua. Luego, existe δ > 0
lo suficientemente pequeño tal que

dT∇2f(z)d < 0, ∀z ∈ B(x, δ).

Achicando δ si es necesario, podemos asumir que f(x̄) ≤ f(z) para todo z ∈ B(x̄, δ). Luego, tomando
ε = δ

2 y ocupando el teorema de expansión de Taylor, sabemos que existe t ∈ (0, 1) tal que

f(x̄) ≤ f(x̄+ εd) = f(x̄) + 〈∇f(x̄), εd〉︸ ︷︷ ︸
=0

+
1

2
dT∇2f(x̄+ tεd)d︸ ︷︷ ︸

<0

< f(x̄),

lo cual es una contradicción.

Ambas condiciones necesarias (Proposiciones 3.2 y 3.3) son verificables. En efecto, como ya mencio-
namos, para la condición necesaria de primer orden basta evaluar el gradiente. Por otro lado, para
la condición necesaria de segundo orden, basta calcular los valores propios del hessiano, y recordar
que para una matriz simétrica A ∈Mn×n(R) se tiene que

1. A es semidefinida positiva si y solo si sus valores propios son todos no-negativos.

2. A es definida positiva si y solo si sus valores propios son todos estrictamente positivos.

Finalmente, ocupando la segunda de las afirmaciones precedentes, podemos también enunciar una
condición suficiente de segundo orden, también verificable.

Proposición 3.4 (Condición Suficiente de segundo orden). Sea f : Rn → R una función de clase
C2 y x ∈ Rn. Se tiene que

x es punto cŕıtico de f y
∇2f(x) es definida positiva

=⇒ ∃δ > 0 tal que f(x) < f(z) para todo z ∈ B(x, δ) \ {x}.

En tal caso, decimos que x es un mı́nimo local estricto de f .

Demostración. Como ∇2f es continua y ∇2f(x) es definida positiva, entonces existe δ > 0 tal que

∇2f(z) es definida positiva, para todo z ∈ B(x, δ).

En efecto, si aśı no lo fuera, existiŕıa una sucesión zk → x y una sucesión (dk) ⊂ Sn tal que

∀k ∈ N, dTk∇2f(zk)dk < 0.

Como Sn es compacto, existe una subsucesión (dkj ) convergente, digamos con ĺımj dkj = d ∈ Sn.
Luego,

dT∇2f(x)d = ĺım
j
dTkj∇

2f(zkj )dkj ≤ 0,

lo cual seŕıa una contradicción con el hecho de que ∇2f(x) es definida positiva.

Luego, para todo z ∈ B(x, δ) \ {x}, existe ξ ∈ (x, z) tal que

f(z) = f(x) + 〈∇f(x), z − x〉︸ ︷︷ ︸
=0

+ 1
2 (z − x)T∇2f(ξ)(z − x)︸ ︷︷ ︸

>0

> f(x).
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3.2 Algoritmos de búsqueda lineal
Supongamos que queremos resolver el problema (3.1) para una función f : Rn → R diferenciable,
y que contamos con un punto inicial x0 ∈ Rn. Un algoritmo iterativo se dice Método de búsqueda
lineal si en cada iteración k ∈ N, construimos xk+1 como

xk+1 = xk + αkνk, (3.3)

donde νk ∈ Rn \ {0} y αk > 0. Si xk no es un punto cŕıtico, queremos que el siguiente iterando xk+1

sea un mejor punto que xk, es decir, queremos que f(xk+1) < f(xk). En cada iteración, el algoritmo
debe seleccionar una dirección νk ∈ Rn \ {0}, y luego buscar el paso αk > 0 para “avanzar” en la
dirección νk, produciendo el siguiente iterando xk+1. El término búsqueda lineal se refiere a que
xk+1 se busca a través de la ĺınea xk +R+νk. La Figura 3.1 muestra gráficamente las iteraciones de
un método de búsqueda lineal para una función f : R2 → R.

Figura 3.1: Puntos producidos por un método de búsqueda lineal (estrellas en rojo), para la función
f(x, y) = x2 + xy + 3y2, con punto incial (x0, y0) = (3, 3). Las elipses son curvas de nivel de la
función f . El método converge al mı́nimo global (x∗, y∗) = (0, 0).

Para que un algoritmo de búsqueda lineal tenga posibilidades de encontrar un mı́nimo local, necesi-
tamos que la dirección νk de búsqueda nos entregue un mejor punto que el inicial. Para lograr esto,
νk debe ser una dirección de descenso de f en xk.

Definición 3.5 (Dirección de descenso). Sea f : Rn → R una función continua y x ∈ Rn tal que
la derivada direccional f ′(x; ·) está bien definida. Decimos que ν ∈ Rn \ {0} es una dirección de
descenso de f en x si

f ′(x; ν) = ĺım
t→0

f(x+ tν)− f(x)

t
< 0.

Cuando la función f : Rn → R es diferenciable, es posible caracterizar las direcciones de descenso a
partir del gradiente de f .

Proposición 3.6. Sea f : Rn → R una función diferenciable y x ∈ Rn un punto regular de f .
Entonces, se tiene que
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1. La dirección ν̄ := − ∇f(x)
‖∇f(x)‖ es la dirección de máximo descenso, en el sentido que

f ′(x; ν̄) ≤ f ′(x; ν), ∀ν ∈ Sn.

2. Para todo ν ∈ Rn \ {0}, se tiene que

θ = arc cos(〈ν̄, ν〉) < π

2
⇔ ν es dirección de descenso de f en x.

Demostración. Tomemos ν ∈ Sn. Tenemos que

f ′(x; ν) = 〈∇f(x), ν〉
≥ −‖∇f(x)‖‖ν‖
= −‖∇f(x)‖ = 〈∇f(x), ν̄〉 = f ′(x; ν).

Concluimos entonces que ν̄ es la dirección de máximo descenso de f en x. Para la segunda parte,
notemos que

f ′(x; ν) = 〈∇f(x), ν〉 = −‖∇f(x)‖〈ν̄, ν〉 = −‖∇f(x)‖‖ν‖ cos(θ).

Por lo tanto, como θ ∈ [0, π] tenemos que

ν es dirección de descenso ⇐⇒ cos(θ) > 0 ⇐⇒ θ < π/2.

Esto concluye la demostración.

La proposición anterior se puede interpretar geométricamente ocupando los conjuntos de subnivel
de la función f . En efecto, consideremos el conjunto S = [f ≤ f(x)]. Cuando f es de clase C1,
se puede demostrar que el hiperplano H = [〈∇f(x), ·〉 = 〈∇f(x), x〉], es tangente a S en el punto
x. Por lo tanto el vector ∇f(x) es el vector exterior a S y ortogonal a H. Similarmente, el vector
ν̄ = −∇f(x)/‖∇f(x)‖ es el vector ortogonal a H que apunta hacia el interior de S. Finalmente, si
un vector ν ∈ Rn \ {0} forma un ángulo θ < π/2 con ν̄, entonces también apunta hacia el interior
de S. Eso significa que existe δ > 0 lo suficientemente pequeño tal que

x+ tν ∈ S, ∀t ∈ (0, δ).

Lo anterior es equivalente a que ν sea una dirección de descenso: Para un α > 0, x+ αν está en el
interior de S y por lo tanto f(x+ αν) < f(x). La Figura 3.2 muestra esta interpretación.

Observación 3.7. Cabe destacar que al momento de elegir una dirección de descenso ν ∈ Rn \ {0}
para f en x, es equivalente tomar ν directamente o tomar el vector normalizado ν/‖ν‖. Esto pues
en la fórmula (3.3), el paso α > 0 que elegimos para ν se reemplaza por el paso α · ‖ν‖ para el vector
ν/‖ν‖.

La Proposición 3.6 nos entrega una fórmula directa para seleccionar la dirección de descenso νk en
la expresión (3.3):

Si xk no es punto cŕıtico de f , entonces tomar νk = −∇f(xk).

Si xk es punto cŕıtico de f , entonces la búsqueda termina, pues xk es un candidato a mı́nimo
local (ver Proposición 3.2).

Esta estrategia se conoce como Algoritmo de máximo descenso, pues en cada iteración k, toma
la dirección de máximo descenso de f en el iterando xk. Sin embargo, incluso si consideramos la
dirección de máximo descenso, aún debemos escoger el paso αk > 0. Si el paso escogido no es lo
“suficientemente bueno”, entonces el método de búsqueda lineal puede fallar en encontrar puntos
cŕıticos.
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x

∇f(x)

H

S = [f ≤ f(x)]

θ ν̄
ν

Figura 3.2: Interpretación geométrica de dirección de descenso. En negro, las curvas de nivel. En
azul claro rellenado, el conjunto de subnivel S = [f ≤ f(x)]. En rojo, el hiperplano H y el vector
∇f(x), ortogonal a H y exterior a S. En azul, los vectores de descenso ν̄ = −∇f(x)/‖∇f(x)‖ y ν,
que forman un ángulo θ < π/2.

Ejemplo 3.8 Consideremos la función f : R → R dada por f(t) = t2. Sabemos que f alcanza su
único mı́nimo global en t = 0, que a su vez es el único punto cŕıtico de f . Por otro lado, para t 6= 0
tenemos que la dirección de máximo descenso está dada por

− f ′(t)

|f ′(t)|
= − 2t

|2t|
=

{
1 si t < 0,

−1 si t > 0.

Tomemos t0 = 2 y para cada k ∈ N, fijemos νk = − f ′(tk)
|f ′(tk)| y αk = 4. En este caso, tenemos que

t1 = t0 + 4ν0 = 2− 4 = −2

t2 = t1 + 4ν1 = −2 + 4 = 2

...

tk+1 = tk + 4νk =

{
2 si k es par,

−2 si k es impar.

k impar

k par

Figura 3.3: Iteración de máximo descenso pa-

ra f(t) = t2 con αk = 4, νk = − f ′(t)
|f ′(tk)| y

t0 = 2.

Es decir, en este caso la sucesión (tk) oscila entre 2 y -2, y nunca converge a un punto cŕıtico. El
problema acá es que αk es demasiado grande.

Por otro lado, tomemos t0 = 3, νk = − f ′(tk)
|f ′(tk)| y αk = 1

2k . En este caso, tenemos que

En este caso, la sucesión (tk) converge, pero el ĺımite t̄ = 1 no es un punto cŕıtico de f . El problema
aqúı es que αk es muy pequeño.

51
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t1 = t0 + ν0 = 3− 1 = 2

t2 = t1 +
1

2
ν1 = 2− 1

2
=

3

2
...

tk+1 = t0 −
k∑
j=0

1

2j
k→∞−−−−→ 3− 2 = 1.

Figura 3.4: Iteración de máximo descenso pa-

ra f(t) = t2 con αk = 1/2k, νk = − f ′(tk)
|f ′(tk)| y

t0 = 3. En azul, el ĺımite t̄ = 1.

3.2.1. Selección de paso: Condiciones de Armijo y Wolfe

Supongamos que hemos diseñado un método de búsqueda lineal que en cada iteración xk selecciona
una dirección de descenso νk (puede ser νk = −∇f(xk)/‖∇f(xk)‖ como en el caso del algoritmo de
máximo descenso, u otra diferente). En esta sección estudiaremos cómo seleccionar αk > 0 de tal
manera que no sea ni muy grande ni muy pequeño, y evitar comportamientos indeseados como en
el Ejemplo 3.8.

Definiendo la función φ : [0,+∞) → R dada por φ(α) = f(xk + ανk), nos gustaŕıa seleccionar el
paso αk que resuelve el problema

mı́n
α>0

φ(α). (3.4)

Sin embargo, salvo casos particulares, esto resulta demasiado costoso computacionalmente o sim-
plemente impracticable. Por lo tanto, estudiaremos condiciones para seleccionar αk de tal manera
que garanticen dos cosas: 1) Suficiente descenso, o sea, que f(xk + αkνk) sea lo “suficentemente
mejor” que f(xk) (esto evita el comportamiento oscilante del primer caso del Ejemplo 3.8); y 2)
Suficiente variación, o sea, que el punto xk +αkνk esté los “suficientemente lejos” de xk (esto evita
la convergencia prematura del segundo caso del Ejemplo 3.8).

Definición 3.9 (Condiciones de Wolfe). Sea f : Rn → R una función de clase C1, x ∈ Rn un punto
regular de f y ν una dirección de descenso de f en x. Sea c1 ∈ (0, 1) y c2 ∈ (c1, 1). Decimos que
α > 0 cumple

1. La condición de descenso suficiente (o condición de Armijo) si

f(x+ αν) ≤ f(x) + (c1α)〈∇f(x), ν〉. (3.5)

2. La condición de curvatura si

〈∇f(x+ αν), ν〉 ≥ c2〈∇f(x), ν〉. (3.6)

Finalmente, decimos que α cumple las condiciones de Wolfe si satisface ambas condiciones, de
descenso suficiente y de curvatura.

La condición de Armijo (3.5) nos dice que f(x + αν) debe estar por debajo de la aproximación
lineal af́ın `c1(α) := f(x) + (c1α)〈∇f(x), ν〉. Como c1 < 1, esto nos dice que `c1 está por sobre la
aproximación de Taylor de primer orden de f en el rayo x+ R+ν, es decir,

`c1(α) > f(x) + α〈∇f(x), ν〉,
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y por lo tanto siempre es posible encontrar α > 0 que satisfaga la condición de Armijo, como ilustra
la Figura 3.5a.

φ′(0)

`c1(α)

α aceptable α

(a) Ilustración de condición de Armijo. En negro,
la función φ(α) = f(x + αν). En axul, la apro-
ximación de primer orden de φ en 0. En rojo,
la función `c1(α) que determina la condición de
Armijo.

φ′(0)

α aceptable α

(b) Ilustración de condición de Curvatura. En
negro, la función φ(α) = f(x + αν). En azul,
la aproximación de primer orden de φ en 0. En
rojo, las rectas asociadas a las derivadas de borde
φ′(α) = c2φ

′(0).

La condición de curvatura, por otro lado, es un condición que fuerza a buscar α lejos de 0. En efecto,
como 〈∇f(x), ν〉 < 0, la ecuación (3.6) fuerza a que la pendiente φ′(α) de la función φ(α) = f(x+αν)
crezca lo suficiente con respecto a la pendiente φ′(0). Dado que φ′ : [0,+∞) → R es continua,
necesariamente α debe ser al menos suficientemente grande para acercarse al primer punto cŕıtico
α∗ de φ, que es cuando φ′(α∗) = 0.

Cuando φ′(0) = 〈∇f(x), ν〉 es muy negativo, entonces la condición de curvatura fuerza a que α
esté más lejos de 0. Por el contrario, si 〈∇f(x), ν〉 es muy cercano a cero, la condición de curvatura
comienza a cumplirse para valores de α más cercanos a 0. Esto está ilustrado en la Figura 3.5b.

Observación 3.10. En implementaciones, debemos elegir los valores de c1 y c2 con los que traba-
jaremos. Normalmente, c1 se elige como un valor pequeño, t́ıpicamente c1 = 10−4. Por otro lado,
dependiendo del método que se ocupe, t́ıpicamente c2 se fija en algún valor entre 0.1 y 0.9.

Las condiciones de Wolfe pueden ser reemplazadas por una versión más fuerte, que considera reforzar
la condición de curvatura.

Definición 3.11 (Condiciones fuertes de Wolfe). Sea f : Rn → R una función de clase C1, x ∈ Rn
un punto regular de f y ν una dirección de descenso de f en x. Sea c1 ∈ (0, 1) y c2 ∈ (c1, 1). Decimos
que α > 0 cumple las condiciones fuertes de Wolfe si cumple la condición de Armijo (3.5) y la
condición de curvatura fuerte dada por

|〈∇f(x+ αν), ν〉| ≤ c2|〈∇f(x), ν〉|. (3.7)

Las condiciones fuertes de Wolfe aseguran decrecimiento suficiente pero además piden que α esté lo
suficientemente cerca de un punto cŕıtico de la función φ(α) = f(x+ αν).

El siguiente teorema nos asegura que, para problemas acotados, siempre podemos encontrar un paso
α que cumpla las condiciones de Wolfe, e incluso las condiciones fuertes de Wolfe.

Teorema 3.12. Sea f : Rn → R una función de clase C1, x ∈ Rn un punto regular de f y ν
una dirección de descenso de f en x. Sean c1 ∈ (0, 1) y c2 ∈ (c1, 1). Supongamos además que f es
acotada inferiormente en el rayo

x+ R+ν = {x+ αν : α ≥ 0}.
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Entonces

1. existe α > 0 que satisface las condiciones de Wolfe para c1 y c2.

2. existe α > 0 que satisface las condiciones fuertes de Wolfe para c1 y c2.

Demostración. Tomemos la función φ : [0,+∞) → R dada por φ(α) = f(x + αν) y la función
`c1 : [0,+∞)→ R dada por `c1(α) = f(x) + (c1〈∇f(x), ν〉)α.

Veamos primero que existe δ > 0 tal que φ(α) < `c1(α) para todo α ∈ (0, δ). En efecto, si aśı no lo
fuera, tendŕıamos que existe una sucesión αk → 0 tal que φ(αk) ≥ `c1(αk), para todo k ∈ N. Luego,
notando que φ(0) = `c1(0), tendŕıamos que

〈∇f(x), ν〉 = φ′(0)

= ĺım
k

φ(αk)− φ(0)

αk

≥ ĺım
k

`c1(αk)− `c1(0)

αk
= c1〈∇f(x), ν〉,

lo cual seŕıa una contradicción, pues 〈∇f(x), ν〉 < 0 y c1 ∈ (0, 1).

Ahora, como f es acotada inferiormente a lo largo del rayo x+ R+ν, tenemos que ı́nfα≥0 φ > −∞.

Como 〈∇f(x), ν〉 < 0, tenemos que `c1(α)
α→+∞−−−−−→ −∞. Por lo tanto, notando que `c1(δ/2) −

φ(δ/2) > 0 y que existe un α > 0 lo suficientemente grande tal que `c1(α) − φ(α) < 0, podemos
aplicar el Teorema del Valor Intermedio, concluyendo que existe al menos un valor ᾱ > 0 tal que
φ(ᾱ) = `c1(ᾱ). Definamos

α′ := ı́nf{α > 0 : φ(α) = `c1(α)}.

Sabemos que necesariamente α′ > 0, o de lo contrario llegaŕıamos a la misma contradicción que al
principio de la demostración. Más aún, por el mismo razonamiento, la condición de Armijo (3.5) se
cumple para todo α ∈ (0, α′). Luego, aplicando el Teorema del Valor Medio, necesariamente existe
α′′ ∈ (0, α′) tal que

〈∇f(x+ α′′ν), ν〉 = φ′(α′′) =
φ(α′)− φ(0)

α′

=
`c1(α′)− `c1(0)

α′
= c1〈∇f(x), ν〉 > c2〈∇f(x), ν〉.

Por lo tanto, α′′ cumple también la condición de curvatura (3.6). Más aún, tenemos que

|〈∇f(x+ α′′ν), ν〉| = c1|〈∇f(x), ν〉| ≤ c2|〈∇f(x), ν〉|,

y por lo tanto α′′ cumple también las condiciones fuertes de Wolfe. Esto concluye la demostración.

Observación 3.13. Cuando reemplazamos la dirección de descenso ν ∈ Rn \ {0} por el vector
normalizado ν/‖ν‖, se tiene la siguiente equivalencia:

α cumple las condiciones de Wolfe para ν
‖ν‖

⇔
α
‖ν‖ cumple las condiciones de Wolfe para ν.

La misma equivalencia se tiene para las condiciones fuertes de Wolfe. Por lo tanto, es equivalente
considerar ν o ν/‖ν‖ como dirección de descenso, como se mencionó previamente en la Observación
3.7.
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El siguiente teorema, aunque a primera vista algo técnico, es la herramienta fundamental que nos
permite asegurar que los métodos de búsqueda lineal son exitosos, en el sentido que producen
secuencias de iterandos (xk) que aproximan puntos cŕıticos.

Teorema 3.14 (Zoutendijk). Sea f : Rn → R una función de clase C1, x0 ∈ Rn. Supongamos que
f es acotada inferiormente y que existe un abierto A con [f ≤ f(x0)] ⊂ A tal que ∇f es Lipschitz
en A, es decir, tal que existe L > 0 que cumple que

‖∇f(z1)−∇f(z2)‖ ≤ L‖z1 − z2‖, ∀z1, z2 ∈ A.

Sean c1 ∈ (0, 1), c2 ∈ (c1, 1) y sean tres sucesiones (xk)k∈N ⊂ Rn, (νk)k∈N ⊂ Rn \ {0} y (αk)k∈N ⊂
(0,+∞) tal que

(i) Para todo k ∈ N, xk+1 = xk + αkνk y f(xk+1) ≤ f(xk).

(ii) Para todo k ∈ N, νk es una dirección de descenso de f en xk.

(iii) Existe k0 ∈ N lo suficientemente grande tal que para todo k ≥ k0 el paso αk satisface las
condiciones de Wolfe con c1 y c2, para el punto xk y la dirección νk.

Entonces, se tiene que
∞∑
k=0

cos2(θk)‖∇f(xk)‖2 < +∞, (3.8)

donde, para todo k ∈ N, θk es el ángulo entre νk y ∇f(xk).

Demostración. Sin perder generalidad, tomemos k0 = 0. Usando la condición de curvatura (3.6),
tenemos que para todo k ∈ N

〈∇f(xk+1)−∇f(xk), νk〉 = 〈∇f(xk + αkνk)−∇f(xk), νk〉 ≥ (c2 − 1)〈∇f(xk), νk〉.

Por otro lado, la condición de Armijo (3.5) implica que para todo k ∈ N, f(xk+1) < f(xk) y por lo
tanto xk ∈ [f ≤ f(x0)] ⊂ A. Luego, podemos ocupar la condición de Lipschitz de ∇f para escribir

〈∇f(xk+1)−∇f(xk), νk〉 ≤ L‖xk+1 − xk‖‖νk‖ = Lαk‖νk‖2.

Mezclando ambas desigualdades, concluimos que para todo k ∈ N,

−αk ≤
1− c2
L

〈∇f(xk), νk〉
‖νk‖2

.

Ocupando nuevamente la condición de Armijo (3.5), tenemos que

f(xk+1) ≤ f(xk)− (−αk)c1〈∇f(xk), νk〉 ≤ f(xk)− c1
1− c2
L︸ ︷︷ ︸

=c

〈∇f(xk), νk〉2

‖νk‖2
.

Finalmente, recordando que cos(θk) = 〈 ∇f(xk),νk〉
‖∇f(xk)‖‖νk‖ , concluimos que para todo k ∈ N

f(xk+1) ≤ f(xk)− c cos(θk)2‖∇f(xk)‖2.

Razonando por inducción, tenemos que para todo k ∈ N

f(xk+1) ≤ f(x0)− c
k∑
j=0

cos(θj)
2‖∇f(xj)‖2.
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Finalmente, como f es acotada inferiormente, tenemos que (f(xk))k es una sucesión decreciente y
acotada, y por lo tanto

∞∑
j=0

cos(θj)
2‖∇f(xj)‖2 = ĺım

k

k∑
j=0

cos(θj)
2‖∇f(xj)‖2

≤ ĺım
k

f(x0)− f(xk+1)

c

≤ f(x0)− ı́nf f

c
< +∞.

Bajo las hipótesis del teorema de Zoutendijk, podemos dar condiciones suficientes para que la
sucesión (xk)k∈N aproxime un punto cŕıtico, en el sentido que

ĺım
k
‖∇f(xk)‖ = 0. (3.9)

Cuando una sucesión (xk) producida por un algoritmo iterativo satisface (3.9), decimos que (xk)
es globalmente convergente. Esta es la convergencia más fuerte que podemos lograr, y nos dice que
mientras más grande sea la iteración k, más se parece xk a un punto cŕıtico de f .

La condición suficiente es que la direcciones de descenso νk nunca estén muy cerca de ser ortogonales
al gradiente ∇f(xk), es decir, que θk esté siempre “lejos”de π/2.

Corolario 3.15. Sea f : Rn → R una función de clase C1, x0 ∈ Rn, y (xk) ⊂ Rn una sucesión de
la forma

xk+1 = xk + αkνk, ∀k ∈ N.

Supongamos que se tienen las condiciones del Teorema 3.14 y además supongamos que existen k0 ∈ N
y δ > 0 tal que

∀k ≥ k0, cos(θk) ≥ δ.

Entonces, (xk) es globalmente convergente, es decir, ‖∇f(xk)‖ → 0. En particular, si νk
‖νk‖ =

− ∇f(xk)
‖∇f(xk)‖ , entonces (xk) es globalmente convergente.

3.2.2. Algoritmo de Backtrack para encontrar pasos inexactos

En esta sección veremos cómo calcular un paso α > 0 que cumpla las condiciones de Wolfe, dadas
una función f : Rn → R, un punto regular x ∈ Rn y una dirección de descenso ν.

La primera opción es encontrar α > 0 como el mı́nimo global del problema (3.4). Cuando esto es
posible, decimos que α es un paso exacto para f en x y con dirección ν.

La segunda opción es buscar computacionalmente un paso α a través del rayo x+ R+ν. Para esto,
normalmente tomamos un parámetro αmáx > 0 fijo (en algunos algoritmos se toma αmáx = 1),
asumimos que ‖ν‖ = 1 y definimos

α :=

{
αmáx si αmáx cumple la condición de Armijo

α′ ∈ (0, αmáx) si no,

donde α′ es un valor encontrado algoŕıtmicamente y que cumple ambas condiciones de Wolfe. Cuando
el paso α es construido de esta manera, se dice que es un paso inexacto para f en x y con dirección
ν. Observe que fijar un valor máximo α0 para buscar el paso inexacto aún preserva los resultados
del Teorema 3.14 y del Corolario 3.15 (Ver Problema P1. de la Sección 3.6).

56
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Para encontrar el paso αk ∈ N, primero buscamos un un primer valor α∗ ∈ (0, αmáx] que cumpla la
condición de Armijo, ocupando lo que se conoce como algoritmo de Backtrack.

Algoritmo 3.1: Algoritmo de Backtrack

1 Entrada: Función objetivo f ; Punto x; Dirección de descenso ν con ‖ν‖ = 1; αmáx > 0;
c1 ∈ (0, 1); ρ ∈ (0, 1).

2 α← αmáx;
3 while f(x+ αν) > f(x) + (c1α)〈∇f(x), ν〉 do
4 α← ρα;
5 end
6 Return α; Salida: α que cumple condición de Armijo.

El Algoritmo 3.1 comienza probando si α = αmáx satisface la condición de Armijo. En tal caso,
devuelve αmáx, pues nunca entra al ciclo-while. Si no, comienza a contraer α reemplazándolo por
ρα, hasta alcanzar un valor de α lo suficiente pequeño tal que la condición de Armijo se satisfaga.
El resultado es el primer valor en {ρjαmáx : j ∈ N} que cumple dicha condición. Dado que ν es
una dirección de descenso, se tiene necesariamente que el Algoritmo 3.1 termina en finitos pasos.

Ahora que sabemos encontrar valores que cumplan la condición de Armijo, podemos de hecho buscar
α que cumpla las condiciones de Wolfe. El paso clave es el siguiente lema.

Lema 3.16. Sea (f, x, αmáx, c1, ρ) la entrada del Algoritmo 3.1 y c2 ∈ (c1, 1). Sean α, β ∈ (0, αmáx)
tal que α < β, α cumple la condición de Armijo (3.5), y β no. Entonces, al menos una de las
siguientes afirmaciones es verdadera:

1. α satisface las condiciones de Wolfe.

2. existe un subintervalo (a, b) ⊂ (α, β) que satisface las condiciones de Wolfe.

Demostración. Supongamos que la primera afirmación no se tiene. Eso significa que α no satisface
la condición de curvatura (3.6), es decir,

〈∇f(x+ αν), ν〉 < c2〈∇f(x), ν〉.

Definamos φ : [0,+∞)→ R como φ(t) = f(x+tν) y ` : [0,+∞)→ R como `(t) = f(x)+c1t〈f(x), ν〉.
Como c2 > c1 y 〈∇f(x), ν〉 < 0, tenemos que de hecho

φ′(α) = 〈∇f(x+ αν), ν〉 < c2〈∇f(x), ν〉 < c1〈∇f(x), ν〉 = `′(α).

Repitiendo el razonamiento del Teorema 3.12, sabemos que

r = ı́nf{t > α : φ(t) = `(t)} ∈ (α, β),

y más aún, para todo t ∈ (α, r), tenemos que φ(t) < `(t), es decir, t satisface la condición de Armijo
(3.5). Luego, ocupando el Teorema del Valor Medio para la función φ − ` en el intervalo [α, r],
sabemos que existe b ∈ (α, r) tal que

0 = φ′(b) = 〈∇f(x+ bν), ν〉 − c1〈∇f(x), ν〉.

Luego,
〈∇f(x+ bν), ν〉 = c1〈∇f(x), ν〉 > c2〈∇f(x), ν〉.

Como ∇f es continua, tenemos que existe δ lo suficientemente pequeño tal que a = b − δ > α y
además

〈∇f(x+ tν) > c2〈∇f(x), ν〉, ∀t ∈ (a, b),

lo que concluye la demostración.
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Algoritmo 3.2: Algoritmo de Búsqueda lineal de paso inexacto (LineSearch)

1 Entrada: Función objetivo f ; Punto x; Dirección de descenso ν; αmáx > 0; c1 ∈ (0, 1);
c2 ∈ (c1, 1); ρ ∈ (0, 1).

2 Normalizar ν: ν′ ← ν/‖ν‖;
3 α← Bactrack(f, x, ν′, αmáx, c1, ρ);
4 if (α = αmáx) or (α cumple curvatura) then
5 α∗ = α;
6 Return α∗ = ‖ν‖−1α∗;

7 end
8 β ← α/ρ;
9 while TRUE do

10 α∗ ← α+β
2 ;

11 if f(x+ α∗ν) > f(x) + (c1α
∗)〈∇f(x), ν〉 then

12 β ← α∗; // Si falla Armijo, bajamos la cota superior

13 else if 〈∇f(x+ α∗ν), ν〉 < c2〈∇f(x), ν〉 then
14 α← α∗; // Si falla Curvatura, subimos la cota inferior.

15 else
16 Return α∗ = ‖ν‖−1α∗;
17 end

18 end
19 Salida: α∗; que cumple las condiciones de Wolfe.

El Lema 3.16 nos asegura que podemos encontrar un paso que cumpla las condiciones de Wolfe en
finitas iteraciones mediante el Algoritmo 3.2. Lo primero es normalizar la dirección de descenso y
ocupar el Algoritmo de Backtrack para producir un primer candidato α ∈ (0, αmáx]. Hay dos casos
de borde: 1) Si α = αmáx, entonces estamos en la cota superior y terminamos la búsqueda. 2) Si α
satisface la condición de curvatura, entonces ya tenemos el paso que cumple lo requerido.

Si estas situaciones de borde no se tienen, siginifica que el Algoritmo 3.1 entregó α = ρjαmáx con
j > 0. Eso significa que β = α/ρ = ρj−1αmáx no satisface la condición de Armijo. Por lo tanto, el
lema 3.16 nos asegura que hay un intervalo abierto (a, b) ⊂ (α, β) donde cualquier paso α∗ ∈ (a, b)
cumple ambas condiciones de Wolfe. Para llegar a un punto en este intervalo, hacemos búsqueda
binaria: Dividimos el intervalo (α, β) por su punto medio α∗ = (α+ β)/2. Si α∗ no es el punto que
buscamos, debemos quedarnos con uno de los subintervalos (α, α∗) o (α∗, β) y volver a dividir. Para
esto, hay que asegurarse que el nuevo intervalo cumpla las condiciones del Lema 3.16: El extremo
inferior debe satisfacer Armijo, y el superior no. En finitos pasos, llegaremos al paso α∗ deseado.

En la práctica, existes varios métodos diferentes para fijar αmáx y también para seleccionar cómo
actualizar α∗ en la ĺınea 10 del Algoritmo 3.2, diferentes a simplemente tomar el punto medio de los
extremos α y β. Muchas veces, debido a errores de precisión numérica, es posible que la búsqueda
del valor α∗ no se logre con éxito, y por lo tanto, se incluyen criterios de parada auxiliares, como por
ejemplo detener la búsqueda después de un número fijo (usualmente 10) iteraciones del while-loop
de las ĺıneas 9-18 del Algoritmo 3.2. Cuando la búsqueda se interrumpe, se entrega el valor α∗ como
el extremo inferior del intervalo [α, β], que al menos siempre satisface la condición de Armijo.

3.3 Método de Máximo Descenso

Utilizando el Algoritmo 3.2, es posible finalmente formalizar el método de máximo descenso. Si bien
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el algoritmo iterativo (3.3) queda correctamente definido, es necesario incluir un criterio de Parada
(como se discutió en la Sección 1.5), pues de lo contrario el proceso podŕıa no terminar. En general
se consideran tres criterios de parada:

1. La norma del gradiente es lo suficientemente pequeña, es decir, ‖∇f(xk)‖ ≤ ε, para una
tolerancia ε > 0 dada.

2. La distancia entre el iterando xk y el iterando anterior xk−1 es suficientemente pequeña, es
decir, ‖xk − xk−1‖ ≤ ε, para una tolerancia ε > 0 dada.

3. El número de iteraciones supera cierto umbral, es decir k ≥ MaxIter, para algún MaxIter ∈ N
dado. En tal caso, el algoritmo se detiene pues ya ha pasado demasiado tiempo sin obtener
resultados de convergencia favorables.

La implementación del Método de Máximo Descenso con estos criterios se puede ver en el Algoritmo
3.3.

Algoritmo 3.3: Método de Máximo Descenso (SteepestDescent)

1 Entrada: Función objetivo f ; Función gradiente ∇f ; Punto inicial x0; Tolerancia ε > 0.
2 xcurr ← x0; xnext ← x0;
3 ν ← −∇f(xcurr);
4 if ‖ν‖ ≤ ε then
5 x∗ ← xcurr;
6 Return (x∗,∇f(x∗));

7 end
8 for k = 1:MaxIter do
9 α← MetodoPaso(f, xcurr, ν) ; // Puede ser exacto, o inexacto como LineSeach

10 xnext ← xcurr + αν;
11 if ‖xnext − xcurr‖ ≤ ε or ‖∇f(xnext)‖ ≤ ε then
12 x∗ ← xnext;
13 Break;

14 end
15 xcurr ← xnext; ν ← −∇f(xcurr);

16 end
17 Return (x∗,∇f(x∗));
18 Salida: x∗ punto cŕıtico aproximado con f(x∗) ≤ f(x0), y su gradiente ∇f(x∗).

Es común tomar ε = 10−6 como tolerancia en implementaciones. El caso ideal es cuando tanto
el primer criterio como el segundo criterio se cumplen: hemos encontrado un punto que aproxima
lo suficientemente bien a un punto cŕıtico. Cuando el algoritmo para únicamente con el primer o
con el segundo criterio, también se considera correcto: si bien decimos que el algoritmo convergió,
no tenemos (a priori) garant́ıas de que este punto sea cercano a un punto cŕıtico. Sin embargo, en
muchos casos, la detención ocurre exactamente pues estamos cerca de un óptimo local. El último
criterio se ocupa para asegurar que el algoritmo se detenga. Normalmente es el peor escenario, y
nos dice que el método de optimización no fue exitoso.

La idea de devolver el gradiente ∇f(x∗) en la salida del Algoritmo 3.3 es para evaluar la condición
de primer orden aproximada ∇f(x∗) ∼ 0. Con esto, y agregando un indicador del criterio de parada
con el que el algoritmo terminó, es posible saber si SteepestDescent fue exitoso (criterios 1 y 2),
parcialmente exitoso (solo criterio 1 o solo criterio 2), o falló (criterio 3). Además, podemos medir
el nivel de éxito: Si ∇f(x∗) ∼ 10−6, significa que x∗ es más bien un punto estacionario aproximado.
En cambio, si ∇f(x∗) ∼ 10−12, computacionalmente hablando, el punto x∗ es prácticamente un
punto cŕıtico (10−12 es prácticamente igual a 0).

59
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3.3.1. Radio de convergencia del Método de Máximo Descenso

Gracias al teorema de Zoutendijk (Teorema 3.14), podemos asegurar condiciones suficientes sobre
la función f de tal manera que el Algoritmo 3.3 entregue un punto cŕıtico (aproximado) x∗ como
resultado. Sin embargo, nos gustaŕıa saber qué tan rápido este algoritmo es capaz de encontrar dicho
punto x∗.

Para responder esta pregunta, estudiaremos el radio de convergencia (ver Definición 1.5) de la
sucesión (xk) que genera Método de Máximo Descenso. Partamos por un caso ideal, donde la función
f es una forma cuadrática pura, es decir,

f(x) =
1

2
xTQx, (3.10)

con Q ∈ Mn×n(R) simétrica definida positiva. Sabemos que en este caso f es una función convexa
y que su único mı́nimo global el punto x∗ = 0.

Veremos ahora cómo se comporta el Método de Máximo Descenso en este caso. Sabiendo que
∇f(x) = Qx, podemos calcular el paso exacto para la función f .

Proposición 3.17. Sea f : Rn → R la forma cuadrática dada por la ecuación (3.10) y sea x un
punto regular de f . Tomando ν = −∇f(x) tenemos que el paso exacto α > 0 que resuelve (3.4) está
dado por

α =
〈∇f(x),∇f(x)〉
∇f(x)TQ∇f(x)

. (3.11)

Demostración. Tomemos φ : R → R dada por φ(t) = f(x + tν). Como f es convexa y coercitiva,
sabemos que φ también es convexa y coercitiva. Más aún, la derivada de φ está dada por

φ′(t) = 〈∇f(x+ tν), ν〉
= 〈Q(x+ tν), ν〉
= t〈Qν, ν〉 − ‖ν‖2

= tνTQν − ‖ν‖2.

Sea ahora α un mı́nimo global de φ. Ocupando el Teorema 2.29, sabemos que

0 = φ′(α) = ανTQν − ‖ν‖2,

lo que implica que α = ‖ν‖2
νTQν

= 〈∇f(x),∇f(x)〉
∇f(x)TQ∇f(x)

> 0.

Cuando ocupamos el paso exacto (3.11) en el Método de Máximo Descenso, es decir, tomamos

xk+1 = xk −
〈∇f(xk),∇f(xk)〉
∇f(xk)TQ∇f(xk)

∇f(xk), (3.12)

podemos estimar la distancia de cada iterando xk al punto óptimo x∗ = 0 usando los valores propios
de la matriz Q. Para esto, necesitamos el siguiente Lema.

Lema 3.18 (Desigualdad de Kantorovich). Sea Q ∈Mn×n(R) una matriz simétrica definida posi-
tiva, con 0 < λ1 ≤ λ2 ≤ · · · ≤ λn sus valores propios. Entonces, para cualquier vector y ∈ Rn \ {0},
se tiene que

〈y, y〉2

(yTQy)(yTQ−1y)
≥ 4λ1λn

(λ1 + λn)2
. (3.13)
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Demostración. Fijemos y ∈ Rn \{0}. Como Q es una matriz simétrica definida positiva, admite una
descomposición

Q = PΛPT ,

donde Λ = diag(λ1, . . . , λn) y P es una matriz ortonormal (es decir, donde las columnas de P forman
una base ortogonal unitaria de Rn). Sea x = PT y. Recordando que P es invertible con P−1 = PT

y definiendo ξi = x2
i /‖x‖2 para cada i = 1, . . . , n, tenemos que

〈y, y〉2

(yTQy)(yTQ−1y)
=

〈Px, Px〉2

((Px)TQ(Px))((Px)TQ−1(Px))

=
(xTPTPx)2

(xTPTPΛPTPx)(xTPTPΛ−1PTPx)

=
(xTx)2

(xTPTQPx)(xTPTQ−1Px)

=
〈x, x〉2

(xTΛx)(xTΛ−1x)

=
1

(
∑n
i=1 λiξi)

(∑n
i=1 λ

−1
i ξi

) .

(3.14)

Sea λ̄ =
∑n
i=1 λiξi. Como ξi ≥ 0 para todo i = 1, . . . , n, y

∑n
i=1 ξi = 1, tenemos que λ̄ ∈ [λ1, λn], al

ser combinación convexa de elementos de dicho intervalo.

Sea φ : (0,+∞)→ (0,+∞) la función dada por φ(t) = t−1. Sabemos que φ es convexa (ver P8. de
la Sección 2.6). Además que para todo i = 1, . . . , n, podemos escribir,

λi =
λn − λi
λn − λ1

λ1 +
λi − λ1

λn − λ1
λn.

Luego, podemos escribir:

n∑
i=1

λ−1
i ξi =

n∑
i=1

φ(λi)ξi ≤
n∑
i=1

(
λn − λi
λn − λ1

φ(λ1) +
λi − λ1

λn − λ1
φ(λn)

)
ξi

=

n∑
i=1

(
λn − λi

λ1(λn − λ1)
+

λi − λ1

λn(λn − λ1)

)
ξi

=

n∑
i=1

(
λ2
n − λnλi + λ1λi − λ2

1

λ1λn(λn − λ1)

)
ξi

=

n∑
i=1

(
λn + λ1 − λi

λ1λn

)
ξi =

λn + λ1 − λ̄
λ1λn

.

Mezclando el desarrollo anterior con (3.14), concluimos que

〈y, y〉2

(yTQy)(yTQ−1y)
=

1

λ̄
(∑n

i=1 λ
−1
i ξi

)
≥ λ1λn
λ̄(λ1 + λn − λ̄)

≥ λ1λn
máxλ∈[λ1λn] λ(λ1 + λn − λ)

=
4λ1λn

(λ1 + λn)2
,

donde la última igualdad se sigue del hecho que el máximo de la función λ 7→ λ(λ1 + λn − λ) se
alcanza en λ∗ = λ1+λn

2 . Esto concluye la demostración.
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Teorema 3.19. Sea f : Rn → R una forma cuadrática dada por (3.10), y sean 0 < λ1 ≤ λ2 ≤
· · · ≤ λn los valores propios de Q. Para un punto inicial cualquiera x0 ∈ Rn, considere la sucesión
(xk)k∈N ⊂ Rn generada por el Método de Máximo Descenso con paso exacto, es decir, dada por la
fórmula (3.12), se tiene que

f(xk+1) ≤
(
λn − λ1

λn + λ1

)2

f(xk), ∀k ∈ N.

Demostración. Sea k ∈ N fijo. Si ∇f(xk) = 0, entonces xk = 0 y por lo tanto xk+1 = xk. En tal caso,
el resultado del teorema se deduce trivialmente. Supongamos entonces que ∇f(xk) 6= 0. Siguiendo
la fórmula (3.12) y recordando que ∇f(xk) = Qxk, podemos escribir

f(xk)− f(xk+1) =
1

2
xTkQxk −

1

2
(xk + αk∇f(xk))TQ(xk + αk∇f(xk))

= αk∇f(xk)TQxk −
α2
k

2
∇f(xk)TQ∇f(xk)

= αk〈∇f(xk),∇f(xk)〉 − α2
k

2
∇f(xk)TQ∇f(xk)

=
〈∇f(xk),∇f(xk)〉2

∇f(xk)TQ∇f(xk)
− 1

2

〈∇f(xk),∇f(xk)〉2

∇f(xk)TQ∇f(xk)

=
1

2

〈∇f(xk),∇f(xk)〉2

∇f(xk)TQ∇f(xk)

Usando la desigualdad de Kantorovich (3.13), tenemos que

f(xk)− f(xk+1) ≥ 2λ1λn
(λ1 + λn)2

∇f(xk)TQ−1∇f(xk)

Ahora, notando nuevamente que ∇f(xk) = Qxk y que Q es simétrica, tenemos que

∇f(xk)TQ−1∇f(xk) = xTkQQ
−1Qxk = 2f(xk).

Aśı, concluimos que

f(xk+1) ≤
(

1− 4λ1λn
(λ1 + λn)2

)
f(xk) =

(
λn − λ1

λn + λ1

)2

f(xk).

El teorema anterior nos dice que el Método de Máximo Descenso para formas cuadráticas puras
tiene radio de convergencia lineal. En efecto, basta notar que la función f(x) = 1

2x
TQx induce una

norma en Rn, que podemos denotamos por ‖ · ‖Q, y que está definida por

‖x‖Q =
√
xTQx. (3.15)

Usando esta norma, la desigualdad (3.12) se puede escribir como

‖xk+1‖Q ≤ r‖xk‖Q, ∀k ∈ N, (3.16)

donde r =
(
λn−λ1

λn+λ1

)
< 1. Es decir, la sucesión (xk)k tiene radio de convergencia lineal para la norma

‖ · ‖Q.

Si bien la desigualdad (3.16) es sólo una cota superior, en general es un buen estimador del radio
de convergencia del Método de Máximo Descenso. Dicho de otro modo, aunque en teoŕıa el radio
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de convergencia podŕıa ser mejor que lineal, en la práctica resulta que este radio de convergencia
(lineal) es el mejor que podemos esperar para el Método de Máximo Descenso en problemas no-
lineales genéricos.

Finalmente, es importante destacar que, dependiendo del problema, el radio de convergencia lineal
puede llegar a ser bastante insatisfactorio. De hecho, en el mismo problema cuadrático, si el menor
valor propio λ1 de Q es muy pequeño en comparación al mayor valor propio λn de Q, entonces el
factor r en (3.16) puede llegar a ser muy cercano a 1, produciendo un decrecimiento extremadamente
lento. Por ejemplo, si λ1 = 1 y λn = 999, tendŕıamos que r = 0.998. Si partimos de un punto inicial
x0 ∈ Rn con f(x0) = 1 y realizamos 1000 iteraciones, sólo podŕıamos asegurar que f(x1000) ≤ 0.136,
lo cual en la práctica (para tolerancias del tipo ε = 10−6) es aún demasiado lejos del óptimo
f(x∗) = 0.

3.4 Método de Newton

El Método de Máximo Descenso se basa en considerar, en cada iteración k ∈ N, la dirección de
descenso como νk = −∇f(xk). Las ventajas de este método son dos: 1) Es fácil de implementar y
2) Cada iteración es “barata” computacionalmente, en el sentido que calcular la dirección νk y el
paso αk consume pocos recursos (tiempo de cómputo y memoria). Sin embargo, como discutimos en
la sección anterior, las garant́ıas de convergencia no son muy buenas, pues el radio de convergencia
de este método es, en general, solo lineal: El Método de Máximo Descenso se vuelve costoso pues
puede requerir demasiadas iteraciones antes de entregar un iterando xk que satisfaga los criterios
de parada.

En esta sección estudiaremos un segundo tipo de métodos, adaptado para funciones f de clase C2,
llamados Métodos de Newton. Este tipo de métodos consiste en ocupar información de segundo
orden (el Hessiano ∇2f(xk)) para construir la dirección de descenso, y se basan en el siguiente
Lema elemental:

Lema 3.20. Sea f : Rn → R una función de clase C1 y x ∈ Rn un punto regular de f . Entonces,
para toda matriz B ∈Mn×n(R) simétrica y definida positiva, se tiene que

ν = −B−1∇f(x)

es una dirección de descenso de f en x.

Demostración. Sea B una matriz simétrica y definida positiva. Se tiene entonces que B−1 también
es definida positiva y por lo tanto

f ′(x; ν) = 〈∇f(x), ν〉 = −∇f(x)TB−1∇f(x) < 0.

Por lo tanto, ν = B−1∇f(x) es dirección de descenso de f en x.

3.4.1. Método de Newton puro

Sea f una función de clase C2 y x ∈ Rn un punto regular de f tal que el Hessiano ∇2f(x) es una
matriz definida positiva. El Método de Newton consiste en elegir la dirección de descenso de f en x
como

νN = −∇2f(x)−1∇f(x). (3.17)

Si ahora aplicamos las iteraciones de búsqueda lineal (3.3), para poder usar el Método de Newton
necesitamos que la matriz Hessiana ∇2f(xk) en cada iterando sea definida positiva. Esto claramente
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es una limitante, pues en general podemos partir de un punto inicial x0 donde dicha condición no
se cumpla. Sin embargo, en los casos donde si podemos asegurar esta condición, utilizar la dirección
de descenso (3.17) se vuelve extremadamente eficiente.

Teorema 3.21 (Radio de Convergencia del Método de Newton). Sea f : Rn → R una función de
clase C2 y x∗ ∈ Rn. Supongamos que

1. El punto x∗ es un punto cŕıtico de f y que ∇2f(x∗) es definida positiva.

2. Existe δ > 0 tal que ∇2f : Rn →Mn×n(R) es Lipschitz en la bola B(x∗, δ).

Sea ahora x0 ∈ Rn. Considere la sucesión (xk) producida por el algoritmo de búsqueda lineal (3.3),
con αk = 1 y con νk como la dirección de Newton (3.17) en el punto xk, es decir,

xk+1 = xk + (−∇2f(xk)−1∇f(xk))︸ ︷︷ ︸
=νN

k

, ∀k ∈ N.

Si x0 está lo suficientemente cerca de x∗, se tiene entonces que

(i) La sucesión (xk)k está bien definida, y converge a x∗ con radio de convergencia cuadrático.

(ii) La sucesión (‖∇f(xk)‖)k converge a 0 con radio de convergencia cuadrático.

Demostración. Tomemos x0 ∈ B(x∗, ε) donde ε > 0 es menor que δ y es tal que ∇2f(x) es definida
positiva para todo x ∈ B(x∗, ε). Mientras avancemos en la demostración, actualizaremos el valor de
ε cuando sea necesario.

Supongamos primero que xk ∈ B(x∗, ε). Entonces podemos escribir

xk+1 − x∗ = xk + νNk − x∗

= xk − x∗ −∇2f(xk)−1∇f(xk)

= ∇2f(xk)−1[∇2f(x)(xk − x∗)−∇f(xk)]

= ∇2f(xk)−1[∇2f(xk)(xk − x∗)− (∇f(xk)−∇f(x∗))].

Ocupando la forma integral del teorema de Taylor para ∇f , podemos escribir

∇f(xk)−∇f(x∗) = −(∇f(x∗)−∇f(xk))

= −
1∫

0

∇2f(xk + t(x∗ − xk))(x∗ − xk)dt

=

1∫
0

∇2f(xk + t(x∗ − xk))(xk − x∗)dt

Luego, tenemos que

‖∇2f(xk)(xk − x∗)− (∇f(xk)−∇f(x∗))‖

=

∥∥∥∥∇2f(xk)(xk − x∗)−
∫ 1

0

∇2f(xk + t(x∗ − xk))(xk − x∗)dt
∥∥∥∥

≤
∫ 1

0

∥∥∇2f(xk)−∇2f(xk + t(x∗ − xk))
∥∥ ‖xk − x∗‖dt

≤
∫ 1

0

tL‖xk − x∗‖2dt =
L

2
‖xk − x∗‖2,
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donde L > 0 es la constante de Lipschitz de ∇2f en B(x∗, δ). Como la función x 7→ ∇2f(x)−1 es
continua en B(x∗, ε), podemos achicar ε si es necesario de tal manera que

‖∇2f(x)−1‖ ≤ 2‖∇2f(x∗)−1‖, ∀x ∈ B(x∗, ε).

Finalmente, concluimos que

‖xk+1 − x∗‖ ≤
L

2
‖∇2f(xk)−1‖‖xk − x∗‖2 ≤ L‖∇2f(x∗)−1‖︸ ︷︷ ︸

=K

‖xk − x∗‖2

Finalmente, actualicemos nuevamente ε tomando ε = mı́n{ε, (2K)−1}. Veamos ahora que para todo
k ∈ N, xk ∈ B(x∗, ε) y que xk → x∗. Para esto, mostremos por inducción que ‖xk − x∗‖ < ε/2k:

Caso base: x0 ∈ B(x∗, ε) por hipótesis y por lo tanto ‖x0 − x∗‖ < ε/20.

Paso inductivo: Asumamos que ‖xk − x∗‖ < ε/2k. Entonces, el desarrollo de la primera
parte de la demostración es válido (pues xk ∈ B(x∗, ε)) y por lo tanto

‖xk+1 − x∗‖ ≤ K‖xk − x∗‖2 < Kε‖xk − x∗‖ <
K

2K

ε

2k
=

ε

2k+1
.

Concluimos entonces que la sucesión (xk) siempre se mantiene dentro de B(x∗, ε) y además que
xk → x∗ con radio de convergencia cuadrático.

Ahora, dado que ∇f es continua, es claro que ∇f(xk) → ∇f(x∗) = 0. Solo resta ver que esta
convergencia también es con radio cuadrático. Notando que

xk+1 − xk = νNk y ∇f(xk) +∇2f(xk)νNk = 0,

podemos escribir, usando nuevamente el Teorema de Taylor, que

‖∇f(xk+1)‖ = ‖∇f(xk+1)−∇f(xk)−∇2f(xk)νNk ‖

=

∥∥∥∥∫ 1

0

∇2f(xk + tνNk )νNk dt−∇2f(xk)νNk

∥∥∥∥
≤
∫ 1

0

‖∇2f(xk + tνNk )−∇2f(xk)‖‖νNk ‖dt

≤
∫ 1

0

Lt‖νNk ‖2dt

=
L

2
‖∇2f(xk)−1∇f(xk)‖2

≤ 2L‖∇2f(x∗)−1‖2︸ ︷︷ ︸
=M

‖∇f(xk)‖2,

donde las últimas dos desigualdades siguen del hecho que xk, xk+1 ∈ B(x∗, ε) y por lo tanto ∇2f
es L-Lipschitz en el segmento [xk, xk+1] y ‖∇2f(xk)−1‖ ≤ 2‖‖∇2f(x∗)−1‖. Esto concluye la demos-
tración.

La conclusión del Teorema 3.21 es extremadamente positiva en términos de radio de convergencia. Sin
embargo, sus hipótesis son muy restrictivas: es necesario que el punto inicial esté lo suficientemente
cerca de un mı́nimo local estricto, que podŕıa incluso no existir. Por lo tanto, este resultado hasta
ahora solo tiene valor teórico: Nos dice que cuando podemos aplicar el método de Newton, la
información que entrega el Hessiano acelera potentemente la convergencia del método de búsqueda
lineal.
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3.4.2. Método de Newton con modificación de la matriz Hessiana

Para poder usar el método de Newton desde cualquier punto inicial x0 ∈ Rn, es necesario “corregir”,
en cada iterando xk, la matriz Hessiana ∇2f(xk). La forma más simple de hacer esto (no la única)
es sumar una ponderación los suficientemente grande de la matriz identidad In, de tal manera que
la matriz modificada resultante sea lo suficientemente definida positiva. Concretamente, para cada
punto x, queremos construir una matriz

B = ∇2f(x) + τIn,

donde τ > 0 es un coeficiente lo suficientemente grande (que depende de x) de tal manera que

λmı́n(B) ≥ δ, (3.18)

donde λmı́n(B) es el menor valor propio de la matriz B y δ > 0 es un parámetro de estabilidad
numérica, definido por nosotros. Finalmente, la dirección de descenso en x se toma como ν =
−B−1∇f(x), en el mismo esṕıritu que (3.17).

La necesitad de tomar δ > 0 como umbral mı́nimo para los valores propios de B es controlar la
norma de la dirección ν. Esto es necesario pues impĺıcitamente los métodos de Newton se basan en
la apróximación de Taylor de segundo orden

f(x+ ν) ∼ f(x) + 〈∇f(x), ν〉+
1

2
νT∇2f(x)ν. (3.19)

Esta aproximación es buena en la medida que ν no sea demasiado grande. El siguiente ejemplo
ilustra que, si no imponemos la condición (3.18), entonces ν podŕıa ser demasiado grande, violando
la aproximación de segundo orden

Ejemplo 3.22 Sea f : Rn → R una función de clase C2 y x ∈ Rn tal que ∇f(x) = (1,−3, 2)T y
∇2f(x) = diag(10, 3,−1). En este caso, la dirección de Newton está dada por

νN = −∇2f(x)−1∇f(x) = −

−0.1
1
2

 .

Esta dirección no es una dirección de descenso para f en x, pues 〈∇f(x), ν〉 = −0.1−3+4 = 0.9 > 0.
Tomemos ahora τ = 1 + 10−8. En este caso, tendremos que

B = ∇2f(x) = diag(11 + 10−8, 4 + 10−8, 10−8).

Luego, la dirección de descenso usando B en vez de la matriz Hessiana quedaŕıa

ν = −B−1∇f(x) =

 −1
11+10−8

3
4+10−8

−2
10−8

 ≈ −108∇f(x).

La dirección ν por lo tanto tendŕıa un tamaño del orden de 108, lo cual claramente es demasiado
grande como para que (en general) la aproximación de Taylor (3.19) sea válida en x + ν. Incluso
si intentamos corregir la dirección anterior con un paso α ∈ (0, 1) que cumpla las condiciones de
Wolfe, el factor 108 ya puede generar cierta inestabilidad numérica (dependiendo de la precisión de
la máquina con la que estemos trabajando).

Para evitar la situación patológica del Ejemplo 3.22, necesitamos asegurarnos que el coeficiente de
modificación τ sea lo suficientemente grande. El siguiente lema nos entrega un valor mı́nimo para τ
que garantiza el control sobre la dirección de descenso ν = −B∇f(x).
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Lema 3.23. Sea f : Rn → R una función de clase C2 y x ∈ Rn un punto regular de f . Sea
B = ∇2f(x) + τIn donde

τ ≥ máx{0, δ − λmı́n(∇2f(x))}. (3.20)

Se tiene entonces que B es simétrica y definida positiva, y además λmı́n(B) ≥ δ. Más aún, tomando
ν = −B−1∇f(x) se tiene que ‖ν‖ ≤ δ−1‖∇f(x)‖.

Demostración. Como la matriz Hessiana ∇2f(x) es simétrica, entonces admite una descomposición
de la forma

∇2f(x) = PΛPT ,

donde P es una matriz ortonormal y λ es la matriz de valores propios de ∇2f(x). Luego, es fácil
ver que

B = P (Λ + τIn)PT ,

Concluimos entonces que B es una matriz simétrica y que

λmı́n(B) = mı́n
i=1,...,n

(λi + τ) = λmı́n(∇2f(x)) + τ

≥ λmı́n(∇2f(x)) + δ − λmı́n(∇2f(x)) = δ.

En particular, B es definida positiva. Finalmente, tenemos que

‖ν‖ = ‖B−1∇f(x)‖ ≤ ‖P‖ ‖(Λ + τIn)−1‖︸ ︷︷ ︸
≤δ−1

‖PT ‖‖∇f(x)‖ = δ−1‖∇f(x)‖.

Basado en la proposición anterior, podemos establecer el siguiente algoritmo para encontrar τ > 0
que satisfaga (3.20). Si bien podŕıamos buscar los valores propios de ∇2f(x) para definir τ , este
procedimiento es costoso computacionalmente cuando las dimensiones de la matriz son muy grandes.
En cambio, lo que podemos hacer es incrementar iterativamente τ e intentar la descomposición
de Cholesky de la matriz B = ∇2f(x) + τI, que actúa como certificado de que la matriz B es
definida positiva: Una matriz admite descomposición de Cholesky B = LLT (donde L es una matriz
triangular inferior con entradas estrictamente positivas en la diagonal) si y sólo si es simétrica
definida positiva.

Algoritmo 3.4: Búsqueda Coeficiente de Modificación (IdentityModification)

1 Entrada: Matriz A ∈Mn×n(R) simétrica; Umbral δ > 0 de positividad; β > 0.
2 Calcular ā = mı́n{aii : i = 1, . . . , n} (menor elemento de la diagonal de A);
3 τ ← máx{0, β − ā}:
4 while TRUE do
5 Intentar descomposición de Cholesky LLT = A+ τIn.

6 if Factorización exitosa y λmı́n(L) ≥
√
δ then

7 Return: L;
8 end
9 τ ← máx(2τ, β);

10 end

11 Salida: Factor L de la descomposición de Cholesky LLT = A+ τIn.

Cuando aplicamos el Algoritmo 3.4 con A = ∇2f(x), la dirección de descenso que obtenemos
tomando ν = −(A + τIn)−1∇f(x) es en general (no siempre) una buena dirección de descenso. El
problema con este algoritmo, es que la búsqueda puede tomar muchas iteraciones antes de producir
un coeficiente τ aceptable. La decisión de duplicar τ en cada paso puede ser reemplazada por un
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incremento mayor para tratar de acelerar el proceso. Por otro lado, los coeficientes δ > 0 y β > 0 se
deciden heuŕısticamente. Un valor usado normalmente es δ = β = 10−3.

Usando el algoritmo 3.4 como subrutina, podemos establecer un algoritmo que aplique el método de
Newton, modificando la matriz Hessiana cada vez que sea necesario. Como no contamos en general
con las garant́ıas del Teorema 3.21, aplicamos también paso inexacto para al menos obtener garant́ıas
similares al Método de Máximo Descenso.

Algoritmo 3.5: Método de Newton con Modificación de Hessiano

1 Entrada: Función f ; Gradiente ∇f ; Hessiano ∇2f ; Tolerancia ε > 0; Umbral δ > 0 de
positividad; β > 0.

2 xcurr ← x0; xnext ← x0;
3 if ‖∇f(xcurr)‖ ≤ ε then
4 x∗ ← xcurr;
5 Return (x∗,∇f(x∗));

6 end
7 for k = 1:MaxIter do
8 L = IdentityModification(∇2f(xcurr), δ, β).
9 Resolver Lp = −∇f(xcurr);

10 Resolver LT ν = p ; // ν resuelve Bν = −∇f(xcurr)
11 α← MetodoPaso(f, xcurr, ν) ; // Puede ser exacto, o inexacto como LineSeach

12 xnext ← xcurr + αν;
13 if ‖xnext − xcurr‖ ≤ ε or ‖∇f(xnext)‖ ≤ ε then
14 x∗ ← xnext;
15 Break;

16 end
17 xcurr ← xnext;

18 end
19 Return (x∗,∇f(x∗));
20 Salida: x∗ punto cŕıtico aproximado con f(x∗) ≤ f(x0), y su gradiente ∇f(x∗).

El Algoritmo 3.5 produce una sucesión de iterandos (xk)k siguiendo la forma general (3.3) de métodos
de búsqueda lineal, donde para cada iteración k ∈ N, la dirección de descenso es de la forma
νk = −B−1

k ∇f(xk) con
Bk = ∇2f(xk) + τkIn.

Decimos que una sucesión de matrices (Bk) satisface la propiedad de factorización modificada aco-
tada si existe una constante C > 0 tal que

∀k ∈ N, ‖Bk‖‖B−1
k ‖ ≤ C. (3.21)

donde ‖ · ‖ es la norma de operador lineal en Mn×n(R), es decir, para M ∈Mn×n(R)

‖M‖ = sup
x∈Rn\{0}

‖Mx‖
‖x‖

= sup
x∈Sn

‖Mx‖. (3.22)

Cuando la sucesión de matrices (Bk) producida en el Algoritmo 3.5 satisface esta propiedad, podemos
dar garant́ıas de convergencia utilizando el Teorema de Zoutendijk 3.14. Para esto, necesitamos el
siguiente lema de Álgebra lineal.

Lema 3.24. Sea B ∈Mn×n(R) una matriz simétrica semidefinida positiva. Se tiene que B admite
una única ráız cuadrada, es decir, existe una única matriz A ∈ Mn×n(R) simétrica semidefinida
positiva tal que B = A2. Más aún, se tiene que
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(a) ‖B‖ = ‖A‖2.

(b) Si B es definida positiva, entonces A también es definida positiva.

Demostración. Como B es simétrica, admite una descomposición de la forma B = PΛPT , donde P
es una matriz ortonormal, y Λ = diag(λ1, . . . , λn), donde λ1, . . . , λn son los valores propios de B.
Como los valores propios de B son no-negativos pues B es semidefinida positiva, podemos definir la
matriz A dada por

A = P
√

ΛPT (3.23)

donde
√

Λ = diag(
√
λ1, . . . ,

√
λn). No es dif́ıcil confirmar que con esta definición, B = A2 y además

que se verifica (b).

Para demostrar la unicidad de la ráız, razonemos por contradicción, y supongamos que existen
dos matrices A1, A2 ∈ Mn×n(R) con A1 6= A2, ambas simétricas y semidefinidas positivas, con
A2

1 = B = A2
2. Consideremos la matriz C = A1 −A2.

Sabemos que C es simétrica y que C 6= 0. Por lo tanto, todos los valores propios de C son reales y
existe al menos un valor propio λ de C con λ 6= 0. Nuevamente por simetŕıa de C, existe al menos
un vector propio x 6= 0 asociado al valor propio λ. Luego, podemos escribir

0 = 〈x, (A2
1 −A2

2)x〉 = 〈x, (A1 +A2)Cx〉
= 〈(A1 +A2)x, λx〉 = λ(〈A1x, x〉+ 〈A2x, x〉).

Como λ 6= 0, el desarrollo anterior implica que 〈A1x, x〉+ 〈A2x, x〉 = 0. Más aún, como A1 y A2 son
semidefinidas positivas, esto sólo se tiene si 〈A1x, x〉 = 〈A1x, x〉 = 0. Luego, podemos escribir

0 = 〈A1x, x〉 − 〈A2x, x〉 = 〈Cx, x〉 = λ〈x, x〉 6= 0,

lo cual es una contradicción. Concluimos entonces que la ráız de B es única.

Solo nos queda demostrar (a). Primero, recordando que para todo par de matrices M1,M2 ∈
Mn×n(R) siempre se tiene que ‖M1M2‖ ≤ ‖M1‖‖M2‖, podemos escribir directamente que

‖B‖ = ‖A2‖ ≤ ‖A‖2.

Para la otra desigualdad, recordando que A es simétrica, podemos escribir

‖A‖2 = sup
x∈Sn

‖Ax‖2

= sup
x∈Sn
〈Ax,Ax〉

= sup
x∈Sn
〈x,AAx〉

= sup
x∈Sn
〈x,Bx〉

≤ sup
x∈Sn

‖x‖‖Bx‖ = sup
x∈Sn

‖Bx‖ = ‖B‖.

Esto concluye la demostración.

Usando el lema anterior, podemos establecer el siguiente resultado de convergencia que nos sirve de
garant́ıa para el Algoritmo 3.5.

Teorema 3.25. Sea f : Rn → R una función de clase C2 y sea x0 ∈ Rn. Sea (xk) la sucesión de
iterandos producida por el Algoritmo 3.5, es decir, tal que

xk+1 = xk − αkB−1
k ∇f(xk), ∀k ∈ N,

donde Bk = ∇2f(xk)+τkIn es la matriz Hessiana modificada dada por el Algoritmo 3.4. Supongamos
que
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(i) f es acotada inferiormente.

(ii) ∇f es Lipschitz-continua en un abierto A que contiene al subnivel [f ≤ f(x0)].

(iii) La sucesión de matrices (Bk) satisface la propiedad de factorización modificada acotada (3.21).

Entonces (xk) es globalmente convergente, es decir, ∇f(xk)→ 0.

Demostración. Sin perder generalidad, supongamos que para todo k ∈ N, el iterando xk es un punto
regular de f (de lo contrario, el resultado es directo). Dadas las condiciones (i) y (ii), y el hecho que
la dirección νk = −Bk∇f(xk) es dirección de descenso de f en xk, tenemos que se cumplen todas
las hipótesis del Teorema de Zoutendijk 3.14. Por lo tanto,

∞∑
k=1

cos(θk)2‖∇f(xk)‖2 < +∞.

En particular, tenemos que

| cos(θk)|‖∇f(xk)‖ =
|〈∇f(xk), νk〉|
‖∇f(xk)‖‖νk‖

‖∇f(xk)‖ =
〈∇f(xk), B−1

k ∇f(xk)〉
‖B−1

k ∇f(xk)‖
→ 0

Sea Ak la ráız cuadrada de Bk, dada por el lema 3.24. Usando que Bk es definida positiva y
recordando la construcción de Ak dada por (3.23), es fácil verificar que A−1

k es la ráız cuadrada de
B−1
k . Luego, tenemos que

‖∇f(xk)‖2 = ‖AkA−1
k ∇f(xk)‖2

≤ ‖Ak‖2‖A−1
k ∇f(xk)‖2

= ‖Bk‖〈A−1
k ∇f(xk), A−1

k ∇f(xk)〉 = ‖Bk‖〈∇f(xk), B−1
k ∇f(xk)〉

Finalmente, tomando C > 0 como la constante dada por (3.21) y recordando que ‖B−1
k ‖‖∇f(xk)‖ ≥

‖B−1
k ∇f(xk)‖ > 0, podemos escribir

1

C
‖∇f(xk)‖ ≤ 1

‖Bk‖‖B−1
k ‖
‖∇f(xk)‖

=
‖∇f(xk)‖2

‖Bk‖‖B−1
k ‖‖∇f(xk)‖

≤ ‖∇f(xk)‖2

‖Bk‖‖B−1
k ∇f(xk)‖

≤
〈∇f(xk), B−1

k ∇f(xk)〉
‖B−1

k ∇f(xk)‖
→ 0.

Concluimos entonces que ‖∇f(xk)‖ → 0, finalizando la demostración.

La demostración del Teorema 3.25 está basada principalmente en la propiedad de Factorización
Modificada Acotada (3.21) que debe cumplirse para las matrices producidas por el Algoritmo 3.4.
Sin embargo, no es claro si esta condición es exigente o no. La verdad, es que bajo condiciones
razonables sobre la función objetivo f , es posible verificar que la propiedad (3.21) se cumplirá durante
la ejecución del Algoritmo 3.5. Para esto, es necesario utilizar un resultado de teoŕıa espectral que no
estamos en condiciones de demostrar, y es que los valores propios de una matriz cuadrada dependen
“continuamente”de las entradas de la matriz. De hecho, es posible demostrar que la función

ρ :Mn×n(R)→ R
A 7→ ρ(A) := máx{|λi| : λi valor propio de A}

(3.24)

es continua. El valor ρ(A) se conoce como el radio espectral de la matriz A.
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Como ya lo hemos ocupado varias veces en este caṕıtulo, cuando tenemos una matriz B simétrica
definida positiva, podemos escribir B = PΛPT con P una matriz ortonormal y Λ la matriz diagonal
de valores propios de B. Como P es ortonormal, tenemos que ‖P‖ = 1. Luego, tenemos que

‖B‖ = ‖PΛPT ‖ ≤ ‖Λ‖ ≤ ρ(B).

En particular, tenemos que para toda matriz simétrica definida positiva,

‖B‖‖B−1‖ ≤ ρ(B)ρ(B−1).

Ahora, supongamos que f : Rn → R es una función de clase C2 y x0 ∈ Rn un punto regular de f tal
que el conjunto de subnivel S = [f ≤ f(x0)] es compacto. Para cualquier punto x ∈ S, tendremos
por continuidad de x 7→ ∇2f(x), que

ρ(∇2f(x)) ≤M,

para alguna constante M > 0 lo suficientemente grande. Esta cota uniforme nos asegura que el
coeficiente τ > 0 producido por el Algoritmo 3.4 es también uniformemente acotado: el valor máximo
que puede tomar τ está dado por el primer valor τ̄ que es más grande que M + δ (para δ el umbral
de positividad), pues λmı́n(∇2f(x)) ≥ −M . Este valor depende de cómo estemos aumentando τ en
la ĺınea 9 de cada iteración, pero es constante una vez fijamos este criterio y el valor de β. Luego,
notando que el Algoritmo 3.4 asegura que todos los valores propios de B(x) := ∇2f(x) + τIn son
mayores que δ, tendremos que para todo x ∈ S

‖B(x)‖‖B(x)−1‖ ≤ ρ(B(x))ρ(B(x)−1) ≤ (M + τ̄)
1

δ︸ ︷︷ ︸
=C

.

Dado que las condiciones de compacidad de S y continuidad de la matriz hessiana ∇2f aseguran
también que el gradiente ∇f es Lipschitz en un abierto que contiene a S, podemos establecer el
siguiente corolario, que resume cuándo podemos asegurar convergencia global del Algoritmo 3.5.

Corolario 3.26. Sea f : Rn → R una función de clase C2 y x0 ∈ Rn un punto tal que el subnivel
[f ≤ f(x0)] es compacto. Entonces, la sucesión (xk) producida por el Algoritmo 3.5 con punto inicial
x0 es globalmente convergente, es decir, ‖∇f(xk)‖ → 0.

Si durante la ejecución del Algoritmo 3.5, la sucesión (xk) pasa lo suficientemente cerca de un
mı́nimo local estricto con Hessiano suficientemente definido positivo, entonces el Algoritmo 3.4
comenzará a entregar la matriz Hessiana sin modificación. Más aún, el paso de descenso se volverá
eventualmente constante igual a 1, y por lo tanto estaremos situados en el contexto del Método
de Newton puro, obteniendo el radio de convergencia cuadrático dado por el Teorema 3.21. Este
deseable resultado dependerá de cuán rápido ocurra dicho encuentro, lo cual dependerá fuertemente
de cómo es la función f y el punto inicial x0. Incluso podŕıa pasar que la sucesión (xk) nunca cumpla
esta condición y por lo tanto, en general, el radio de convergencia cuadrático es “cosa de suerte”.

3.5 Métodos de Quasi-Newton

Similarmente al Método de Newton con modificación del Hessiano, los métodos de Quasi-Newton
consideran, en cada iteración xk, direcciones de descenso de la forma

νk = −B−1
k ∇f(xk),

donde Bk es una matriz simétrica y definida positiva. La diferencia fundamental con los Métodos
de Newton es que la matriz Bk no se construye a partir del Hessiano ∇2f(xk), si no que se utilizan
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métodos indirectos para seleccionar “la mejor matriz Bk”. Luego, las iteraciones siguen la forma
estándar de métodos de búsqueda lineal, es decir, xk+1 = xk + αkνk, donde αk es un paso que
cumple las condiciones de Wolfe.

Para ver cómo se construye la matrices {Bk : k ∈ N}, supongamos que ya hemos construido
los iterando x0, . . . , xk, xk+1, y que queremos construir la matriz Bk+1. En el iterando xk+1, los
métodos de Quasi-Newton usan la información tanto del punto xk+1 como la del punto anterior xk
para construir la matriz Bk+1. La idea es que Bk+1 emule el Hessiano de f , capturando la evolución
del gradiente ∇f desde xk hasta xk+1.

Suponiendo que conocemos Bk+1 y motivados por la expansión de Taylor, se define la función
mk+1 : Rn → R dada por

mk+1(ν) = f(xk+1) + 〈∇f(xk+1), ν〉+
1

2
νTBk+1ν. (3.25)

El Teorema de Taylor aplicado al gradiente ∇f nos dice que

∇f(xk+1)−∇f(xk) ≈ ∇2f(xk+1)(xk+1 − xk).

Si Bk+1 emula el Hessiano desde xk a xk+1, entonces mk+1 debiera ser una buena aproximación de
segundo orden de f en el segmento [xk+1, xk]. Por lo tanto, nos gustaŕıa que mk+1 cumpliera que

1. ∇mk+1(0) = ∇f(xk+1) (esto siempre se tiene).

2. ∇mk+1(xk − xk+1) = ∇f(xk). Esta segunda condición nos dice que si avanzamos desde xk+1

a xk, entonces el gradiente de mk+1 pasa de ser ∇f(xk+1) a ∇f(xk).

El segundo requerimiento sobre mk+1 nos dice que

∇f(xk) = ∇mk+1(xk − xk+1) = ∇f(xk+1) +Bk+1(xk − xk+1),

lo que se traduce en la ecuación

Bk+1 (xk+1 − xk)︸ ︷︷ ︸
=sk

= ∇f(xk+1)−∇f(xk)︸ ︷︷ ︸
yk

. (3.26)

Esta ecuación se conoce como ecuación de la secante, y se puede interpretar de la siguiente
manera: La matriz Bk+1 no tiene que ser el Hessiano ∇2f(xk+1), pero si debe aproximarlo en la
dirección xk+1 − xk, es decir,

Bk+1sk ≈ ∇2f(xk+1)sk.

Suponiendo que existen matrices que satisfagan la ecuación de la secante, priori habŕıan muchas
formas de seleccionar una matriz Bk+1. Diferentes formas de seleccionar esta matriz inducen dife-
rentes algoritmos de búsqueda lineal de Quasi-Newton. En general, todo método de Quasi-Newton
se puede expresar por el Algoritmo 3.6.

Para ver la correctitud del algoritmo 3.6, necesitamos asegurar en cada iteración k+ 1, la existencia
de matrices definidas positivas que satisfagan la ecuación de la secante en los puntos xk y xk+1. Si
existiera una matriz Bk+1 definida positiva que cumple la ecuación de la secante, entonces se debe
cumplir también que

0 < sTkBk+1sk = 〈sk, yk〉.
Por lo tanto, para que exista Bk+1 con las propiedades deseadas, es condición necesaria que

0 < 〈sk, yk〉. (3.27)

Esta condición necesaria no depende de Bk+1 y se conoce como la condición de curvatura de
Quasi-Newton. El siguiente lema nos muestra que para que exista al menos una matriz Bk+1 con
las propiedades deseadas, la condición de curvatura de Quasi-Newton es también suficiente.
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Algoritmo 3.6: Método general de Quasi-Newton

1 Entrada: Función f ; Gradiente ∇f ; Punto inicial x0; Matriz inicial B0 simétrica definida
positiva; Tolerancia ε > 0.

2 xcurr ← x0;
3 if ‖∇f(xcurr)‖ ≤ ε then
4 x∗ ← xcurr;
5 Return (x∗,∇f(x∗));

6 end

7 ν ← −B−1
0 ∇f(xcurr);

8 α← MetodoPaso(f, xcurr, ν) ; // Puede ser exacto, o inexacto como LineSeach

9 xnext ← x0 + αν;
10 for k = 1:MaxIter do
11 Seleccionar B satisfaciendo B(xnext − xcurr) = ∇f(xnext)−∇f(xcurr);
12 xcurr ← xnext;
13 ν ← −B−1∇f(xcurr);
14 α← MetodoPaso(f, xcurr, ν) ; // Puede ser exacto, o inexacto como LineSeach

15 xnext ← xcurr + αν;
16 if ‖xnext − xcurr‖ ≤ ε or ‖∇f(xnext)‖ ≤ ε then
17 x∗ ← xnext;
18 Break;

19 end

20 end
21 Return (x∗,∇f(x∗));
22 Salida: x∗ punto cŕıtico aproximado con f(x∗) ≤ f(x0), y su gradiente ∇f(x∗).

Lema 3.27. Sean sk, yk ∈ Rn dos vectores tal que 〈sk, yk〉 > 0. Entonces existe al menos una matriz
B simétrica y definida positiva tal que Bsk = yk.

Demostración. Consideremos la matriz

B =

(
In −

1

〈sk, yk〉
yks

T
k

)(
In −

1

〈sk, yk〉
sky

T
k

)
+

1

〈sk, yk〉
yky

T
k . (3.28)

Si definimos A = I − 1
〈sk,yk〉sky

T
k , entonces tenemos que B = ATA + 1

〈sk,yk〉yky
T
k , lo cual implica

inmediatamente que B es simétrica y semidefinida positiva.

Para ver que B es de hecho definida positiva, razonemos por contradicción, y supongamos que no
lo es. Entonces, dado que si es semidefinida positiva, existe x 6= 0 tal que

xTBx = xTATAx+ xT
(

1

〈sk, yk〉
yky

T
k

)
x = 0.

Esto implica que cada uno de los sumandos tiene que ser cero (pues ATA e yky
T
k son semidefinidas

positivas). Por lo tanto, Ax = 0 y 〈yk, x〉 = yTk x = 0. La segunda igualdad implica que x es ortogonal
a yk. Luego, podemos escribir

Ax = x− 〈yk, x〉
〈sk, yk〉

sk = x.

Finalmente, concluimos que Ax = 0 =⇒ x = 0, lo cual es una contradicción. Hemos demostrado
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que B es definida positiva. Finalmente,

Bsk =

(
I − 1

〈sk, yk〉
yks

T
k

)(
I − 1

〈sk, yk〉
sky

T
k

)
sk +

1

〈sk, yk〉
yky

T
k sk

=

(
I − 1

〈sk, yk〉
yks

T
k

)(
sk −

1

〈sk, yk〉
sky

T
k sk

)
+ yk

=

(
I − 1

〈sk, yk〉
yks

T
k

)
(sk − sk) + yk = yk.

Por lo tanto, B satisface la ecuación de la secante (3.26).

Finalmente, la siguiente proposición nos da un método para garantizar que la condición de curvatura
de Quasi-Newton se mantenga en cada iteración k + 1: necesitamos que el paso αk cumpla las
condiciones de Wolfe (ver Definición 3.9).

Proposición 3.28. Sea f : Rn → R una función de clase C2 y sean xk, xk+1 dos iterandos con-
secutivos del Algoritmo 3.6 con xk+1 6= xk. Si el paso αk cumple las condición de curvatura (3.6)
para c2 ∈ (0, 1), entonces xk y xk+1 satisfacen la condición de curvatura de Quasi-Newton

〈xk+1 − xk,∇f(xk+1)−∇f(xk)〉 > 0.

Demostración. Sea c2 ∈ (0, 1). Recordemos que como el Algoritmo 3.6 produjo el iterando xk+1,
entonces xk+1 = xk + αkνk, ∇f(xk) 6= 0 y νk = −B−1

k ∇f(xk), donde Bk es una matriz simétrica
semidefinida positiva. De la condición (3.6), sabemos que

〈∇f(xk+1), νk〉 ≥ c2〈∇f(xk), νk〉.

Por lo tanto, podemos escribir

〈∇f(xk+1)−∇f(xk), xk+1 − xk〉 = αk〈∇f(xk+1)−∇f(xk), νk〉
≥ αk(c2 − 1)〈∇f(xk), νk〉
= αk(c2 − 1)(∇f(xk)TB−1

k (−∇f(xk)))

= αk(1− c2)(∇f(xk)TB−1
k ∇f(xk)) > 0.

Con esta última proposición, podemos estar seguros que los métodos de Quasi-Newton son global-
mente convergentes, en la medida que el paso que elijamos siempre cumpla las condiciones de Wolfe.
En la práctica, no siempre es posible garantizar la condición de curvatura para el paso αk, pues el
agloritmo de LineSearch 3.2 puede devolver αk = αmáx, satisfaciendo solo la condición de Armijo
(3.5). Para evitar problemas, las implementaciones de métodos de Quasi-Newton realizan iteraciones
de máximo descenso cada vez que αk no cumple la condición de curvatura, es decir:

1. Se toma B0 = In y se fija αmáx = 1.

2. Si el paso α en la ĺınea 14 de 3.2 no cumple la condición de curvatura (3.6), entonces se
reemplaza B = In y ν = −∇f(xcurr) y se recalcula α.

Esta subrutina de seguridad se puede interpretar de la siguiente manera: Cada vez que α no cumple
la condición de curvatura (3.6), el algoritmo 3.6 se reinicia con x0 = xcurr.
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3.5.1. Método de Davidon-Fletcher-Powell (DFP)

Para elegir Bk+1, el método de Davidon-Fletcher-Powell (DFP) consiste en buscar la matriz más
cercana a la matriz de la iteración anterior Bk que sea simétrica y que cumpla la ecuación (3.26).
Para esto, se resuelve el siguiente problema de optimización:

mı́n
B∈Mn×n(R)

‖B −Bk‖W

s.a.

{
B = BT

Bsk = yk,

(3.29)

donde W ∈Mn×n(R) es una matriz simétrica definida positiva que satisface que Wsk = yk, donde

‖A‖W = ‖W 1/2AW 1/2‖F . (3.30)

y donde ‖ · ‖F denota la norma de Frobenius para matrices, es decir, para M ∈Mn×n(R),

‖M‖F =

√√√√ n∑
i=1

n∑
j=1

M2
ij . (3.31)

El siguiente teorema, nos muestra que, independiente de la matriz de pesos W que elijamos (que
siempre existe gracias al Lema 3.27 y la proposición 3.28), la solución del problema (3.29) es única.

Teorema 3.29. Sea Bk es simétrica definida positiva y sk, yk ∈ Rn con 〈sk, yk〉 > 0. Entonces para
cualquier matriz W simétrica definida positiva satisfaciendo que Wsk = yk, el problema (3.29) tiene
solución única, y está dada por

Bk+1 =

(
I − 1

〈sk, yk〉
yks

T
k

)
Bk

(
I − 1

〈sk, yk〉
sky

T
k

)
+

1

〈sk, yk〉
yky

T
k . (3.32)

Más aún, Bk+1 es definida positiva.

la gran ventaja de la fórmula (3.32), conocida como la fórmula DFP, es que la inversa de Bk+1

tiene expresión anaĺıtica, por lo que podemos evitar resolver el sistema Bk+1νk+1 = −∇f(xk+1) y
calcular directamente νk+1 como −B−1

k+1∇f(xk+1).

Proposición 3.30. Sea Bk una simétrica definida positiva, sk, yk ∈ Rn satisfaciendo la condición
de curvatura de Quasi-Newton 〈sk, yk〉 > 0, y Bk+1 la matriz dada por (3.32). Entonces, denotando
Hk = B−1

k y Hk+1 = B−1
k+1, se tiene que

Hk+1 = Hk −
Hkyky

T
kHk

yTkHkyk
+

1

〈yk, sk〉
sks

T
k . (3.33)

Ocupando esta última proposición, el método de Quasi-Newton que usa la fórmula DFP no selecciona
Bk+1, si no que actualiza directamente la inversa Hk+1. Es decir, denotando por DFP(H, s, y) la
función que entrega Hk+1 usando (3.33) con Hk = H, sk = s e yk = y, el Algoritmo 3.6 se adapta
de la siguiente manera:

1. Al inicio, antes de entrar al loop-for, el algoritmo recibe como entrada H0 (en vez de B0),
inicializa la matriz H ← H0 y calcula ν ← −H∇f(xcurr).

2. En cada iteración del loop-for, se actualiza la matriz H usando la fórmula (3.33), es decir,

H ← DFP(H,xnext − xcurr,∇f(xnext)−∇f(xcurr)).
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3. Finalmente se actualiza xcurr ← xnext y se calcula ν ← −H∇f(xcurr). El resto del Algoritmo
3.6 se mantiene.

Cabe destacar que esta modificación requiere no solo guardar registro de la iteración anterior xk (
que se hace a través de las dos variables xcurr y xnext), si no que se debe mantener registro de la
matriz Hk usada en la iteración anterior. Esto se logra con la nueva variable H, que se actualiza en
base a su valor anterior.

3.5.2. Método de Broyden-Fletcher-Glodfarb-Shanno (BFGS)

Dado que estamos interesados en Hk+1 = B−1
k+1, podŕıamos olvidarnos de actualizar Bk+1 a partir

de Bk y concentrarnos en buscar Hk+1 a partir directamente de Hk. El método de Broyden-Fletcher-
Glodfarb-Shanno (BFGS) consiste precisamente en buscar la matriz más cercana a la matriz de la
iteración anterior Hk que sea simétrica y que cuya inversa cumpla la ecuación (3.26), es decir, que
cumpla que

Hk+1yk = sk. (3.34)

Para esto, se resuelve el siguiente problema de optimización:
mı́n

H∈Mn×n(R)
‖H −Hk‖W

s.a.

{
H = HT

sk = Hyk,

(3.35)

donde nuevamente W ∈ Mn×n(R) es una matriz simétrica definida positiva que satisface que
Wsk = yk, y donde ‖ · ‖W es la norma dada por (3.30). Al igual que en el método DFP, se puede
demostrar que, independiente de la matriz de pesos W que elijamos, la solución del problema (3.35)
es única.

Teorema 3.31. Sea Hk es simétrica definida positiva y sk, yk ∈ Rn con 〈sk, yk〉 > 0. Entonces
para cualquier matriz W simétrica definida positiva satisfaciendo que Wsk = yk, el problema (3.35)
tiene solución única, y está dada por

Hk+1 =

(
I − 1

〈sk, yk〉
sky

T
k

)
Hk

(
I − 1

〈sk, yk〉
yks

T
k

)
+

1

〈sk, yk〉
sks

T
k . (3.36)

Más aún, Hk+1 es definida positiva.

El método de Quasi-Newton que utiliza la fórmula (3.36), conocida como fórmula BFGS, es reco-
nocido en la práctica como el mejor método de Quasi-Newton, hasta el d́ıa de hoy. Las implemen-
taciones profesionales de programas de optimización no-lineal como Matlab utilizan esta fórmula
(o variaciones de ella) cómo método base de actualización. El método de Quasi-Newton usando la
fórmula BFGS está dado por el Algoritmo 3.7, donde BFGS(H, s, y) es la fórmula BFGS (3.36) con
Hk = H, sk = s e yk = y.

3.5.3. Radio de convergencia para métodos de Quasi-Newton

En la sección 3.3 vimos que el Método de Máximo Descenso tiene, en general, radio de convergencia
lineal, lo cual puede llegar a ser demasiado lento en aplicaciones. Por otro lado, en la sección 3.4
vimos que bajo condiciones ideales, el método de Newton tiene radio de convergencia cuadrático.

El método de Quasi-Newton es un punto entre medio del método de Máximo Descenso (lento pero
seguro) y el método de Newton (rápido en condiciones ideales, pero que en muchos casos falla). Y
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Algoritmo 3.7: Método de Quasi-Newton con actualización BFGS

1 Entrada: Función f ; Gradiente ∇f ; Punto inicial x0; Matriz inicial H0 simétrica definida
positiva (por defecto, H0 = In); Tolerancia ε > 0.

2 xcurr ← x0;
3 if ‖∇f(xcurr)‖ ≤ ε then
4 x∗ ← xcurr;
5 Return (x∗,∇f(x∗));

6 end
7 H ← H0;
8 ν ← −H∇f(xcurr);
9 α← MetodoPaso(f, xcurr, ν) ;

10 xnext ← x0 + αν;
11 for k = 1:MaxIter do
12 H ← BFGS(H,xnext − xcurr,∇f(xnext)−∇f(xcurr)) ; // Actualizar H usando (3.36)
13 xcurr ← xnext;
14 ν ← −H∇f(xcurr);
15 α← MetodoPaso(f, xcurr, ν);
16 if α no satisface la condición de curvatura (3.6) then
17 Reiniciar el algoritmo con x0 = xcurr;
18 end
19 xnext ← xcurr + αν;
20 if ‖xnext − xcurr‖ ≤ ε or ‖∇f(xnext)‖ ≤ ε then
21 x∗ ← xnext;
22 Break;

23 end

24 end
25 Return (x∗,∇f(x∗));
26 Salida: x∗ punto cŕıtico aproximado con f(x∗) ≤ f(x0), y su gradiente ∇f(x∗).

como es de esperar, su radio de convergencia también está entre medio: en general, alcanza un radio
de convergencia superlineal.

Para garantizar el radio de convergencia superlineal en los métodos de Quasi-Newton, es necesario
que la búsqueda del paso αk en cada iteración comience con αmáx = 1 (ver algoritmos 3.1 y 3.2).
Cuando se implementa de esta manera, los métodos de Quasi-Newton comienzan a usar αk = 1 a
partir de cierto punto, cuando se encuentran lo suficientemente cerca de un mı́nimo local estricto. El
siguiente teorema nos da condiciones sobre las cuales se alcanza el redio de convergencia superlineal

Teorema 3.32. Sea f : Rn → R una función de clase C2 y x0 ∈ Rn. Sea (xk)k∈N producida por un
método de Quasi-Newton (ver algoritmo 3.6), donde para todo k ∈ N,

(i) La dirección de descenso en la iteración k ∈ N está dada por νk = −B−1
k ∇f(xk) con Bk matriz

simétrica definida positiva.

(ii) αk satisface las condiciones de Wolfe.

(iii) Existe k0 ∈ N lo suficientemente grande tal que αk = 1 para todo k ≥ k0.

Supongamos que la sucesión (xk) converge a un punto x∗ ∈ Rn cŕıtico de f , con ∇2f(x∗) definida
positiva y con ∇2f Lipschitz-continua cerca de x∗. Si la secuencia de matrices (Bk) cumple que

ĺım
k→∞

‖(Bk −∇2f(x∗))νk‖
‖νk‖

= 0, (3.37)
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entonces (xk) converge a x∗ con radio de convergencia superlineal.

Demostración. Como x∗ ∈ Rn es un punto cŕıtico de f con ∇2f(x∗) definida positiva, entonces
existen δ > 0 y M > 0 tal que ∇2f(x) es definida positiva y ‖∇2f(x)−1‖ ≤ M para todo x ∈
B(x∗, δ), y además ∇2f es Lischitz-continua en B(x∗, δ).

Sin perder generalidad, supongamos que αk = 1 para todo k ∈ N y que x0 ∈ B(x∗, δ) (de lo
contrario, basta tomar k0 ∈ N lo suficientemente grande tal que xk0 ∈ N y que verifica la condición
(iii), y reemplazar x0 por xk0).

Sea νNk = −∇2f(xk)−1∇f(xk), la dirección de Newton en el punto xk. Tenemos que

‖νk − νNk ‖ = ‖∇2f(xk)−1(∇2f(xk)νk +∇f(xk))‖
= ‖∇2f(xk)−1(∇2f(xk)νk −Bkνk)‖
≤M‖(Bk −∇2f(xk))νk‖,

donde ‖∇2f(xk)−1‖ ≤ M pues xk ∈ B(x∗, δ). Como ∇2f(xk) → ∇2f(x∗), es fácil ver que la
ecuación (??) implica que

‖(Bk −∇2f(xk))νk‖
‖νk‖

k→∞−−−−→ 0.

Ocupando los argumentos de la demostración del Teorema 3.21, tenemos que para todo x ∈ B(x, δ),
se cumple que

‖(x−∇2f(x)−1∇f(x))− x∗‖ ≤ K‖x− x∗‖2,
para alguna constante K > 0 lo suficientemente grande. Más aún, la continuidad del Hessiano ∇2f
nos asegura que ∇f es Lipschitz-continua en B(x∗, δ). Por lo tanto, como ∇f(x∗) = 0, tenemos que

‖xk+1 − x∗‖ = ‖xk − νk − x∗‖
≤ ‖(xk − νNk )− x∗‖+ ‖νk − νNk ‖
≤ K‖xk − x∗‖2 +M‖(Bk −∇2f(xk))νk‖

= K‖xk − x∗‖2 +

(
M
‖(Bk −∇2f(xk))νk‖

‖νk‖

)
︸ ︷︷ ︸

ak

‖νk‖

Como ak → 0, existe k0 ∈ N lo suficientemente grande tal que ak < 1 para todo k ≥ k0. Luego,
basados en el desarrollo anterior y notando que ‖xk−νk−x∗‖ ≥ ‖νk‖−‖xk−x∗‖, podemos escribir
que

‖νk‖ ≤
K‖xk − x∗‖+ 1

1− ak
‖xk − x∗‖, ∀k ≥ k0.

Finalmente, concluimos que para todo k ≥ k0

‖xk+1 − x∗‖
‖xk − x∗‖

≤ K‖xk − x∗‖2 + ak‖νk‖
‖xk − x∗‖

≤
K‖xk − x∗‖2 + ak

K‖xk−x∗‖+1
1−ak

‖xk − x∗‖

= K‖xk − x∗‖+ ak
K

1− ak
k→∞−−−−→ 0.

Por lo tanto, (xk) converge a x∗ con radio superlineal.
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3.6 Ejercicios Caṕıtulo 3

P1. (Paso inexacto truncado) Sean f : Rn → R y x0 ∈ Rn satisfaciendo las hipótesis del Teorema
3.14. Sean además c1 ∈ (0, 1), c2 ∈ (c1, 1) y ᾱ > 0, y sean tres sucesiones (xk)k ⊂ Rn,
(νk)k ⊂ Rn \ {0} y (αk)k ⊂ (0,+∞) tal que

(i) Para todo k ∈ N, xk+1 = xk + αkνk.

(ii) Para todo k ∈ N, νk es dirección de descenso de f en xk y ‖νk‖ = 1.

(iii) Para todo k ∈ N, se tiene que: 1) o bien αk = α0 si α0 satisface la condición de Armijo
para f en xk y con dirección νk, 2) o bien αk ∈ (0, α0) y satisface las condiciones de
Wolfe para f en xk con dirección νk.

El objetivo de este problema, es mostrar que en este caso también se verifica la condición de
Zoutendijk (3.8). Para esto, proceda como sigue:

a) Defina los conjuntos A = {k ∈ N : αk = α0} y B = {k ∈ N : αk < α0}. Muestre que
existen a, b > 0 tal que para todo k ∈ N se tiene que

f(xk+1) ≤ f(x0)− a
∑

j{0,...,k}∩A

cos(θk)‖∇f(xj)‖ − b
∑

j∈{0,...,k}∩B

cos(θj)
2‖∇f(xj)‖2

b) Muestre que si |A| =∞, entonces existe k0 ∈ N tal que

∀j ∈ A ∩ {k : k ≥ k0}, ‖∇f(xj)‖ < 1.

Concluya entonces que, tanto si |A| =∞ como si |A| <∞, siempre existen k0 ∈ N, c > 0
y M > 0 tal que

∀k ≥ k0, f(xk+1) ≤ f(x0) +M − c
k∑

j=k0

cos(θj)
2‖∇f(xj)‖2.

c) Concluya entonces que en este caso también se tiene la condición de Zoutendijk, es decir,

∞∑
j=0

cos(θj)
2‖∇f(xj)‖2 < +∞.

P2. Implemente en Matlab los Algoritmos 3.2 y 3.3.

P3. Implemente en Matlab los Algoritmos 3.4 y 3.5.
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Caṕıtulo 4

Optimización con Restricciones

En esta sección estudiaremos el problema de optimización con restricciones que presentamos en el
Caṕıtulo 1, es decir,

(P) :=

{
mı́n
x∈Rn

f(x)

s.a. x ∈ X,
(4.1)

donde X será es el conjunto factible, determinado por restricciones de igualdad y desigualdad. Es
decir, X tiene la forma

X =

{
x ∈ Rn :

hi(x) = 0, ∀i ∈ I
gj(x) ≤ 0, ∀j ∈ J

}
, (4.2)

donde I y J son dos conjuntos de ı́ndices finitos. Para seguir con la ĺınea que estudiamos en el caso
de optimización sin restricciones, vamos a asumir que los datos del problema 4.1 son al menos de
clase C1, es decir, que la función objetivo f : Rn → R y las funciones de restricción hi : Rn → R
(para todo i ∈ I) y gj : Rn → R (para todo j ∈ J) son continuamente diferenciables. Recordemos
que en este contexto, un punto x∗ ∈ Rn se dice

mı́nimo global del problema (4.1) si x∗ ∈ X y

∀x ∈ X, f(x∗) ≤ f(x).

mı́nimo local del problema (4.1) si x∗ ∈ X y existe δ > 0 tal que

∀x ∈ X ∩B(x∗, δ), f(x∗) ≤ f(x).

Por supuesto, el problema (4.1) es un problema más dif́ıcil (en general) que el problema de optimi-
zación sin restricciones (3.1) estudiado en el Caṕıtulo 3. Por lo mismo, es natural pensar que los
algoritmos que podamos desarrollar para este problema apunten, a partir de un punto inicial x0 ∈ X,
solo a encontrar un punto x∗ ∈ X que sea “punto cŕıtico” y tal que f(x∗) ≤ f(x0). Con suerte, este
punto cŕıtico será un mı́nimo local e incluso en algunos casos (como problemas convexos), será un
mı́nimo global.

Pero, ¿Qué significa punto cŕıtico en el contexto de optimización con restricciones? Evidentemente,
queremos que todo óptimo local sea un punto cŕıtico. Esto requerimiento nos dice que la condición
∇f(x) = 0 no es una buena definición de punto cŕıtico, como se muestra en el Ejemplo 4.1.

Ejemplo 4.1 Consideremos el problema de optimización{
mı́n
x∈R2

f(x) = (x2 + 100)2 + 1
100x

2
1

s.a. cos(x1)− x2 ≤ 0.
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Si calculamos el gradiente y el Hessiano de la función objetivo, tendremos que

∇f(x) =

[
1
50x1

2(x2 + 100)

]
y ∇2f(x) =

[
1
50 0
0 2

]
.

Esto nos dice que la función es convexa, y que su único punto cŕıtico (que a la vez es el mı́nimo
global de f) está en x∗ = (0,−100). Sin embargo, este punto no está en el conjunto factible pues

cos(x∗1)− x∗2 = cos(0) + 100 = 101 > 0.

Por otro lado, f tiene muchos mı́nimos locales cerca de los puntos de la forma x = (kπ,−1) con
k ∈ Z impar, como muestra la Figura 4.1.

Figura 4.1: Función f(x) = (x2 + 100)2 + 1
100x

2
1 (en degradé), cuyos valores en el eje Z están

graficados sobre en dominio {x : cos(x1) − x2 ≤ 0}, El dominio está graficado como sombra en
azul oscuro. Los puntos marcados son mı́nimos locales (aproximados).

En este caṕıtulo estudiaremos cómo definir puntos cŕıticos para problemas de optimización con
restricciones. Derivaremos condiciones de optimalidad a partir de estas definiciones, conocidas como
las condiciones de Karush-Kuhn-Tucker. Finalmente, estudiaremos el algoritmo más utilizado para
problemas de optimización no-lineal con restricciones: El algoritmo de punto interior.

4.1 Condiciones de optimalidad

Antes de desarrollar la teoŕıa de condiciones de optimalidad para problemas de optimización no-
lineales, analizaremos dos ejemplos, de los cuales intentaremos deducir qué cosas son necesarias para
definir el concepto de punto cŕıtico.
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Ejemplo 4.2 Partamos primero por el problema{
mı́n
x∈R2

x1 + x2

s.a. x2
1 + x2

2 − 2 = 0,
(4.3)

que es un problema con solo una restricción de igualdad dada por la función h(x) = x2
1 + x2

2− 2. Es
fácil verificar que el único mı́nimo local de este problema se alcanza en x∗ = (−1,−1).

Intuitivamente, si x ∈ X no es un mı́nimo local, debeŕıamos ser capaces de encontrar y ∈ R2 tal que

1. y está cerca de x;

2. f(y) < f(x); y

3. h(y) = 0.

Tomando s = y − x, que debe ser un vector “pequeño”, podŕıamos aplicar el Teorema de Taylor,
deduciendo que

f(y) ∼ f(x) + 〈∇f(x), s〉 y h(y) ∼ h(x) + 〈∇h(x), s〉.

Ahora, tomando ν = ‖s‖−1s, tendremos que{
0 > f(y)−f(x)

‖s‖ ∼ 〈∇f(x), ν〉
0 = h(y)−h(x)

‖s‖ ∼ 〈∇h(x), ν〉.

Concluimos entonces que si x no es un mı́nimo local del problema (4.3), debeŕıamos poder construir
un vector unitario ν tal que 〈∇f(x), ν〉 < 0 y 〈∇h(x), ν〉 = 0. Sin embargo, esto es imposible cuando
los vectores ∇f(x) y ∇h(x) son paralelos, es decir, cuando

∃λ ∈ R tal que ∇f(x) + λ∇h(x) = 0. (4.4)

En este caso, podŕıamos decir que x es punto cŕıtico del problema (4.3) si existe λ ∈ R que verifica
la ecuación (4.4). En nuestro ejemplo, esto ocurre en dos puntos: x = (−1,−1) y x = (1, 1).

Ejemplo 4.3 Consideremos ahora el problema{
mı́n
x∈R2

x1 + x2

s.a. x2
1 + x2

2 − 2 ≤ 0,
(4.5)

que es un problema con solo una restricción de desigualdad dada por la función g(x) = x2
1 + x2

2 − 2.
Nuevamente, el único mı́nimo local de este problema se alcanza en x∗ = (−1,−1). Ahora, si un
punto x ∈ X no es mı́nimo local, debeŕıamos poder encontrar y ∈ R2 tal que

1. y está cerca de x;

2. f(y) < f(x); y

3. g(y) ≤ 0.

Nuevamente, definiendo s = y − x y usando el teorema de Taylor, podemos escribir

f(y) ∼ f(x) + 〈∇f(x), s〉 y g(y) ∼ g(x) + 〈∇g(x), s〉.

Aqúı, distinguimos dos casos:

1. Caso g(x) < 0: En este caso, para todo s lo suficientemente pequeño, digamos con s ∈ B(0, δ)
para algún δ > 0, tendŕıamos que

g(x+ s) < 0.
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Por lo tanto, la condición g(y) ≤ 0 se cumple trivialmente si y está lo suficientemente cerca
de x. Luego, la única condición que nos queda es verificar que f(y) < f(x), lo cual implicaŕıa
que existe un vector unitario ν tal que

〈∇f(x), ν〉 < 0.

La existencia de dicho vector falla sólo cuando ∇f(x) = 0 (de lo contrario, podŕıamos tomar
ν = −∇f(x)/‖∇f(x)‖). Aśı, podŕıamos definir que x es punto cŕıtico del problema (4.5)
cuando g(x) < 0 y ∇f(x) = 0.

2. Caso g(x) = 0: En este caso, tomando ν = ‖s‖−1s y recordando que g(y)− g(x) = g(y) ≤ 0,
tenemos que el desarrollo de Taylor nos dice que{

0 > f(y)−f(x)
‖s‖ ∼ 〈∇f(x), ν〉

0 ≥ g(y)−g(x)
‖s‖ ∼ 〈∇g(x), ν〉.

Es decir, si x no es un mı́nimo local y g(x) = 0, entonces debeŕıamos poder encontrar un
vector unitario ν tal que 〈∇f(x), ν〉 < 0 y 〈∇g(x), ν〉 ≤ 0. Para que esto falle, necesitamos que
∇g(x) sea paralelo a ∇f(x) y además que ambos vectores apunten en sentidos opuestos.
Es decir, necesitamos que

∃µ ≥ 0, tal que ∇f(x) + µ∇g(x) = 0, (4.6)

o sea, que ∇g(x) sea una homotecia de −∇f(x). En este caso, podŕıamos decir que x es punto
cŕıtico del problema (4.5) cuando g(x) = 0 y existe µ ≥ 0 que verifica la ecuación (4.6).

¿Cómo juntar ambos casos? Bueno, lo que podemos pedir para decir que x es un punto cŕıtico es
que verifique que

∃µ ≥ 0, tal que

{
∇f(x) + µ∇g(x) = 0,

µ · g(x) = 0.
(4.7)

La condición µ · g(x) = 0 se conoce como holgura complementaria, y nos permite incluir ambos
casos: Si g(x) = 0, entonces µ queda libre y por lo tanto tenemos que µ debe resolver la ecuación
(4.6). Por el contrario, si g(x) < 0, entonces necesariamente µ = 0, y por lo tanto, la única forma de
verificar (4.7) es que ∇f(x) = 0. Entonces, podemos decir que x es punto cŕıtico del problema (4.5),
si existe µ ≥ 0 que verifica (4.7). En nuestro ejemplo, esto ocurre solo en el punto x = (−1,−1).

Basado en los dos ejemplos anteriores, podŕıamos intentar atacar el caso general, es decir, el problema


mı́n
x∈Rn

f(x)

s.a.

{
hi(x) = 0, ∀i ∈ I
gj(x) ≤ 0, ∀j ∈ J

(4.8)

Siguiendo la misma lógica de los ejemplos, si un punto factible x no es mı́nimo local, debeŕıamos
poder encontrar un vector unitario ν tal que

〈∇f(x), ν〉 < 0,

〈∇hi(x), ν〉 = 0 ∀i ∈ I,
〈∇gj(x), ν〉 ≤ 0 ∀j ∈ J tal que gj(x) = 0.

(4.9)

El conjunto {j ∈ J : gj(x) = 0} recibe el nombre de conjunto de restricciones activas de x, y
lo denotamos A(x). Los Ejemplos 4.2 y 4.3 sugieren que la condición (4.9) falla cuando −∇f(x) es
combinación lineal de los vectores ∇hi(x) (con i ∈ I) y ∇gj(x) (con j ∈ A(x)), con la salvedad de
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que los ponderadores de los vectores ∇gj(x) deben ser positivos. En efecto, supongamos que existen

multiplicadores (λi : i ∈ I) ∈ R|I| y (µj : j ∈ A(x)) ∈ R|A(x)|
+ tal que

∇f(x) +
∑
i∈I

λi∇hi(x) +
∑

j∈A(x)

µj∇gj(x) = 0,

y que además existe ν ∈ Sn que verifica (4.9). Entonces, podŕıamos escribir,

0 < 〈−∇f(x), ν〉 =
∑
i∈I
〈λi∇hi(x), ν〉︸ ︷︷ ︸

=0

+
∑

j : gj(x)=0

〈µj∇gj(x), ν〉︸ ︷︷ ︸
≤0

≤ 0,

lo cual es una contradicción. Esto motiva la Definición 4.4 de punto cŕıtico.

Definición 4.4 (Punto cŕıtico). Un punto x ∈ Rn se dice punto cŕıtico del problema (4.8) si existen
multiplicadores (λi : i ∈ I) y (µj : j ∈ J) tal que

∇f(x) +
∑
i∈I

λihi(x) +
∑
j∈J

µjgj(x) = 0,

µjgj(x) = 0, ∀j ∈ J,
µj ≥ 0, ∀j ∈ J,
hi(x) = 0, ∀i ∈ I,
gj(x) ≤ 0, ∀j ∈ J.

(4.10)

Las condiciones (4.10) se conocen como condiciones de Karush-Kuhn-Tucker y son reconoci-
das como la mejor forma de definir puntos cŕıticos para problemas de optimización no-lineal con
restricciones. En este set de condiciones, la primera ecuación nos dice que −∇f(x) debe ser una
combinación lineal de los gradientes de las restricciones. La segunda ecuación es la ecuación de hol-
gura complementaria, que nos permite descartar las restricciones de desigualdad inactivas, forzando
al multiplicador µj correspondiente a ser cero. La tercera ecuación es la positividad del multipli-
cador para las restricciones de desigualdad: como vimos en el Ejemplo 4.3, para los gradientes de
las restricciones de desigualdad activas, es necesario que −∇f(x) apunte “en la misma dirección”.
Finalmente, las últimas dos restricciones nos dicen que el punto x es un punto factible del problema.
En lo que sigue de esta sección, intentaremos responder dos preguntas:

1. ¿Cuál es la interpretación geométrica de los puntos cŕıticos?

2. ¿Bajo que condiciones podemos asegurar que todo mı́nimo local es punto cŕıtico?

Por un lado, si bien la noción de punto cŕıtico la derivamos de un estudio razonable sobre las
aproximaciones de Taylor, esta deducción tiene una interpretación geométrica: Un punto cŕıtico
debe ser aquel desde el cual la función debe ser no-decreciente a través de toda dirección que
apunte “hacia dentro”del conjunto factible. Por otro lado, en este punto aún no sabemos si los
mı́nimos locales efectivamente verifican (4.10): En efecto, asumimos que negación de (4.9) implican
las condiciones (4.10). Sin embargo, como veremos más adelante, dicha relación no siempre se tiene:
Hay problemas donde con mı́nimos locales que no son puntos cŕıticos, en el sentido de (4.10).

4.1.1. Condiciones geométricas de primer orden

Antes de comenzar nuestro análisis, es necesario recordar lo que es un cono en Rn.

Definición 4.5. Sea C ⊂ Rn. Decimos que C es un cono si

∀y ∈ C, ∀λ ≥ 0, λy ∈ C. (4.11)

Si C es además cerrado, decimos que es un cono cerrado, y si C es además convexo, decimos que
es un cono convexo.

84
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[Incluir Dibujo]

En optimización sin restricciones, los puntos cŕıticos son aquellos puntos x ∈ Rn donde ninguna
dirección ν ∈ Rn es dirección de descenso para la función objetivo f . Esto sólo ocurre cuando
∇f(x) = 0 precisamente pues f debe ser no-decreciente en cualquier dirección.

Sin embargo, si queremos replicar este mismo criterio en el contexto de optimización con restric-
ciones, es claro que hay ciertas direcciones que no nos interesan: aquellas que, desde el punto x
en cuestión, “se salen” inmediatamente del conjunto factible X. Esto quiere decir que la condición
necesaria de primer orden debeŕıa ser que f sea no-decreciente a través de “ciertas” direcciones.
Esto motiva la siguiente definición.

Definición 4.6 (Vector tangente y cono tangente). Sea X un conjunto no-vaćıo de Rn y sea
x ∈ X. Decimos que un vector ν ∈ Rn es un vector tangente a X en x si existen dos sucesiones
(νk) ⊂ Rn \ {0} y (tk) ⊂ (0,+∞) tales que

1. νk → ν;

2. tk → 0; y

3. x+ tkνk ∈ X para todo k ∈ N.

El conjunto de todos los vectores tangentes a X en x se denomina cono tangente de X en x y
se denota por TX(x) o bien por T (x;X).

Si tomamos un vector tangente ν a X en x distinto de cero, la Definición 4.6 nos dice que d = ν/‖ν‖
es un vector que podemos formar como un ĺımite del tipo d = ĺım dk donde

dk =
xk − x
‖xk − x‖

para (xk) alguna sucesión en X convergente a x. Esto es precisamente la idea de que d como dirección
se puede aproximar por direcciones que no se salen de X cerca del punto x.

En la misma ĺınea, el nombre “cono tangente” que le damos al conjunto TX(x) no es antojadizo,
si no que da cuenta de la estructura geométrica de este conjunto. La Figura 4.2 muestra varios
ejemplos de conos tangentes en diferentes puntos de un mismo conjunto.

x1

x2

x3

x4

X

Figura 4.2: Ejemplo de conos tangentes (zona gris, que se proyecta a infinito entre las flechas negras).
a) TX(x1) es un rayo; b) TX(x2) es un semiespacio, o sea, un cono de apertura π; c) TX(x3) es un
cono de apertura 3π/2. d) TX(x4) es un cono de apertura π/2.

Proposición 4.7. Sea X ⊂ Rn y x ∈ X. Tenemos que

1. TX(x) es un cono cerrado no-vaćıo (0 ∈ TX(x)).

2. TX(x) = TX(x).

3. Si x ∈ int(X), entonces TX(x) = Rn.

4. El cono tangente es un concepto local, en el sentido que

T (x;X) = T (x;X ∩B(x, δ)), ∀δ > 0.
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Demostración. Mostraremos cada afirmación por separado.

1. Claramente 0 ∈ TX(x) (basta tomar νk = 0 en la definición). Veamos ahora que TX(x) es un
cono. En efecto, sea ν ∈ TX(x) y λ ≥ 0. Queremos demostrar que λν ∈ TX(x). Claramente, si
λ = 0 entonces λν = 0 y el resultado se tiene. Supondremos entonces que λ > 0.

Por definición, ν es vector tangente y por lo tanto existen νk → ν y tk → 0 (con tk > 0), tal
que x + tkνk ∈ X. Definiendo sk = tk/λ y uk = λνk, tenemos que sk → 0, que uk → λνk y
que

x+ skuk = x+
tk
λ

(λνk) = x+ tkνk ∈ X, ∀k ∈ N.

Por lo tanto, λν ∈ TX(x). Esto demuestra que TX(x) es un cono.

Veamos ahora que TX(x) es cerrado. Sea (νk) una sucesión en TX(x) convergente a ν ∈ Rn.
Queremos demostrar que ν ∈ TX(x). Por definición de TX(x), sabemos que para cada k ∈ N,
existe una sucesión (νk,j)j ⊂ Rn y una sucesión (tk,j)j ⊂ (0,+∞) tal que νk,j → νk, tk,j → 0
y x + tk,jνk,j ∈ X para todo j ∈ N. Ahora, para cada k ∈ N, podemos elegir jk ∈ N lo
suficientemente grande tal que

‖νk − νk,jk‖ ≤
1

k
y tk,jk ≤

1

k
.

Luego, si consideramos las sucesiones (νk,jk)k y (tk,jk)k seleccionadas de esta manera, tendre-
mos que

x+ tk,jkνk,jk ∈ X, para todo k ∈ N;

0 < tk,jk ≤ 1
k

k→∞−−−−→ 0, por lo que tk,jk → 0; y

νk,jk → ν. En efecto,

‖νk,jk − ν‖ = ‖νk,jk − νk + νk − ν‖
≤ ‖νk,jk − νk‖+ ‖νk − ν‖

≤ 1

k
+ ‖νk − ν‖

k→∞−−−−→ 0.

Concluimos entonces que ν ∈ TX(x), como queŕıamos probar. Esto demuestra que TX(x) es
también cerrado.

2. Claramente de la definición, TX(x) ⊂ TX(x) puesto que X ⊂ X. Veamos ahora la inclusión
reversa. Sea ν ∈ TX(x). Por definición, existe una sucesión (νk)k convergiendo a ν y una
sucesión (tk)k ⊂ (0,+∞) convergiendo a 0 tales que x + tkνk ∈ X para todo k ∈ N. De la
definición de adherencia, para cada k ∈ N, podemos encontrar uk ∈ B(0, 1/k) tal que

x+ tk(νk + uk) ∈ X.

Luego, notando que νk + uk → ν pues uk → 0, concluimos que que ν ∈ TX(x), lo que muestra
la inclusión reversa.

3. Supongamos que x ∈ int(X) y sea ν ∈ Rn. Sabemos que existe λ > 0 lo suficientemente
pequeño tal que el intervalo [x, x+ λν] ⊂ X. Luego, tomando tk = λ/k y νk = ν, concluimos
que ν ∈ TX(x). Como ν es arbitrario, tenemos que TX(x) = Rn.

4. Sea δ > 0 fijo, y denotemos Y = X∩B(x, δ). Como Y ⊂ X, tenemos directamente que TY (x) ⊂
TX(x). Por ende, demostraremos solo la inclusión reversa. Sea ν ∈ TX(x). Por definición, existe
una sucesión (νk)k convergiendo a ν y una sucesión (tk)k ⊂ (0,+∞) convergiendo a 0 tales
que x+ tkνk ∈ X para todo k ∈ N. Notemos que

‖tkνk‖ = tk‖νk‖ ≤ tk(‖νk − ν‖+ ‖ν‖) k→∞−−−−→ 0.
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Esto nos dice que, definiendo xk = x+ tkνk, tenemos que la sucesión (xk) converge a x. Esto
quiere decir que existe k0 ∈ N lo suficientemente grande tal que para todo k ≥ k0, xk ∈ B(x, δ).
Por lo tanto, (xk)k≥k0 ⊂ Y , lo que implica que ν ∈ TY (x) al considerar las sucesiones (νk)k≥k0
y (tk)k≥k0 . Esto concluye la demostración.

Aśı como tenemos la noción de vectores tangentes al conjunto X, que son aquellos vectores que
apuntan “hacia dentro de X” (o ĺımite de vectores que apuntan hacia adentro de X), también
podemos introducir la noción de vectores normales, que apuntan “en dirección opuesta al conjunto
X”.

Definición 4.8 (Vector normal y Cono normal). Sea X un conjunto no-vaćıo y x ∈ X. Decimos
que un vector ξ ∈ Rn es un vector normal de X en x si

〈ξ, ν〉 ≤ 0, ∀ν ∈ TX(x). (4.12)

El conjunto de todos los vectores normales a X en x se denomina cono normal de X en x y se
denota por NX(x) o bien por N(x;X).

La Figura 4.3 ilustra como se construyen los conos normales a partir de los conos tangentes para
diferentes puntos de un conjunto X.

x1

x2

x3

x4

X

Figura 4.3: Ejemplo de conos normales (zona azul). a) NX(x1) es el semiespacio inducido por la
única dirección tangente; b) NX(x2) es el único rayo ortogonal opuesto al semiespacio dado por
TX(x2); c) NX(x3) es sólo el {0}. d) NX(x4) es un cono de apertura π/2, el opuesto a TX(x4).

Proposición 4.9. Sea X un conjunto no-vaćıo y x ∈ X. El cono normal NX(x) es un cono convexo
cerrado no-vaćıo (0 ∈ NX(x)).

Demostración. Claramente 0 ∈ NX(x). Más aún, para todo ξ ∈ NX(x) y todo λ > 0 se tiene que

〈λξ, ν〉 = λ〈ξ, ν〉 ≤ 0, ∀ν ∈ TX(x).

Por lo tanto, λξ ∈ NX(x), lo que muestra que NX(x) es un cono.

Para ver que es convexo, consideremos ξ1, ξ2 ∈ NX(x) y t ∈ [0, 1]. Tenemos que para todo ν ∈ TX(x),

〈tξ1 + (1− t)ξ2, ν〉 = t〈ξ1, ν〉+ (1− t)〈ξ2, ν〉 ≤ 0,

y por lo tanto tξ1 + (1− t)ξ2 ∈ NX(x). Concluimos entonces que NX(x) es convexo.

Finalmente, para ver que es cerrado, tomemos una sucesión (ξk) ⊂ NX(x) con ξk → ξ ∈ Rn.
Tenemos que para todo ν ∈ TX(x)

〈ξ, ν〉 = ĺım
k
〈ξk, ν〉 ≤ 0,

y por lo tanto ξ ∈ NX(x). Concluimos entonces que NX(x) es también cerrado, lo que termina la
demostración.
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Con estas dos nociones (conos tangente y normal) estamos listos para establecer las condiciones
necesarias optimalidad de primer orden en el contexto de optimización sin restricciones.

Proposición 4.10. Sea x∗ ∈ X un mı́nimo local del problema (4.1). Entonces se tiene que

∀ν ∈ TX(x∗), 〈−∇f(x∗), ν〉 ≤ 0, (4.13)

o equivalentemente, −∇f(x∗) ∈ NX(x∗).

Demostración. Sea ν ∈ TX(x). Sin perder generalidad, supongamos que ν 6= 0. Por definición,
existen dos sucesiones (νk) ⊂ Rn y (tk) ⊂ (0,+∞) tal que νk → ν, tk → 0 y x∗ + tkνk ∈ X para
todo k ∈ N. Definamos xk = x∗+ tkνk y tomemos dk = (xk − x∗)/‖xk − x∗‖. Como ν 6= 0, entonces
(dk) está bien definida, al menos a partir de algún k0 ∈ N lo suficientemente grande. Más aún,

dk =
tkνk
‖tkνk‖

=
νk
‖νk‖

→ ν

‖ν‖
.

Luego, como x∗ es mı́nimo local de (4.1), tenemos que f(xk)− f(x∗) ≥ 0 para k ∈ N lo suficiente-
mente grande. Aśı, podemos escribir

〈−∇f(x∗), ν/‖ν‖〉 = ĺım
k
〈−∇f(x∗), dk〉

= ĺım
k

f(xk)− f(x∗)

‖xk − x∗‖
− 〈∇f(x∗), dk〉+

f(x∗)− f(xk)

‖xk − x∗‖︸ ︷︷ ︸
≤0

≤ ĺım
k

f(xk)− f(x∗)− 〈∇f(x∗), xk − x∗〉
‖xk − x∗‖

= 0.

Concluimos entonces que −∇f(x∗) ∈ NX(x∗), lo que concluye la demostración.

Lo que nos dice la proposición anterior es que cuando x∗ ∈ X es un mı́nimo local, entonces todas
las direcciones ν ∈ Rn que son direcciones de descenso de f en x∗ se salen del conjunto factible
X. El argumento es simple: si ν es dirección de descenso, entonces 〈−∇f(x∗), ν〉 > 0. Por lo tanto,
ν /∈ TX(x∗), y eso significa que la dirección ν “se sale del conjunto”. Dicho de otro modo, −∇f(x∗)
separa las direcciones factibles (es decir los vectores tangentes) de las direcciones de descenso. Esta
idea se ilustra en la Figura 4.4.

X

x∗

−∇f(x∗)

Figura 4.4: Ilustración de condición necesaria de primer orden geométrica: −∇f(x∗) pertenece al
cono normal NX(x∗) (en azul). Las posibles direcciones de descenso desde el punto x∗ están el el
hiperplano inducido por −∇f(x∗) (en verde) separado del conjunto factible X (en rojo).

4.1.2. Teorema de Karush-Kuhn-Tucker

Volvamos ahora al caso donde X está dado por un conjunto de restricciones, de la forma (4.2). Para
cada punto x ∈ X, lo que queremos ahora es relacionar de alguna manera el cono tangente TX(x)
con las condiciones (4.9) con las que obtuvimos la definición de punto cŕıtico.

88
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Definición 4.11. Sea X un conjunto no-vaćıo, de la forma (4.2) y sea x ∈ X. Definimos el cono
tangente linearizado de X en x como

FX(x) :=

{
ν ∈ Rn :

〈∇hi(x), ν〉 = 0, ∀i ∈ I,
〈∇gj(x), ν〉 ≤ 0, ∀j ∈ A(x),

}
(4.14)

donde A(x) es el conjunto de restricciones activas de x (los j ∈ J tal que gj(x) = 0).

El cono FX(x) se llama cono tangente linearizado pues es el cono tangente que se obtiene de
reemplazar las restricciones hi y gj por sus aproximaciones de Taylor de primer orden en torno a x.
Es decir, FX(x) = TZ(x), donde Z es el poĺıtopo dado por

Z =

{
z ∈ Rn :

hi(x) + 〈∇hi(x), z − x〉 = 0 ∀i ∈ I
gj(x) + 〈∇gj(x), z − x〉 ≤ 0 ∀j ∈ J

}
.

A priori, el poĺıtopo Z es bastante distinto del conjunto original X. No obstante, el Teorema de
Taylor nos hace pensar que Z y X debieran parecerse cerca del punto x, y por lo tanto uno podŕıa
esperar que TX(x) se pareciera a FX(x).

Lema 4.12 (de Farkas). Sea X un conjunto no-vaćıo de la forma (4.2) y sea x ∈ X. Si TX(x) =
FX(x), entonces

NX(x) =

∑
i∈I

λi∇hi(x) +
∑

j∈A(x)

µj∇gj(x)

∣∣∣∣∣ λi ∈ R ∀i ∈ I
µj ≥ 0 ∀j ∈ A(x)

 . (4.15)

Demostración. Denotemos por K el conjunto de la derecha de (4.15). Primero, veamos que K ⊂
NX(x). En efecto, sea ξ ∈ K. Entonces, existen (λi : i ∈ I) y (µj : j ∈ A(x)) tal que µj ≥ 0 para
todo j ∈ A(x) y

ξ =
∑
i∈I

λi∇hi(x) +
∑

j∈A(x)

µj∇gj(x).

Sea ν ∈ TX(x). Como TX(x) = FX(x), tenemos que

〈ξ, ν〉 =
∑
i∈I

λi〈∇hi(x), ν〉+
∑

j∈A(x)

µj〈∇gj(x), ν〉 ≤ 0.

Como ν ∈ TX(x) es arbitrario, concluimos que ξ ∈ NX(x). Aśı, tenemos que K ⊂ NX(x).

Ahora, para demostrar que NX(x) ⊂ K, supongamos por contradicción que existe ξ ∈ NX(x) \K.
Es fácil ver que K es un conjunto convexo y cerrado, y por lo tanto, podemos aplicar el teorema de
separación 2.22 entre K y {ξ}, concluyendo que existe x∗ ∈ Rn tal que

sup
ζ∈K
〈x∗, ζ〉 < 〈x∗, ξ〉.

Mostraremos ahora que x∗ ∈ FX(x).

Tomemos i ∈ I. Tenemos que para todo λ ∈ R, λ∇hi(x) ∈ K y por lo tanto

λ〈∇hi(x), x∗〉 ≤ 〈ξ, x∗〉, ∀λ ∈ R.

Lo anterior implica que 〈∇hi(x), x∗〉 = 0.

Tomemos j ∈ A(x). Tenemos que para todo µ ≥ 0, µ∇gj(x) ∈ K. Por lo tanto,

µ〈∇gj(x), x∗〉 ≤ 〈ξ, x∗〉, ∀µ ≥ 0.

Lo anterior implica que 〈∇gj(x), x∗〉 ≤ 0.
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Mezclando ambos resultados, tenemos que

〈∇hi(x), x∗〉 = 0, ∀i ∈ I
〈∇gj(x), x∗〉 ≤ 0, ∀j ∈ A(x)

y por lo tanto, x∗ ∈ FX(x). Pero como FX(x) = TX(x) y ξ ∈ NX(x), concluimos que

0 ≥ 〈ξ, x∗〉 > sup
ζ∈K
〈ζ, x∗〉 = 0,

lo cual es una contradicción. Esto prueba que NX(x) ⊂ K, lo que concluye la demostración.

Para escribir el Teorema de Karush-Kuhn-Tucker, es útil definir el Lagrangiano del problema (4.8),
que es la función

L : Rn × R|I| × R|J| → R

(x, λ, µ) 7→ f(x) +
∑
i∈I

λihi(x) +
∑
j∈J

µjgj(x). (4.16)

Cuando calculamos el gradiente de L sólo con respecto a la primera coordenada (la variable x ∈ Rn),
obtenemos que

∇xL(x, λ, µ) = ∇f(x) +
∑
i∈I

λi∇hi(x) +
∑
j∈J

µj∇gj(x). (4.17)

Con esta definición, la primera ecuación de (4.10) es equivalente a la condición ∇xL(x, λ, µ) = 0.

Teorema 4.13 (Karush-Kuhn-Tucker). Sea x̄ ∈ Rn un mı́nimo local del Problema (4.8). Si TX(x̄) =
F (x̄), entonces x̄ es punto cŕıtico en el sentido de la Definición 4.4, es decir, x̄ ∈ X y

∃(λ, µ) ∈ R|I| × R|J| tal que


∇xL(x̄, µ, λ) = 0

µjgj(x̄) = 0, ∀j ∈ J,
µ ≥ 0.

(4.18)

Demostración. Como x̄ es un mı́nimo local, entonces tenemos que −∇f(x̄) ∈ NX(x̄). Usando el
Lema 4.12, tenemos que existen (λi : i ∈ I) y (µj : j ∈ A(x̄)), con µj ≥ 0 para todo j ∈ A(x̄),
tal que

−∇f(x̄) =
∑
i∈I

λi∇hi(x̄) +
∑

j∈A(x̄)

µj∇gj(x̄).

Completando el vector (µj : j ∈ A(x̄)) a (µj : j ∈ J) imponiendo µj = 0 si j /∈ A(x0), tenemos
que los vectores λ y µ cumplen que

∇f(x̄) +
∑
i∈I

λi∇hi(x̄) +
∑
j∈J

µj∇gj(x̄) = 0

µjgj(x̄) = 0, ∀j ∈ J,
µ ≥ 0.

Es decir, x̄ es punto cŕıtico en el sentido de la Definición 4.4.

4.1.3. Condiciones de Calificación de Restricciones

En la práctica, el teorema de Karush-Kuhn-Tucker se utiliza de dos maneras:

1. Cuando es posible, resolver de manera anaĺıtica el sistema no-lineal de ecuaciones (4.10), y
elegir de entre las soluciones aquel punto que minimice el valor de la función objetivo f .

90
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2. Buscar algoŕıtmicamente, a partir de un punto inicial x0, una solución aproximada x∗ del
sistema no-lineal de ecuaciones (4.10) que garantice que f(x∗) ≤ f(x0) y entregar el punto
encontrado como candidato a solución.

Ambos enfoques están asumiendo que la conclusión del teorema 4.13 se tiene, es decir, que estamos
trabajando con problemas donde los mı́nimos locales son puntos cŕıticos. Sin embargo, esto es válido
siempre y cuando los conos tangente y tangente linearizado coincidan en todos los mı́nimos locales.
El siguiente ejemplo, muestra que dicho supuesto puede fallar.

Ejemplo 4.14 Consideremos el problema{
mı́n f(x1, x2) = x2

s.a. g(x1, x2) = x2
1 − x3

2 ≤ 0.

La restricción g(x1, x2) ≤ 0 es equivalente a x2
1 ≤ x3

2, lo que implica en particular que si (x1, x2) es
un punto factible, entonces x2 ≥ 0. Luego, el punto (0, 0) es un mı́nimo global del problema. Sin
embargo,

∇f(0, 0) =

[
0
1

]
y ∇g(0, 0) =

[
0
0

]
.

En particular, (0, 0) no es un punto cŕıtico en el sentido de la Definición 4.4, y por lo tanto el
Teorema 4.13 falla. Como conclusión, necesariamente TX(0, 0) 6= FX(0, 0).

El problema del Ejemplo 4.14 se solucionaŕıa si, antes de intentar resolver el problema de optimiza-
ción (4.1), pudiéramos asegurar que

∀x ∈ X, TX(x) = FX(x). (4.19)

En esta sección, desarrollaremos algunas condiciones suficientes sobre el conjunto de restricciones X
de tal manera que podamos asegurar (4.19). Estas condiciones suficientes se conocen como Califi-
cación de Restricciones, pues el objetivo es garantizar la condición (4.19) que no depende de la
función objetivo. Cuando estamos frente a un problema calificado (en el sentido que verifica (4.19)),
podemos utilizar el Teorema 4.13 tranquilamente, confiando tanto en resultados anaĺıticos como en
algoritmos (al menos con la misma confianza que teńıamos en problemas sin restricciones).

Lema 4.15. Sea X un conjunto no-vaćıo y x ∈ X. Entonces

TX(x) ⊂ FX(x).

Demostración. Ejercicio.

Como se mencionó previamente, el cono linearizado FX(x) se obtiene como el cono tangente en
x del poĺıtopo Z resultante de reemplazar cada restricción que define X por su aproximación de
primer orden en torno a x. Esto nos dice que si X es en si mismo un poĺıtopo (dado por restricciones
lineales), entonces (4.19) se debe verificar. La siguiente proposición formaliza este razonamiento.

Proposición 4.16. Sea X un conjunto no-vaćıo de la forma (4.2). Si para todo i ∈ I y para todo
j ∈ J , las funciones hi y gj son funciones lineales afines, entonces

∀x ∈ X, TX(x) = FX(x).

Demostración. Sea x ∈ X. Si para todo i ∈ I y para todo j ∈ J , hi y gj son funciones lineales
afines, entonces se tiene que estas funciones deben coincidir con sus aproximaciones de primer orden
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en torno a x. Es decir, para todo z ∈ Rn se tiene que

hi(z) = hi(x) + 〈∇hi(x), z − x〉, ∀i ∈ I,
gj(z) = gj(x) + 〈∇gj(x), z − x〉, ∀j ∈ J.

Sea ahora ν ∈ FX(x) con ν 6= 0. Vamos a demostrar que existe t̄ > 0 tal que [x, x+ t̄ν] ⊂ X. Para
esto, veremos que x+ tν satisface las restricciones que definen X:

Sea i ∈ I. Como ν ∈ FX(x), tenemos que 〈∇hi(x), ν〉 = 0. Luego, que para todo t > 0
podemos escribir:

hi(x+ tν) = hi(x) + t〈∇hi(x), ν〉 = 0.

Sea j ∈ A(x). Como ν ∈ FX(x), tenemos que 〈∇gj(x), ν〉 ≤ 0. Luego, para todo t > 0
podemos escribir:

gj(x+ tν) = gj(x) + t〈∇gj(x), ν〉 = t〈∇gj(x), ν〉 ≤ 0.

Sea j ∈ J \ A(x). Entonces tenemos que gj(x) < 0. Por continuidad de gj , existe δj > 0 lo
suficientemente pequeño tal que gj(z) < 0 para todo z ∈ B(x, δ). Luego, tomando t̄j = δ

2‖ν‖ ,
tenemos que

gj(x+ tν) < 0, ∀t ∈ [0, t̄j ].

Ahora, tomando

t̄ =

{
1 si A(x) = J

mı́n{t̄j : j ∈ J \ A(x)} si no,

tenemos que x + tν ∈ X para todo t ∈ [0, t̄]. Luego, ν ∈ TX(x): en la Definición 4.6, basta tomar
νk = ν y tk = t̄

k .

La condición de que X esté definido únicamente por restricciones lineales (o sea, que todas las
funciones hi y gj sean lineales afines), se conoce como la condición de Calificación de Restric-
ciones Lineales (LCQ). Si bien, (LCQ) garantiza (4.19), es demasiado restrictiva en el contexto
de optimización no lineal: es de esperar que nos encontremos con restricciones no-lineales.

Para estudiar condiciones de calificación de restricciones mejor adaptadas al contexto no-lineal,
necesitamos recordar un teorema de cálculo diferencial bastante célebre, llamado el Teorema de la
Función Impĺıcita.

Teorema 4.17 (Función Impĺıcita). Sea f : Rp × Rq → Rp una función de clase C1 y (x0, z0) ∈
Rp × Rq tal que

f(x0, z0) = 0; y

El Jacobiano parcial Dxf(x0, z0) =
[
∂
∂x1

f(x0, z0) · · · ∂
∂xp

f(x0, z0)
]

es invertible.

Entonces, existen dos abiertos Ux ⊂ Rp y Uz ⊂ Rq y una función φ : Uz → Ux de clase C1 tal que

1. x0 ∈ Ux, z0 ∈ Uz y φ(z0) = x0.

2. Para todo (x, z) ∈ Ux × Uz, se tiene que f(x, z) = 0⇔x = φ(z).

Basados en el Teorema de la Función Impĺıcita, presentaremos dos tipos de calificación de restric-
ciones. La primera, que es la condición de independencia lineal presentada a continuación en la
Definición 4.18, es probablemente la más conocida y simple de enunciar.
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Definición 4.18 (LICQ). Sea X un conjunto no-vaćıo de la forma (4.2) y sea x ∈ X. Decimos que
un punto x satisface la calificación de independencia lineal (LICQ) si el conjunto

{∇hi(x) : i ∈ I} ∪ {∇gj(x) : j ∈ A(x)}

es linealmente independiente.

Teorema 4.19. Sea X un conjunto no-vaćıo de la forma (4.2) y sea x∗ ∈ X. Si x∗ satisface
(LICQ), entonces

TX(x∗) = FX(x∗).

Demostración. Sin perder generalidad, asumamos que A(x) = J , y sea m = |I|+ |J |. Sea c : Rn →
Rm la función dada por c(x) = (h1(x), . . . , h|I|(x), g1(x), . . . , g|J|(x)) y tomemos la matriz

A(x∗) = Dc(x∗) =
[
∇h1(x∗) · · · ∇h|I|(x∗) ∇g1(x) · · · ∇g|J|(x∗)

]T
.

Como todas las columnas de A son linealmente independientes, necesariamente m ≤ n y A tiene
rango igual a m. Vamos a suponer que m < n: el caso m = n es similar (se omite la matriz Z que se
presenta más adelante) y se deja como ejercicio. Sea Z una matriz de n× (n−m) cuyas columnas
forman una base del espacio nulo de A. Esta construcción nos dice que el rango de Z es n −m y
que A(x∗)Z = 0. En particular, las columnas de Z y las filas de A(x∗) forman una base de Rn.

Ahora, sea ν ∈ FX(x). Definamos la función R : Rn × R→ Rn dada por

R(z, t) =

[
c(z)− tA(x∗)ν
ZT (z − x∗ − tν)

]
.

Claramente R es de clase C1 y R(x∗, 0) = 0. Más aún,

DxR(x∗, 0) =

[
A(x∗)
ZT

]
,

que es de rango completo y por lo tanto invertible. Por el Teorema de la Función Impĺıcita (Teorema
4.17, existen dos abiertos (−δ, δ) y Uz ⊂ Rn y una función φ : (−δ, δ) → Uz de clase C1 tal que
φ(0) = x∗ y tal que

R(φ(t), t) = 0, ∀t ∈ (−δ, δ).

Sea tk = δ/2k y sea xk = φ(tk). Notemos que xk ∈ X para todo k ∈ N. En efecto, recordando que
ν ∈ FX(x∗), tenemos que

R(φ(t), t) = 0 =⇒ c(φ(t)) = tA(x∗)ν =⇒ hi(xk) = tk〈∇hi(x∗), ν〉 = 0, ∀i ∈ I,
gj(xk) = tk〈∇gj(x∗), ν〉 ≤ 0, ∀j ∈ J.

Por continuidad de φ, tenemos que xk → x∗. Luego, tenemos que

0 = R(tk, xk) =

[
c(xk)− tkA(x∗)ν
ZT (xk − x∗ − tkν)

]
[
A(x∗)(xk − x∗)− tkA(x∗)ν

ZT (xk − x∗ − tkν)

]
+

[
c(xk)−A(x∗)(xk − x∗)

0

]
︸ ︷︷ ︸

ok

=

[
A(x∗)
ZT

]
(xk − x∗ − tkν) + ok
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Luego, definiendo νk = t−1
k (xk − x∗), tenemos que x∗ + tkνk ∈ X. Además, tenemos que[

A(x∗)
ZT

]−1

︸ ︷︷ ︸
=M

ok
tk

= νk − ν.

Finalmente, recordando que xk = φ(tk) y x∗ = φ(0), y denotando por L = ‖M‖, podemos escribir

‖νk − ν‖ ≤ L
‖c(xk)−A(x∗)(xk − x∗)‖

tk

= L
‖c(xk)− c(x∗)−A(x∗)(xk − x∗)‖

‖xk − x∗‖︸ ︷︷ ︸
→0

‖φ(tk)− φ(0)‖
tk︸ ︷︷ ︸

→‖φ′(0)‖

k→∞−−−−→ 0.

Concluimos entonces que ν ∈ TX(x∗) y por lo tanto, que FX(x∗) ⊂ TX(x∗). En vista del Lema
4.15, la demostración está completa.

La condición (LICQ) en general solo se verifica en problemas pequeños (con pocas restricciones). En
la práctica, es muy dif́ıcil de verificar. Una condición más relajada es considerar la independencia
lineal de los gradientes solo para las restricciones de igualdad. En general, estas restricciones no
pueden ser demasiadas (de lo contrario el conjunto factible X estaŕıa dado por un sistema de
ecuaciones sobredimensionado), y por lo tanto hay buenas opciones de verificar independencia lineal.
Las condiciones de Mangasarian-Fromowitz, que se presentan a continuación en la Definición 4.20,
mantienen el requerimiento de independencia lineal de las restricciones de igualdad y reemplazan el
requerimiento sobre las restricciones de desigualdad por la existencia de una “dirección interior” en
el cono linearizado.

Definición 4.20 (MFCQ). Sea X un conjunto no-vaćıo de la forma (4.2) y sea x ∈ X. Decimos
que un punto x satisface la calificación de Mangasarian-Fromowitz (MFCQ) si

(i) {∇hi(x) : i ∈ I} es linealmente independiente; y

(ii) Existe ν ∈ Rn tal que
〈∇hi(x), ν〉 = 0, ∀i ∈ I,
〈∇gj(x), ν〉 < 0, ∀j ∈ A(x).

(4.20)

Teorema 4.21. Sea X un conjunto no-vaćıo de la forma (4.2) y sea x∗ ∈ X. Si x∗ satisface
(MFCQ), entonces

TX(x∗) = FX(x∗).

Demostración. Sea ν ∈ FX(x∗) y denotemos p = |I|. Para que exista ν̄ satisfaciendo la condición
(4.20), es necesario que, o bien p < n, o bien, p = n y A(x) = ∅. En el segundo caso, (MFCQ) se
reduce a (LICQ), y por lo tanto el resultado se sigue del Teorema 4.19. Asumiremos entonces que
p < n. Definamos la matriz

A =
[
∇h1(x∗) · · · ∇hp(x∗)

]
∈Mn×p(R),

y consideremos la función

` : Rp × R→ Rp

(u, t) 7→ h(x∗ + tν +Au),
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donde h(x) := (h1(x), . . . , hp(x)) ∈ Rp. Tenemos que la función ` es de clase C1, `(0, 0) = 0 y

Du`(0, 0) =
[
∇h1(x∗) · · · ∇hp(x∗)

]T
A = ATA ∈Mp×p(R).

Como A las columnas son linealmente independientes, se tiene que ATA es definida positiva y por
lo tanto, invertible. En efecto, claramente ATA es semidefinida positiva. Si tomamos y ∈ Rp tal que
yTATAy = 0, tendŕıamos que

0 = yTATAy = ‖Ay‖2,

lo que implicaŕıa que Ay = 0. Luego, notando que

Ay =

p∑
i=1

yiA•i =

p∑
i=1

yi∇hi(x∗),

concluimos que la independencia lineal de las columnas de A implica que y = 0. Esto muestra que
ATA es definida positiva como fue enunciado.

Luego, podemos aplicar el Teorema de la Función Impĺıcita (Teorema 4.17), que nos asegura que
existe δ > 0, Vu ⊂ Rp abierto y φ : (−δ, δ)→ V tal que: 0 ∈ Vu, φ es de clase C1 y

∀(t, u) ∈ (−δ, δ)× Vu, `(u, t) = (0, 0)⇔u = φ(t).

Definamos ahora la curva x : (−δ, δ)→ Rn dada por

x(t) = x∗ + tν +Aφ(t).

Tenemos que x(0) = x∗ y que hi(x(t)) = 0 para todo t ∈ (−δ, δ) y todo i ∈ I. Luego, podemos
escribir

0 =
d

dt
(h ◦ x)(0) =

∇h1(x(0))T · x′(0)
...

∇hp(x(0))T · x′(0)


=

∇h1(x∗)T · (ν +Aφ′(0))
...

∇hp(x∗)T · (ν +Aφ′(0))


=

∇h1(x∗)T ·Aφ′(0)
...

∇hp(x∗)T ·Aφ′(0)

 = ATAφ′(0).

Como ATA es invertible, tenemos que φ′(0) = 0 y por lo tanto, concluimos que x′(0) = ν+Aφ′(0) =
ν.

Supongamos primero que
∀j ∈ A(x∗), 〈∇gj(x∗), ν〉 < 0. (4.21)

Vamos a demostrar que en tal caso existe ε ∈ (0, δ) tal que para todo t ∈ (0, ε) y todo j ∈ J , se
tiene que gj(x(t)) < 0.

Tomemos primero j ∈ A(x∗). Por regla de la cadena, tenemos que

0 > 〈∇gj(x∗), ν〉 = 〈∇gj(x(0)), x′(0)〉 = ĺım
t→0

gj(x(t))− gj(x(0))

t
.

Luego, recordando que gj(x
∗) = 0, la desigualdad anterior nos asegura que existe εj ∈ (0, δ)

tal que gj(x(t)) = gj(x(t))− gj(x(0)) < 0 para todo t ∈ (0, εj).
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Tomemos ahora j ∈ J \ A(x∗). Como la curva x : (−δ, δ) → Rn es continua y gj(x(0)) =
gj(x

∗) < 0, existe εj ∈ (0, δ) lo suficientemente pequeño tal que gj(x(t)) < 0 para todo
t ∈ (0, εj).

Finalmente, definiendo ε = mı́n{εj : j ∈ J}, tenemos que

gj(x(t)) < 0, ∀j ∈ J, ∀t ∈ (0, ε).

Finalmente, con esta construcción tenemos que x(t) ∈ X para todo t ∈ (0, ε) y por lo tanto, podemos
definir las sucesiones (νk) y (tk) de la Definición 4.6 como

tk =
ε

2k
y νk =

x(tk)− x(0)

tk
.

Aśı, tenemos que x∗+ tkνk = x(tk) ∈ X para todo k ∈ N, que tk → 0 y finalmente que νk → x′(0) =
ν. Por lo tanto, ν ∈ TX(x∗).

Ahora, para el caso general (sin suponer (4.21)), la condición (MFCQ) nos dice que existe ν̄ ∈
FX(x∗) tal que 〈∇gj(x∗), ν̄〉 < 0 para todo j ∈ A(x∗). En tal caso, para k ∈ N podemos definir

νk = ν +
1

k
ν̄

que cumple que νk ∈ FX(x∗) y además verifica (4.21). Repitiendo todo el desarrollo para νk en vez
de ν, concluimos que νk ∈ TX(x∗). Luego, como TX(x∗) es cerrado (ver Proposición 4.7), concluimos
que

νk → ν ∈ TX(x∗).

Como ahora ν ∈ FX(x∗) es arbitrario, concluimos que FX(x∗) ⊂ TX(x∗) , lo que concluye la
demostración.

4.2 Algoritmo de Punto Interior
[PENDIENTE]

4.3 Algoritmos de Lagrangiano Aumentado
[PENDIENTE]

4.4 Ejercicios Caṕıtulo 4

P1.
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Caṕıtulo 5

Algoritmos para optimización
no-diferenciable

[PENDIENTE]

5.1 Método de Máximo Descenso con subgradientes
[PENDIENTE]

5.2 Método de Descenso Coordinado
[PENDIENTE]

5.3 Metaheuristica de Enjambre de part́ıculas
[PENDIENTE]
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Apéndice A

Contenidos previos de Cálculo
multivariado

A.1 Conjuntos abiertos y cerrados

A.2 Continuidad de funciones

A.3 Diferenciabilidad de funciones

A.4 Matrices semidefinidas y diagonalización

A.5 Expansión de Taylor
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